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摘要：傅里叶叠层成像是一种实现光学系统高分辨率、大视场成像的技术。传统 FP方法的高分辨率重建过程需要较高

的孔径重叠率，导致采集图像数量较多，采样效率低。此外，FP重建算法的复杂度高，重建时间长。针对以上问题，本文

结合深度学习，提出一种基于多尺度特征融合网络的傅里叶叠层成像算法，通过改进的特征金字塔卷积神经网络，能够

从稀疏采样的低分辨振幅图像中提取特征信息并进行融合，实现超分辨的复图像重建。实验结果表明，在相同采样条件

下，与传统方法相比，本文提出的深度学习算法提高了图像重建的质量，减少了 90%以上的重建时间，并且对高斯噪声

的鲁棒性较高。所提出的方法能够将相邻频域子孔径间的重叠率从 50%降低至 25%，减少 50%的采集图像数量，大幅

提高采样效率。
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Fourier ptychography based on multi-scale feature fusion network
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Abstract：Fourier Ptychography（FP） is a technology of achieving high-resolution，large field-of-view
imaging of optical system. However，the high-resolution reconstruction based on traditional FP methods
requires a high aperture overlap ratio，resulting in a large number of captured images and low sampling
efficiency. In addition，the FP reconstruction algorithm has high complexity and long reconstruction time.
Aiming at solving these problems of the FP，this paper proposes a deep learning algorithm based on multi-scale
feature fusion network. Through the improved feature pyramid module，the feature information can be
extracted from multiple low-resolution images captured by the FP imaging system，and the information is
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fused to achieve super-resolution reconstruction. Experimental results show that compared with traditional methods，
the deep learning algorithm proposed in this paper improves the quality of image reconstruction，reduces
the reconstruction time by 90%，and is more robust to Gaussian noise. In addition，the proposed method
can reduce the overlap ratio between sub-apertures from 50% to 25% in frequency domain，and reduce the
number of captured images by 50%，greatly improving the sampling efficiency.
Key words：computational imaging；fourier ptychography；feature pyramid；dense connectivity；channel

attention

1 引 言

在光学成像系统中，空间带宽积（Space Band
width Product，SBP）［1］表示系统传递信息的能

力。然而高分辨率和大视场在光学成像系统中

相互制约［2］，使得高空间带宽积的成像需求难以

满足。传统的解决方法是通过机械设备移动高

数值孔径（Numerical Aperture，NA）的透镜，获

取物体不同区域的高分辨率信息［3］，并利用算法

进行图像拼接，实现高空间带宽积的成像。但此

方法对设备的精度要求高、成本高昂、成像速度

慢。傅里叶叠层成像（Fourier Ptychography，FP）［4］

是一种兼顾高分辨率和大视场的计算成像技术。

在傅里叶叠层显微成像（Fourier Ptychography
Microscope，FPM）［5］中，LED阵列提供角度变化

的平面波对物体进行照明，将超过光学系统衍射

极限的频域信息转移至显微物镜内，得到一系列

低分辨率图像。最后通过相位恢复算法，将低分辨

率图像包含的信息在频域中拼接、融合，重建出

物体的高分辨率、大视场复图像。该技术已在数

字成像、生物显微等领域被广泛研究与应用［6-8］。

尽管 FP技术已经发展了近 10年，但是依然

面临两个问题：一是采样效率低。在 FP的重建

过程中，样本频谱上相邻子孔径间需要存在一定

程度的重叠，才能保证最终的频谱收敛。如果不

存在重叠，则采集的图像间毫无联系，最终会导

致相位恢复问题的固有模糊性［9］。因此，高重叠

率的低分辨率图像集是 FP高质量重建的基础。

二是重建效率低。FP的重建算法是在空间域和

频域内对样本的振幅和相位信息进行交替更新，

收敛速度较慢，算法迭代时间长。为了弥补以上

缺陷，目前多项研究成果被提出。在提升采样效

率方面，Jason等［10］将相机阵列引入宏观 FP成像

系统中，可以同时采集所有低分辨率样本，但成

像系统过于复杂，设计困难。Tian等［11］对 FPM
成像系统的 LED点光源进行编码控制，每次采样

时随机使用多个 LED照明，大幅度降低了采样

次数。然而其重建算法是基于二阶梯度的序列更

新并且需要对采集图像进行低分辨率图像解耦，

复杂度高、运行时间长。Kappeler等［12］结合深度

学习的方法，尝试降低 FP采样中的孔径重叠率。

但由于提出的模型只包含 3层卷积，因此难以提

取精细的特征信息，重建效果不理想。此外，在加

快重建速度方面，Bian等［13］设计的Wirtinger flow
优化法，在重建过程中舍弃部分高频信息以提升

算法运行效率。Zhang等［14］提出的多尺度深度残

差网络，采用端对端的模型实现快速重建。Jiang
等［15］利用神经网络的反向传播机制求解样本的

高分辨率复振幅，加速了传统算法的迭代过程。

虽然这些方法都从不同程度上减少了重建时间，

但都需要采集大量的样本，采样效率低。

随着近年来人工智能科学的快速发展，神经

网络算法已经在光学成像的多个领域被广泛应

用［16-18］。在一定的成像条件下，神经网络模型可

以通过大量的训练数据，学习输入和输出图像之

间的映射关系，能够快速且准确地处理图像信息。

因此，本文提出基于多尺度特征融合的 FP成像算

法（Fourier Ptychography Based on Multi-feature
Fusion Network，FPMFN），利用深度学习中的

特征金字塔模块［19］，从 FP采样的多张低分辨率

图像中提取不同尺度的特征信息。为了确保特

征信息的准确性和完整性，加入稠密连接［20］以增

强信息在网络间的流动，并且引入通道注意力机

制［21］，使网络更好地分配高低频信息的训练权

重。特征金字塔模块的解码器部分能够将不同

尺度的特征信息进行融合，采用亚像素卷积［22］完

成图像从低分辨率到高分辨率的转变。通过不

同孔径重叠率下的对比实验，验证了在孔径重叠
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率相同时，FPMFN比传统算法有更好的重建效

果，而且重建速度更快。FPMFN在 25%重叠率

时的重建结果能够媲美传统算法在 50%重叠率

时的结果。实验结果表明，本文算法能有效减少

重建所需的样本数，提升采样的效率，并大幅减

少重建所需的时间。

2 傅里叶叠层成像原理

FP计算成像方法由成像过程和重建过程组

成。典型的 FP 成像模块如图 1所示，样品与

LED阵列的距离足够远，因此不同角度的入射波可

以近似地视为平面波。样品的出射场经过透镜传

输，被图像传感器（Charge Coupled Device，CCD）
接收，输出低分辨率强度图像。最后经过重建过程，

将低分辨率强度图像恢复为高分辨率复图像。

2. 1 FP的成像过程

在成像过程中，使用复振幅分布 o ( r )表示样

品，其中 r=（x，y）是空间域的二维坐标。在第m个

LED 点光源照明的条件下，样品的出射场为

o ( r ) ⋅ exp ( ikm r )。其中“⋅”表示点乘，k=（kxm，kym）
表示照明光源的入射波矢。经过傅里叶变换，能

够获得样品出射场的频谱，此过程表示为：

O (k- km )= F{o ( r ) ⋅ exp ( ikm r ) }， （1）

式中：F为傅里叶变换运算符，k= (kx，ky)为傅里

叶域的二维坐标。经过物镜时，透镜会对样品频

谱进行低通滤波，最终 CCD接收的低分辨率图

像可以表示为：

Im ( r )= | F-1{O (k- km ) ⋅P (k) } | 2 ， （2）

式中：Im ( r )为 CCD平面接收到的强度信息，F-1

为傅里叶逆变换运算符，P (k)为物镜的相干传

递函数（Coherent Transfer Function，CTF），可以

表示为：

P (k)=

■

■

■

|
||
|
|
|

|
||
|
|
|

1，kx 2 + ky 2 < ( )2π
λ
NA

2

0，kx 2 + ky 2 ≥ ( )2π
λ
NA

2
， （3）

式中：
2π
λ
NA为系统的截止频率，NA为物镜的数

值孔径，λ为 LED照明光波的波长。

2. 2 FP的图像重建过程

交替投影法（Alternate Project，AP）是经典

的 FP重建算法，图 2为算法的重建流程。

以AP算法为基准的 FP图像重建流程如下：

（1）使用中心位置的 LED作为照明光源，采

集低分辨率图像并进行上采样处理。处理后的

图 像 经 过 傅 里 叶 变 换 后 得 到 高 分 辨 率 频 谱

O 0 (k)，作为初始估计解。当迭代进行至第 j轮，

高分辨率频谱表示为Oj(k)。
（2）选择第 m个 LED照明样品，得到此时低

分辨率的傅里叶频谱为：

Om，j(k)= P (k) ⋅Oj(k- km ) . （4）
Om，j(k)经过逆傅里叶变换得到空间域的低

分辨率图像 om，j( r )= F-1{Om，j(k) }。

图 1 FP的成像模块装置图

Fig. 1 Imaging module diagram of FP

图 2 FP重建流程图

Fig. 2 Flowchart of FP reconstruction
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（3）不改变Om，j(k)的相位信息，用 CCD采集

的低分辨率强度图像 Im ( r )，更新Om，j(k)的振幅，

表示为：

o′m，j( r )= Im ( )r om，j ( r )
|| om，j ( r )
. （5）

（4）振幅更新后，将当前照明条件下子孔径

区域内的频谱替换为

o′m，j(k)= F [ o′m，j( )r ]， （6）

（5）重复上述（2）～（4）的过程，直到 LED阵

列中所有光源完成照明。

（6）重复上述（2）～（5）的过程，直到完成所

有迭代轮次，将最后更新的频谱逆傅里叶变换至

空域获取高分辨率复图像。

3 多尺度特征融合的 FP神经网络

现有的 FP神经网络大多通过单层的特征信

息变换实现输入与输出图像之间的映射求解。

这种网络结构对高频信息的关注度较低，需要从

大量的低分辨率图像中提取充足的高频信息。

因此，本文基于深度学习中的特征金字塔网络，

结合稠密连接、通道注意力（Channel Attention，
CA）模块和亚像素卷积（Sub-Pixel Convolution，
SP-Conv），提出一种多尺度特征融合的 FP神经

网络。网络为串行的跳层连接结构，利用卷积层

在不同的感受野下提取并融合多尺度的特征信

息。神经网络的输入为多张低分辨率强度图像，

最终输出是单张高分辨率复图像。

3. 1 FP神经网络的框架

为了获取网络的输入，需要先在训练集中随

机选择样本的振幅图像 IG和相位图像 φG，合成复

图像 CG。经过 FP的成像模块，得到低分辨率图

像集 IL，m。如图 3所示，网络整体由浅层卷积模

块、特征金字塔模块、上采样模块以及重建模块

组成。网络结构如下：

首先将 IL，m 输入浅层卷积模块，而浅层卷积

模块中包含两个卷积层：第一个 1×1卷积层将输

入数据的通道数进行压缩，减少神经网络的参数

量和后续卷积核的尺寸，提高神经网络的训练效

率；第二个 3×3卷积层可以从压缩后的数据中生

成含有粗略信息的特征图。

从浅层卷积模块的输出中提取振幅和相位

信息，输入至特征金字塔模块。该模块分为编码

器和解码器。在编码器中，多层的稠密连接通

道注意力（Densely connected with channel attention，
DCCA）模块进行叠加，自底向顶地提取不同尺

度的特征图，采样尺度因子为 2，每层特征图的行

列分辨率都是前一层的 1/2。顶层的特征图经过

了更深层的卷积神经网络，因此包含丰富的语义

信息，但位置信息是不准确的；相反，准确的位置

信息需要从底层的特征图中获取。为了尽可能

完整地利用特征信息，编码器中每一层的特征图

都会经过 1×1卷积。在解码器中，按位相加进行

融合，不同特征图的尺度对齐通过双三次插值上

采样实现。

解码后的全局特征图需要进行超分辨处理，达

到与CG相同的尺寸。常见的上采样选择有插值上

采样、反卷积上采样等，为了实现更有效的超分辨，

参考高效亚像素卷积神经网络（Efficient Sub-Pixel
Convolutional Neural Network，ESPCNN）［22］。 本

文选用计算量更小且超分性能更佳的 SP-Conv对

图 3 本文提出的网络模型结构图

Fig. 3 Structure diagram of the proposed network model
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全局特征图进行上采样，通过 2次亚像素卷积，最

终达到 4倍上采样的效果。

最后使用一个 3×3卷积层作为重建模块，完

成特征图到高分辨率复图像 CH的转变。整体的

神经网络以输出的 CH 尽可能接近 CG 为目标进

行训练。

3. 2 稠密连接通道注意力模块

常见的卷积神经网络通常选择多个卷积层

叠加的设计，以此提升网络提取特征的能力。这

种方式需要依赖大量的数据进行训练，且模型的

参数量庞大。因此，本文提出 DCCA模块，通过

加强卷积层之间的联系，提高特征信息的利用

率，获取高质量的重建效果。模块包含两个部

分：稠密连接层和 CA模块，如图 4所示。

稠密连接层能够使特征和梯度信息在卷积

层之间更加有效地传递。局部特征信息通过卷

积和非线性激活函数 Relu后，与之前所有层提取

的特征信息进行融合作为当前卷积层的输入，有

效提高网络的泛化能力，同时避免了梯度消失的

问题。

假设 Qn表示第 n层的卷积和激活函数运算，

该层的输出为：

yn= Qn ([ y0，y1，⋯，yn- 1 ] ) . （7）

本文通过消融实验确定神经网络对 4种不同

尺度的特征图进行提取和融合时的重建效果最

好，因此设置特征金字塔模块的编码器部分由 4层
DCCA组成。考虑到深层的稠密连接会造成计

算复杂度过高，不利于整个神经网络的训练与测

试，本文选用 5个卷积层和 1个 CA模块共同组成

单个 DCCA模块。DCCA的稠密连接层能从粗

略的特征图中提取更详细的特征信息，不同的高

低频分量信息被储存在不同的通道。由于低频

特征更容易被神经网络表达，因此均匀分配特征

通道的权重会降低神经网络对高频特征的重建

质量。为了增强对特征通道权重的分配能力，在

稠密连接层之后设置了 CA模块，使神经网络在

训练的过程中自适应地调整不同特征通道的权

重，从而提升对高频特征信息的关注。模块整体

采用残差结构对输入和 CA模块的输出进行连

接，提升信息在模型内部的流动，改善网络的映射

能力，同时可以确保在多个卷积叠加的过程中，网

络不会因为复杂的结构而产生退化。最后经过

一个 3×3卷积和激活函数，得到DCCA的输出。

CA模块包含 5部分：全局池化层、特征通道

压缩层、特征通道扩张层、Relu非线性激活层和

Sigmoid非线性激活层，模块结构如图 5所示。形

状为 H×W×C的特征张量首先经过全局池化

层，在 H和W的维度上被压缩为 1×1×C的向

量，这种形式有利于在通道维度上计算权重。接

着用 1×1的卷积在通道维度上进行压缩，假设压

缩系数为 t（t<1），压缩后的向量形状变为 1×
1×tC。经过激活函数 Relu后，再通过第二个 1×
1卷积进行通道扩张，形状恢复为 1×1×C。然

后通过激活函数 Sigmoid，将不同通道的权重系

数用（0，1）的数值表示。最后对原始的特征张量

按权重系数进行通道维度的加权分配。

3. 3 网络参数及损失函数

对于本文提出的神经网络，1×1尺寸的卷积

核应用于浅层卷积模块中输入特征的通道压缩、

特征金字塔模块中编解码器的横向连接以及 CA
模块中的通道压缩和扩张。网络中的其他卷积

核的尺寸都为 3×3。浅层卷积模块、DCCA模块

的稠密链接层、重建模块在进行 3×3卷积计算

前，对输入做 0数值填充处理，以此维持特征图的

尺寸。网络的输入和输出都是单通道的灰度图

像，但同样适用于彩色图像的重建任务。网络的

损失函数使用平均绝对值误差（L1损失），假设本

文的算法为 R，高分辨率复图像的像素总数为N，

训练的优化目标可以表示为

Loss= 1
N∑i= 1

N ‖ ‖R ( )IL，m - CG
1
. （8）

图 4 稠密连接通道注意力模块

Fig. 4 Densely connected channel attention module

图 5 通道注意力模块

Fig. 5 Channel attention module
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4 实验设计

4. 1 实验环境

本研究基于深度学习开源框架 Pytorch 1. 10
搭建神经网络模型，训练及实验的硬件环境为：

Intel（R）Core（TM）i7-8700 CPU，32G RAM及

NVIDIA GeForce 1080 GPU。对于不同条件下

获得的实验结果，采用图像结构相似度（SSIM）

和峰值信噪比（PSNR）作为图像重建质量的评价

指标，使用Matlab进行测量。其中 PSNR与图像

的均方误差（Mean Square Error，MSE）成反比，

SSIM与 PSNR越大，重建结果越接近真值图像。

4. 2 数据准备与实验设置

神经网络的训练需要大规模的数据集，直接

通过光学成像系统获得是困难的。因此本文基

于文献［18］提供的 DIV2K数据集制作仿真训练

集。该数据集共包含 1 000张不同场景下的高分

辨率图像，其中前 800张为训练图像，后 200张为验

证及测试图像。为了获得真值复图像集 CG，首先

将 800张训练图像批量处理为 8位的单通道格

式，然后对 2k分辨率的高清灰度图像按照尺寸

128×128进行分块裁剪，并随机挑选两张不同的

图像合成一张复图像。利用 2. 1节中叙述的 FP
成像原理，将 CG作为仿真成像系统的输入，获得

低分辨率图像集 IL，m，其中每一张高分辨率复图

像与相对应的 m张低分辨率图像构成一组训练

对。在测试集方面，本文使用 4个基准数据集：

Set5［23］、Set14［24］、B100［25］和 Urban100［26］，共含有

219张高清图像，与训练集的处理过程相同。训

练集和测试集的不同来源提升了实验结果的准

确性。

在对 FP 成像系统的设置中，LED 光源为

SMD3528，发光尺寸为 3. 5 mm×2. 8 mm，波长 λ为
630 nm，与样品相距 80 mm。系统的放大倍率为

4倍，数值孔径 NA为 0. 1，采样的相机为 Lumenra
公司的 Infinity-4（2 650像素×4 600 像素），像元

尺寸 9 μm。为了系统地比较不同方法中 FP的孔

径重叠率对重建结果的影响以及探索在稀疏采样

条件下的重建效果，相邻 LED 点光源之间距离

分别为 10，5，3，2 mm。根据 Dong等［27］的研究结

果，孔径重叠率需要保证在 35%以上才能实现传

统 FP方法的有效重建。在实际低分辨率图像的

采样过程中，考虑到重建算法的恢复效果，通常会

将孔径重叠率设置在 60%~75%的区间内［28］。不

同重叠率下的孔径排列如图 6所示，每一个圆形代

表相应 LED在频谱上对应的子孔径范围，其中亮

度高的部分为相邻子孔径的重叠区域。图 6表示

LED数量分别为 25，49，81，121时孔径的重叠情况，

4种采样方式的孔径重叠率［28］分别为 25%，50%，

62. 5%，70%，最终的合成孔径NAsyn都为 0. 5。

神经网络训练过程中使用Adam优化器对损

失函数进行更新，其中 β1设置为 0. 9，β2设置为

0. 999。网络整体的初始学习率设置为 10-4，权
重衰减系数设置为 0，批尺寸（Batchsize）设置为 8。
每经过 100个反向传播周期学习率减半，最后经

过 400个周期完成训练。

5 结果与讨论

本文通过消融实验，探究了多尺度特征图数

量对重建效果的影响。并且分别对稠密连接模

块、通道注意力模块以及 DCCA模块的重建效果

进行探究。在改变孔径重叠率的条件下，使用本

文方法（FPMFN）、AP算法、PtychNet和 Jiang等
学者提出的迭代算法（FP Neural Network，FPNN）
进行重建测试，对图像重建质量和算法运行时间

做对比实验分析，同样也在实际的数据上进行重

建实验。本文还将探究高斯噪声对不同方法重

建结果的影响。

图 6 4种不同孔径重叠率的示意图

Fig. 6 Schematic of four different aperture overlap ratio
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5. 1 DCCA的消融实验

表 1为设置不同数量的多尺度特征图时，使

用相同的训练集和训练周期，FPMFN重建 50%
重叠率测试集的平均 PSNR和 SSIM。当多尺度

特征图数量少于 4个时，神经网络的深度有限，特

征金字塔模块的编码器对顶层的语义信息提取

不充分，导致重建结果不佳。而多尺度特征图数

量过多时，神经网络的参数量随之增加，在训练

过程中容易导致过拟合现象，影响最终的重建效

果。因此，本文选用重建效果最佳的 4层特征结

构搭建网络。

对分别使用 DCCA模块与 3×3卷积层的神

经网络比较了训练过程中的损失收敛情况。对

比组将 DCCA模块替换为 5个标准卷积加激活

函数模块，在 50%的孔径重叠率下，对 49张低分

辨率图像进行重建。如图 7所示，曲线的横坐标

表示训练周期，纵坐标表示损失函数返回值

（Loss）。与标准卷积相比，DCCA模块的 Loss曲
线在 100个训练周期附近达到了良好的收敛效

果，而使用标准卷积则需要大约 150个训练周期，

而且 DCCA模块在训练中始终维持更低的 Loss
值，因此具有更好的收敛性能。

表 2为使用不同模块在 4个基准测试集上得到

振幅图像的 PSNR和 SSIM平均值。“ConvCA”

代表在使用标准卷积的基础上，增加了如 3. 2节
中描述的通道注意力机制，而 DCCA模块则进一

步增加了卷积之间的稠密连接。由表 2可以看

出，DCCA模块在不同的基准数据集上都取得了

最好的重建效果，稠密连接提高了信息在神经网

络中的利用率，有利于特征金字塔模块充分提取

有效的特征信息。与标准卷积模块相比，DCCA
在 4个测试数据集上的平均 PSNR分别提升了

0. 62，1. 12，0. 24，0. 55 dB。同时，在多层卷积操作

之后增加通道注意力机制，有效地分配了通道间

的权重信息，使神经网络对不同频率的特征信息

进一步细化，提升了最终的重建质量。

5. 2 不同孔径重叠率的实验对比

为了研究低分率图像样本数与重建效果的

关系，以及进一步探索所需样本数目更低的采样

方式，本文在 4种孔径重叠率条件下，对不同方法

表 1 5种特征图数量的网络在测试集上的平均 PSNR和

SSIM
Tab. 1 Average PSNR and SSIM on the test datasets for

networks with 5 feature map numbers

Number of
feature map

2
3
4
5
6

Max feature
map size
128×128
128×128
128×128
128×128
128×128

Min feature
map size
64×64
32×32
16×16
8×8
4×4

PSNR/
dB
23. 70
25. 13
28. 87
27. 39
27. 21

SSIM

0. 781 3
0. 816 9
0. 847 1
0. 832 2
0. 817 3

注：粗体数字为最优值

图 7 DCCA模块与标准卷积在训练中的收敛性

Fig. 7 Convergence of DCCA module and standard con⁃
volution in training

表 2 不同模块在测试数据集上的 PSNR和 SSIM测量值

Tab. 2 PSNR and SSIM of different module on test datasets

Module

Conv
ConvCA
DCCA

Set5
PSNR/dB
32. 84
33. 17
33. 46

SSIM
0. 938 1
0. 940 3
0. 941 5

Set14
PSNR/dB
28. 93
29. 12
30. 05

SSIM
0. 863 8
0. 864 9
0. 867 3

B100
PSNR/dB
28. 18
28. 35
28. 42

SSIM
0. 839 5
0. 833 4
0. 839 4

Urban100
PSNR/dB
28. 38
28. 81
28. 93

SSIM
0. 840 4
0. 842 9
0. 847 1

注：粗体数字为最优值
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重建的振幅图像进行对比，孔径重叠率的选择如

4. 2节叙述，固定合成孔径 NAsyn尺寸，分别使用

5×5，7×7，9×9，11×11的 LED阵列实施照明采

样。对于FPMFN和PtychNet，随着低分辨率样本

数目改变，需要通过调整仿真成像系统参数获取相

应的训练数据集，并训练不同的神经网络模型。

不同方法在不同孔径重叠率下，对重建振幅

图像的测量结果如表 3所示。通过 PSNR的变化

可以得知，所有方法的重建误差都会随着重叠率

的增加而减小，说明足够的重叠率是实现有效重

建所不可或缺的。PtychNet的 PSNR平均值比

AP算法低 4. 88 dB，重建的误差是由于网络使用了

3层的卷积和激活函数，其结构比较简单，对低分辨

率图像的特征信息提取不充分。FPNN的 PSNR

平均值与 AP算法接近，相差 1. 03 dB。FPNN使

用神经网络中的反向传播完成重建过程，但是针

对不同的图像都需要重新训练，泛化能力差，导致

与 AP算法的测量结果间存在误差。而 FPMFN
在 4种孔径重叠率下，测量值都优于传统算法，相

比于 PtychNet、AP算法和 FPNN，PSNR的平均

值分别提升了 7. 07，2. 19，3. 32 dB，与真值图像之

间的误差更小。此外，FPMFN模型在 25%重叠

率下的测试结果与AP算法在 50%重叠率下的结

果相差无几，证明 FPMFN能够有效减少样本数

目，实现更高效率的采样。这是因为 FPMFN能

够利用 DCCA模块对高频部分的频谱信息进行有

效提取，从而减小重建误差，在更低的重叠率下实

现精细的重建。

表 4记录了重建 128×128灰度图像所消耗

的时间。孔径重叠率和所需的低分辨率图像数

量成正比，随着输入图像的增多，各个算法的数

据量与计算量也随之增加，延长了重建所需时

间。PtychNet和 FPMFN同为端对端模型，虽然

训练过程需要消耗大量的时间，但是极大地减

少了重建的时间成本，两种算法在 70%的重叠

率下也能在 0. 1 s内完成重建。由于 FPMFN的

模型相对复杂，所以重建速度稍慢一些。AP算

法与 FPNN都是基于迭代求解的方法，FPNN在

每次重建前都需要对网络重新进行训练。当输

入图像个数为 121时，FPNN重建所需时间达到

了 28. 59 s，AP算法则需要 2. 51 s。端对端形式的

FPMFN与基于迭代的AP算法相比，减少了 90%
以上的重建消耗时间，将重建速度提升了 20倍以

上。4种算法在相同的硬件设备上运行，因此重

建速度更快的 FPMFN和 PtychNet在算法功耗

方面同样具有优势。相比于传统重建算法 ，

FPMFN不仅能有效降低 25%的孔径重叠率和

50%的样本数目，并且在相同的孔径重叠率下，

表 3 不同重叠率下各个方法的 PSNR和 SSIM
Tab. 3 PSNR and SSIM of each method with different overlap ratio

method

PtychNet
AP
FPNN
FPMFN
PtychNet
AP
FPNN
FPMFN
PtychNet
AP
FPNN
FPMFN
PtychNet
AP
FPNN
FPMFN

Overlap ratio/%

25
25
25
25
50
50
50
50
62. 5
62. 5
62. 5
62. 5
70
70
70
70%

Set5
PSNR/dB
19. 42
25. 95
23. 62
29. 07
25. 49
30. 92
28. 92
33. 46
27. 03
32. 25
31. 40
35. 18
27. 88
33. 92
33. 69
36. 23

SSIM
0. 612 3
0. 820 2
0. 735 8
0. 891 7
0. 805 1
0. 915 8
0. 914 3
0. 941 5
0. 836 7
0. 952 3
0. 929 6
0. 968 4
0. 855 8
0. 958 8
0. 941 2
0. 963 3

Set14
PSNR/dB
16. 99
23. 43
22. 71
27. 91
24. 29
28. 01
28. 78
29. 75
26. 31
29. 40
28. 26
29. 39
26. 26
31. 94
29. 34
32. 06

SSIM
0. 546 2
0. 771 4
0. 699 7
0. 833 1
0. 764 9
0. 841 3
0. 849 7
0. 867 3
0. 818 7
0. 880 7
0. 855 2
0. 894 7
0. 836 8
0. 907 4
0. 880 2
0. 931 9

B100
PSNR/dB
16. 21
21. 96
22. 72
27. 48
23. 35
27. 39
24. 49
28. 42
23. 18
28. 57
26. 64
28. 71
25. 04
28. 36
27. 69
29. 35

SSIM
0. 474 9
0. 728 6
0. 714 7
0. 835 7
0. 638 4
0. 829 5
0. 801 3
0. 839 4
0. 748 7
0. 862 1
0. 820 3
0. 864 2
0. 782 4
0. 887 4
0. 848 3
0. 904 7

Urban100
PSNR/dB
15. 90
21. 20
20. 79
26. 55
22. 81
26. 53
24. 75
28. 93
22. 14
27. 72
26. 24
29. 38
24. 58
30. 41
29. 68
31. 07

SSIM
0. 431 6
0. 701 1
0. 675 0
0. 828 4
0. 644 1
0. 824 9
0. 796 2
0. 847 1
0. 721 3
0. 832 3
0. 831 4
0. 873 9
0. 747 5
0. 905 0
0. 883 8
0. 912 8

注：粗体数字为最优值
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该算法所需功耗更低，运行速度更快、重建质量

更优。

图 8为不同重建方法在 25%和 50%孔径重

叠率下对仿真数据重建的结果展示，其中第一列

为原始的振幅和相位图像。在 PtychNet的方法

中没有引入相位信息，模型的重建结果出现较多

的模糊和扭曲，图像的细节信息丢失过多。AP
算法相比于 PtychNet和 FPNN在图像细节上有

更好的修复效果，但重建后的轮廓信息仍有不同

程度的缺失。对比其他的方法，FPMFN的重建

有更佳的视觉效果，图像细节处的边缘锐度和清

晰度都有较大提升。本文提出的特征金字塔模

块能够提取不同感受野范围内的多层特征，并通

过卷积神经网络的自适应融合，强化了对细节和

轮廓信息的重建，使 FPMFN能更加充分利用图

像的低频与高频信息，在不同的场景下也有更高

质量的重建结果。

此外，为了探究各算法在不同噪声条件下的

重建效果，本文将均值为 0的高斯噪声加入测试

数据集中，噪声的标准差在［2×10-5，3×10-4］范

围内变化，图 9（a）和图 9（b）的横坐标为高斯噪声

的标准差，纵坐标分别为重建后振幅图像的平均

PSNR和 SSIM。

FPMFN的重建效果受噪声的影响最小，随

着高斯噪声的标准差增加，重建后的 PSNR在测

试范围内波动最大值为 3. 32 dB，SSIM的波动最

大值为 0. 082 5，而其他方法受噪声的影响较大。

端对端形式的 FPMFN具有更出色的普适性，因

此能够有效抵抗噪声的干扰。

在上述对仿真数据的重建结果中，不同方法

在 25% 和 50% 重叠率时的差异更加明显，且

表 4 不同方法重建 128×128图像的时间

Tab. 4 Time consumption of reconstructing 128×128
image in different methods （ms）

Overlap ratio/%
25
50
62. 5
70

PtychNet
17. 3
32. 4
52. 7
83. 2

AP
532. 2
1 181. 5
2 057. 1
2 506. 4

FPNN
2 659. 7
8 419. 9
17 374. 2
28 587. 4

FPMFN
19. 4
35. 1
58. 3
90. 5

注：粗体数字为最优值

图 8 各个方法在不同重叠率时对仿真数据集的重建结果。（a）25%；（b）50%。

Fig. 8 Reconstruction on simulation datasets of each method with different overlap ratio.（a）25%；（b）50%.
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FPMFN与 AP算法的重建效果最好。因此在实

际系统的采样中，设置 LED间距为 10 mm和 5
mm，并使用 FPMFN和AP算法进行重建。图 10
为两种算法分别在 25%和 50%重叠率下对实际

获取的 25张和 49张USAF低分辨率图像的重建

结果，其中最右侧的 LR Image为中心处 LED照

明时采集到的低分辨率图像。FPMFN对振幅和

相位图像的重建结果都比AP算法更清晰。通过

放大的细节部分可以看出，FPMFN对噪声有更

好的抑制能力，并且对于条纹细节和轮廓处的重

建效果更佳。

6 结 论

本文提出一种基于多尺度特征融合网络的

傅里叶叠层成像算法。该算法利用深度学习的

卷积神经网络搭建模型 FPMFN，通过稠密连接

和通道注意力机制组成核心模块 DCCA，4个

DCCA共同构成了特征金字塔模块的编码器，能

够高效地从低分辨率图像中提取高频和低频特

征信息，并经过解码器进行融合。使用亚像素卷

积对经过多尺度融合后的特征图进行上采样，完

成 FPMFN的高分辨率重建。DCCA模块有利

于加强信息在网络间的流动，提升模型的收敛效

率以及抗噪性能。为了验证网络同样适用于低

样本数目的重建任务，本文在不同孔径重叠率的

条件下进行实验，结果表明，FPMFN能有效降低

FP中 25% 的孔径重叠率，减少 50% 的采样数

量，提升重建与采样速度，同时实现效果更出色

的重建。但是，在实际应用中，孔径扫描式的样

本采集过程较为复杂，因此利用神经网络进一步

降低孔径重叠率，使用更高效的采集方式仍然需

要深入探索。
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