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基于多路径递归增强的显著性目标检测方法＊

张晓宁　王雨青　陈小林
（中国科学院 长春光学精密机械与物理研究所 长春１３００３３）

摘　要：近年来，显著性目标检测在计算机视觉领域中得到了广泛的关注。随着深度学习技术的发展，越来越多先进的算法
被提出。目前基于深度学习的显著性目标检测方法主要使用ＶＧＧ、ＲｅｓＮｅｔ等经典骨干网络以及它们基于ＦＣＮ结构进行的
变形作为基础网络。这些方法通过在基础网络上增加复杂的结构学习特征，导致网络训练变得困难，对数据的依赖变强。针
对上述问题，设计了基于多路径递归增强的显著性目标检测方法。该方法引入多路径递归连接对基础网络进行增强，将网络
前一时刻深层学习的高水平信息通过递归的方式传递到网络当前时刻的浅层，使得网络的浅层也能获得语义信息，从而在不
增加过多层和参数的情况下提升网络整体的学习能力。在多个公开数据集上的实验结果表明，该方法对各种基础网络有明
显的增强作用（其中ＶＧＧ－ＦＣＮ结构增强后在ＤＵＴ－ＯＭＲＯＮ数据集上Ｆ－ｍｅａｓｕｒｅ值提升了近９．１％）。最终结果达到了先进
的显著性目标检测水平。
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０　引　言

人眼在观察一个场景时，能第一时间捕捉到场景中最
有用的信息，将注意力集中在特定的区域。受到人眼注意
机制的启发，显著性目标检测算法被提出。它通过提取图
像特征设计模型来预测图像中显著的目标区域。基于这
一特点，显著性目标检测被应用到了很多计算机视觉问题
的预处理中，如目标识别、视频压缩、基于内容感知的图像
编辑、图像检索等。传统的显著性目标检测方法［１－６］主要
使用人工设计的特征，如颜色、对比度等。这些人工设计
的特征通常都是在有限的知识和数据统计下得到的，因此
在复杂场景下不能很好的表征目标特性。

得益于深度学习技术的发展，显著性目标检测算法在
近年来取得了长足的进步。早期的深度学习算法［７］受到
全连接层的影响，只能使用图像块或者超像素为单位进行
训练，这种方式限制了深度学习模型的学习能力和效率。
随着全卷积网络的提出，越来越多的模型［８－１５］采用端到端
的方式预测像素级别的显著性。目前比较先进的显著性
目标检测模型基本都采用经典的ＶＧＧ［１６］、ＲｅｓＮｅｔ［１７］等骨
干网络或者参考ＦＣＮ［１８］结构进行变形的网络作为基础网
络（ｂａｓｅｌｉｎｅ　ｎｅｔｗｏｒｋｓ）。包含非常丰富的目标先验信息。
这些先验信息可以帮助后续的显著性目标检测模型更好
的提取目标，区分前景和背景。基于基础网络，现有的方
法主要通过增加新的复杂结构来学习适合显著性目标检
测的特征（如多水平特征［１２］等）。这种方式虽然能够有效
的提升模型性能，但同时也引入了更多需要学习的参数，
使得网络的训练变得困难，对数据的依赖性也会变得
更强。

事实上，基础网络本身也有一定的检测效果，但是由
于网络相对简单，浅层很难获得高水平的语义信息，因此
整体的学习能力有限。由此，本文引入多路径递归连接机
制［１９］，在不增加新的复杂结构的同时，对网络进行增强。
为了探讨多路径递归连接机制的作用，本文采用不同的结
构作为基础网络，分别为 ＶＧＧ、ＶＧＧ－ＦＣＮ、ＲｅｓＮｅｔ、

ＲｅｓＮｅｔ－ＦＣＮ。其中“＊－ＦＣＮ”表示该网络参考ＦＣＮ结构
进行的变形。在确定基础网络后，本文采用多路径递归连
接，将前一时刻网络深层的高水平信息传递到当前时刻网
络的浅层。这样网络的浅层就能获得语义信息，从而增强
网络整体的学习能力。为了证明模型的有效性，本文在多
个公开的数据集上进行了实验。结果表明，多路径递归连
接机制对不同类型的基础网络都能起到很好的增强作用，
最终获得了较好的检测效果。

１　基础网络

１．１　ＶＧＧ及ＶＧＧ－ＦＣＮ
经过大规模图像分类数据集预训练后的ＶＧＧ［１６］模型

被广泛应用在计算机视觉的各个领域，是目前最好用的骨
干网络之一。为了保证基础模型的简单性，本文选取

ＶＧＧ１６作为基础网络。由于原始的 ＶＧＧ１６包含全连接
层，因此限制了模型在像素级别预测任务上的能力。为了
得到端到端的训练模型，本文将ＶＧＧ１６第５个池化层及
以后的层都去掉，然后在ｃｏｎｖ５＿３后加入两个卷积层，直
接预测显著图。此时得到的显著图尺寸是原输入图片大
小的１／１６。因此在最后加入上采样层，使其恢复成原图
大小。具体的网络结构如图１（ａ）所示。

图１　ＶＧＧ及ＶＧＧ－ＦＣＮ基础网络结构

为了抽象出图像中的语义信息，深度网络需要不断的
使用卷积和池化操作对特征进行下采样。而显著性目标
检测任务需要为每个像素预测对应的显著值。在低尺度
下得到的显著图会缺少很多细节信息，因此不能达到很好
的效果。为此，本文参考ＦＣＮ［１８］中多尺度特征结合的方
式，设计了ＶＧＧ－ＦＣＮ。具体的网络结构如图１（ｂ）所示。
分别将ｃｏｎｖ５＿３、ｃｏｎｖ４＿３、ｃｏｎｖ３＿３输出的特征外接一个卷
积层，再将得到的特征逐级上采样然后相加，得到１／４原
图大小的特征，再进行显著图的预测。此时得到的特征包
含足够的细节信息，同时也能保留深度特征的语义信息。

１．２　ＲｅｓＮｅｔ及ＲｅｓＮｅｔ－ＦＣＮ
ＲｅｓＮｅｔ是由 Ｈｅ等［１７］在２０１５年提出，指出了之前的

骨干网络在训练阶段存在的问题，即随着网络层数的增加
训练误差没有减小，反而会增大。为此，ＲｅｓＮｅｔ提出了残
差学习模块，将它作为网络的基本单元。若将输入设为

ｘ，将某一有参网络层设为Ｈ，那么以ｘ 为输入的此层的
输出将为Ｈ（ｘ）。一般的网络通过训练学习函数 Ｈ（ｘ）
的参数，随着层数的增加，参数的训练会变得困难。这是
由于层数越多，梯度在反向传播的过程中越容易消失，因
此网络很难被优化。残差学习的思想是通过跳跃连接
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（ｓｈｏｒｔ　ｃｏｎｎｅｃｔｉｏｎ）加入输入ｘ 的恒等映射，将输出变成
式（１）。

Ｈ（ｘ）＝Ｆ（ｘ）＋ｘ （１）
从而学习的目标变成了输入与输出之间的差，也就是

所说的残差：

Ｆ（ｘ）＝Ｈ（ｘ）－ｘ （２）
变成这种结构的好处是，当输入特征ｘ已经足够成熟

时，它的一点变化都会使ｌｏｓｓ增大。因此，学习过程中会
倾向于使得Ｆ（ｘ）＝０，网络经过恒等映射的支路传递参
数，这样就能有效的避免层数增加而导致的梯度消失问
题。由于其性能的优越性，越来越多计算机视觉领域的研
究者们都采用 ＲｅｓＮｅｔ作为基础网络实现对应领域的任
务。选取ＲｅｓＮｅｔ５０作为基础网络，与 ＶＧＧ基础网络的
设计类似，本文将ＲｅｓＮｅｔ５０中ｒｅｓ５ｃ之后的池化层及全
连接层去掉，此时得到的特征是原图大小的１／３２，在它后
面加入卷积层直接预测显著图，将其上采样３２倍即可得
到最终的显著图。

由于ＲｅｓＮｅｔ输出的特征是原图大小的１／３２，直接上
采样得到的显著图效果并不理想。为此，采用与 ＶＧＧ－
ＦＣＮ类似的方式，将多级特征逐级上采样相加得到更高
尺度的特征再进行显著性预测，得到的基础网络为

ＲｅｓＮｅｔ－ＦＣＮ。

２　多路径递归增强

２．１　多路径递归增强机制
得益于在大规模图像分类数据集上的预训练，上述基

　　

础网络能够在显著性目标预测上取得一定的效果。但是
针对具有复杂语义信息的场景，基础网络的效果却很难令
人满意。主要原因是上述基础网络结构相对简单，在学习
特征时，网络的底层没有办法获取有价值的语义信息，因
此特征往往是杂乱无章的。另外，在一些情况下，即使是
网络的深层也只能接收到有限的上下文信息。因此，网络
对于语义的挖掘能力有限，学习到的特征也不够有效。为
此，本文引入多路径递归增强机制［１９］对上述基础网络进
行增强，提升它们整体的学习能力。此外，实现多路径递
归增强时，每个时间步的网络参数是共享的。也就是说，
在原有网络的基础上，只需要多学习几个递归连接的参
数。因此这种机制在获得性能显著提升的同时并不会造
成计算上的负担。

多路径递归增强机制的本质是一种循环神经网络。
不同于传统的循环神经网络只采用单一反馈的方式，多路
径递归增强机制通过多个加权的递归连接将顶层学习的
上下文特征传播到网络的浅层，从而增强网络整体的学习
能力。其网络结构如图２（ａ）所示，图中Ｃ１～Ｃ５表示基础
网络中的５个卷积ｂｌｏｃｋ，为了方便说明，在此假定每个卷
积ｂｌｏｃｋ只有一个卷积层。可以看出，多路径递归连接机
制将网络顶层的特征通过多条递归反馈路径传递到网络
的浅层。将网络按照Ｔ ＝２时间步展开，其结构图如
图２（ｂ）所示。

假定一个网络包含Ｌ 个层（即Ｌ个卷积ｂｌｏｃｋ，每个

ｂｌｏｃｋ只有一层），每一个层都输出一个特征图，将其表示
为Ｘ（）。其中，Ｘ（０）和Ｘ（Ｌ）表示网络的输入和最终的输

　　

图２　多路径递归增强网络结构及其展开形式

出。Ｗ（）表示第层学习到的权重参数。 使用上述表示，
一个Ｌ层的网络每一层的输出可以被表达为：

Ｘ（）＝ｆ（）（Ｗ（）Ｘ（－１））　＝１，…，Ｌ （３）
式中：Ｗ（）Ｘ（－１）在Ｘ（－１）上执行线性变换，而ｆ（）（·）表示
多种特定的函数组合，包含激活函数、池化、ｓｏｆｔｍａｘ等。
本文偏置项包含在Ｗ 里。

多路径递归增强机制从Ｌ个层里选择Ｍ 个进行递归
连接。使用Ｒ＝｛ｒｍ，ｍ＝１，…，Ｍ｝表示被选中的层的集
合，其中ｒｍ 表示层的索引。通过引入多路径递归连接，每

一个Ｒ 中的层的输入将变成它前一层的输出与上一时刻
顶层的输出的组合。在这里，用ｔ∈Ｔ 表示时间步的索
引。引入多路径递归连接后，式（３）可以改写为：

Ｘ（）（ｔ）＝
ｆ（）（ｇ（）（Ｗ（）Ｘ（－１）（ｔ））＋
　ｇ（）（Ｕ（）（ｔ）Ｘ（Ｌ）（ｔ－１））），　∈Ｒ

ｆ（）（Ｗ（）Ｘ（－１）（ｔ）），　　　　 其他
烅
烄

烆
（４）

式中：Ｘ（）（ｔ）表示ｔ时刻第层输出的特征；Ｕ（）（ｔ）表示
从ｔ－１时刻顶层Ｌ的输出到ｔ时刻隐层∈Ｒ 的转换矩

—３—
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阵；ｇ（）（·）是针对输入进行归一化操作的函数。进行归
一化操作能够保证递归连接传递回去的特征和该隐层原
始输入的特征在同一个取值范围内，避免因某一部分响
应过大造成另外一部分失效。另外，从公式可以看出，权
重Ｗ（）随着时间不发生变化，也就是说不同时间步网络
的参数是共享的。而Ｕ（）（ｔ）是随时间发生变化的，这样
就可以自适应的学习到每个时间步顶层特定的语义
信息。

２．２　模型训练与实现
针对不同的基础网络，分别采用２．１节的多路径递归

增强机制对网络进行改进。其中 ＶＧＧ系列的基础网络
对应引入递归连接的层的集合为Ｒ＝｛ｃｏｎｖ５＿１，ｃｏｎｖ４＿１，

ｃｏｎｖ３＿１｝。而ＲｅｓＮｅｔ系列的基础网络对应引入递归连接
的层的集合为Ｒ＝｛ｒｅｓ５ａ＿ｂｒａｎｃｈ２ａ，ｒｅｓ４ａ＿ｂｒａｎｃｈ２ａ，

ｒｅｓ３ａ＿ｂｒａｎｃｈ２ａ｝。之所以选用上述层引入递归连接，是因
为 ＦＣＮ［１８］中的研究表明，ＶＧＧ、ＲｅｓＮｅｔ等骨干网络的

ｃｏｎｖ（ｒｅｓ）３－ｃｏｎｖ（ｒｅｓ）５ｂｌｏｃｋ包含充分的细节信息及语
义信息，从而能够在准确预测目标的同时得到清晰的目标
边缘。因此本文选用这些卷积ｂｌｏｃｋ的第１层引入多路
径递归连接。同时，本文也通过实验证明了，在更浅的层
引入多路径递归连接不能起到太大的作用，有时甚至会有
反效果。最后，本文通过实验确定了每个基础网络增强的
最优参数（递归路径选择及迭代时间步数）。

本文采用随机梯度下降（ＳＧＤ）的方式训练每一个网
络。为了实现多路径递归连接，将每个时间步网络上除了
递归连接路径上的参数共享。假设在ｔ时刻获得的显著
图为Ｓｔ，通过前向计算过程，可以得到交叉熵损失函
数为：

Ｌｔ（Θ）＝ －
ｉ，ｊ


ｌｇ∈｛０，１｝
１（Ｓｉ，ｊｔ ＝ｌｇ）ｌｏｇＰｒ（ｌｉ，ｊ ＝ｌｇ｜Θ）

（５）
式中：ｉ、ｊ代表空间位置；ｌｇ∈｛０，１｝代表像素的真值标签
值；１（·）代表指示函数，当满足条件时，该值为１，否则为

０。Θ代表整个网络的参数。网络Ｔ 个时间步的联合损
失函数为：

Ｌ（Θ）＝ 
Ｔ

ｔ＝１
αｔＬｔ （６）

通过优化式（６）可以得到优化后的显著性目标预测网
络。测试阶段将图像送入该优化后的网络就可以得到显
著目标预测的结果。

３　实验与结果分析

３．１　数据集与评价指标
本文采用了ＤＵＴＳ［２０］、ＤＵＴ－ＯＭＲＯＮ［２］、ＥＣＳＳＤ［２１］、

ＨＫＵ－ＩＳ［２２］４个标准公开的数据集进行实验。为了综合
的对算法性能进行评估，本文选取了３个在显著性目标
检测领域有较高认可度的评价指标，分别为准确率－召回
率曲线（Ｐ－Ｒ）、Ｆ－ｍｅａｓｕｒｅ值、ＭＡＥ 值。Ｐ－Ｒ曲线越靠近
右上角表示结果越好，Ｆ－ｍｅａｓｕｒｅ值越高表示模型性能

越好。ＭＡＥ 值表征平均绝对误差，该值越低表示效果
越好。

３．２　实验细节说明

本文算法基于深度学习开发平台Ｃａｆｆｅ实现，在训练
过程中分别采用预训练好的ＶＧＧ１６及ＲｅｓＮｅｔ５０对模型
进行初始化。训练集采用ＤＵＴＳ训练集，里面包含１０　５５３
张训练图像。在送入网络之前，将所有输入图像ｒｅｓｉｚｅ成

３５３×３５３大小。训练学习率为１×１０－１０，动量是０．９９，权
重衰减为０．００５。在经过１５０Ｋ个迭代步后，模型收敛。
选取最后一个时间步的输出作为最终的显著图。本文基
础网络分别表示为 ＶＧＧ、ＶＧＧ－ＦＣＮ、ＲｅｓＮｅｔ、ＲｅｓＮｅｔ－
ＦＣＮ。增强后的结果根据多路径递归连接路径及参数的
选择进行表示（如递归连接路径为｛ｃｏｎｖ５＿１，ｃｏｎｖ４＿１｝，

Ｔ＝２，递归一次时，结果表示为ｒ１－ｃｏｎｖ５－ｃｏｎｖ４，简写为

ｒ１－５４）。

３．３　增强效果分析

在ＤＵＴ－ＯＭＲＯＮ数据集上各种基础网络增强前后

ＰＲ曲线的比较结果如图３所示。从图３可以看出，在引
入多路径递归增强后，所有的基础网络性能上都实现了很
大的提升。此外，通过增加递归路径及递归次数网络的性
能会有进一步的提升。经过实验，在ｒ２－５４３下取得最好
的结果。

本文将针对Ｆ－ｍｅａｓｕｒｅ和 ＭＡＥ值再进行更进一步
的分析。表１和２分别为ＶＧＧ－ＦＣＮ及ＲｅｓＮｅｔ－ＦＣＮ在

４个数据集上增强前后Ｆ－ｍｅａｓｕｒｅ及ＭＡＥ 值的比较结
果。从表１、２可以看出，进行递归增强后算法的性能
明显要优于Ｂａｓｅｌｉｎｅ的结果。在增加了递归连接路径
后，基本在所有数据库上指标都有进一步提升。同时
增大递归次数，在两个基础网络上都得到了最好的提
升效果。在 ＶＧＧ及ＲｅｓＮｅｔ这两个基础网络上也有相
同的规律。

综合Ｐ－Ｒ曲线、Ｆ－ｍｅａｓｕｒｅ及 ＭＡＥ值的结果可以看
出，多路径递归增强机制能够对简单的基础网络起到非常
有效的增强作用。证明了本文算法的有效性。

３．４　与先进算法比较

为了评估模型的性能，本文选取了８个目前最先进的
算法与本文算法进行比较，分别为 ＬＥＧＳ［７］、ＤＣＬ［９］、

ＥＬＤ［１０］、ＲＦＣＮ［１１］、Ａｍｕｌｅｔ［１２］、ＵＣＦ［１３］、Ｃ２ＳＮｅｔ［１４］、

ＭＬＭＳ［１５］，根据开源代码或者显著图进行实验。本文
选取的模型是 ＲｅｓＮｅｔ－ＦＣＮ增强后的结果。由图４中

Ｐ－Ｒ曲线的比较可以看出，本文的方法达到了目前最
先进的水平。说明了多路径递归增强机制的有效性。
表３为Ｆ－ｍｅａｓｕｒｅ及 ＭＡＥ 值的比较结果，可以看出，
本文的方法在这两个评价指标上也都有非常好的表
现。综合来看，本文提出的多路径递归增强机制能够
有效的提升基础网络的性能，使其达到目前比较先进
的水平。

—４—
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图３　ＤＵＴ－ＯＭＲＯＮ上不同基础网络增强前后Ｐ－Ｒ曲线比较

表１　ＶＧＧ－ＦＣＮ增强前后Ｆ－ｍｅａｓｕｒｅ与ＭＡＥ 比较

　
ＤＵＴＳ　 ＤＵＴ－Ｏ　 ＥＣＳＳＤ　 ＨＫＵ

Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ
Ｂａｓｅ　 ０．７１１　 ０．０６８　 ０．６５０　 ０．０８６　 ０．８５７　 ０．０６６　 ０．８４７　 ０．０５２
ｒ１－５　 ０．７４１　 ０．０６１　 ０．６７９　 ０．０７７　 ０．８７４　 ０．０６１　 ０．８６６　 ０．０４７
ｒ１－５４　 ０．７４８　 ０．０５９　 ０．６８８　 ０．０７４　 ０．８７９　 ０．０５６　 ０．８７２　 ０．０４５
ｒ１－５４３　 ０．７４９　 ０．０５９　 ０．６９３　 ０．０７３　 ０．８７５　 ０．０５７　 ０．８７３　 ０．０４５
ｒ２－５４３　 ０．７６３　 ０．０５５　 ０．７０９　 ０．０６９　 ０．８８６　 ０．０５３　 ０．８８１　 ０．０４３

表２　ＲｅｓＮｅｔ－ＦＣＮ增强前后Ｆ－ｍｅａｓｕｒｅ与ＭＡＥ 比较

　
ＤＵＴＳ　 ＤＵＴ－Ｏ　 ＥＣＳＳＤ　 ＨＫＵ

Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ
Ｂａｓｅ　 ０．７６１　 ０．０５４　 ０．７０８　 ０．０６４　 ０．８８７　 ０．０５４　 ０．８７１　 ０．０４４
ｒ１－５　 ０．７６７　 ０．０５１　 ０．７１７　 ０．０６１　 ０．８８９　 ０．０５０　 ０．８７４　 ０．０４１
ｒ１－５４　 ０．７７１　 ０．０５０　 ０．７２４　 ０．０５９　 ０．８９４　 ０．０４７　 ０．８７６　 ０．０３９
ｒ１－５４３　 ０．７７８　 ０．０４８　 ０．７２７　 ０．０５９　 ０．８９６　 ０．０４７　 ０．８８１　 ０．０３８
ｒ２－５４３　 ０．７８１　 ０．０４７　 ０．７３６　 ０．０５８　 ０．８９７　 ０．０４６　 ０．８８３　 ０．０３８
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图４　在４个标准数据集上与先进方法Ｐ－Ｒ曲线的比较

表３　四个数据集上与先进方法Ｆ－ｍｅａｓｕｒｅ及ＭＡＥ 值比较结果

　
ＤＵＴＳ　 ＤＵＴ－Ｏ　 ＥＣＳＳＤ　 ＨＫＵ－ＩＳ

Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ　 Ｆ－ｍｅａｓｕｒｅ　 ＭＡＥ
ＬＥＧＳ　 ０．５８５　 ０．１３８　 ０．５９２　 ０．１３３　 ０．７８５　 ０．１１９　 ０．７２３　 ０．１１９
ＤＣＬ　 ０．７１４　 ０．１４９　 ０．６８４　 ０．１５７　 ０．８２７　 ０．１５１　 ０．８５３　 ０．１３６
ＥＬＤ　 ０．６２８　 ０．０９３　 ０．６１１　 ０．０９２　 ０．８１０　 ０．０８２　 ０．７６９　 ０．０７４
ＲＦＣＮ　 ０．７１２　 ０．０９０　 ０．６２７　 ０．１１１　 ０．８３４　 ０．１０９　 ０．８３５　 ０．０８９
Ａｍｕｌｅｔ　 ０．６７８　 ０．０８５　 ０．６４７　 ０．０９８　 ０．８６９　 ０．０６１　 ０．８３９　 ０．０５２
ＵＣＦ　 ０．６２９　 ０．１１７　 ０．６１３　 ０．１３２　 ０．８４１　 ０．０８０　 ０．８０８　 ０．０７４
Ｃ２ＳＮｅｔ　 ０．７２０　 ０．０７２　 ０．６８３　 ０．０６３　 ０．８６３　 ０．０５８ － －
ＭＬＭＳ　 ０．７５１　 ０．０４９　 ０．６９２　 ０．０６４　 ０．８６６　 ０．０４８　 ０．８７１　 ０．０３９
Ｏｕｒｓ　 ０．７８１　 ０．０４７　 ０．７３６　 ０．０５８　 ０．８９７　 ０．０４６　 ０．８８３　 ０．０３８

４　结　论

本文提出了一种基于多路径递归增强的显著性目标
检测方法。该方法证明了，基于基础网络结构，不需要设
计过多的复杂结构就能获得很好的性能提升。通过引入
多路径递归连接路径，本文将网络深层学到的语义信息传
递到网络的浅层，从而提升了浅层的特征学习能力。在公

开数据集上的实验证明，多路径递归增强机制能够有效地
提升基础网络的性能。从而获得了简单有效的显著性检
测模型。
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