
 

 

基于深度学习的单幅图片超分辨率重构研究进展

张 宁 
1, 2
    王永成 

1
    张 欣 

1, 2
    徐东东 

1, 2

摘    要   图像超分辨率重构技术是一种以一幅或同一场景中的多幅低分辨率图像为输入, 结合图像的先验知识重构出一

幅高分辨率图像的技术. 这一技术能够在不改变现有硬件设备的前提下, 有效提高图像分辨率. 深度学习近年来在图像领域

发展迅猛, 它的引入为单幅图片超分辨率重构带来了新的发展前景. 本文主要对当前基于深度学习的单幅图片超分辨率重

构方法的研究现状和发展趋势进行总结梳理: 首先根据不同的网络基础对十几种基于深度学习的单幅图片超分辨率重构的

网络模型进行分类介绍, 分析这些模型在网络结构、输入信息、损失函数、放大因子以及评价指标等方面的差异; 然后给出

它们的实验结果, 并对实验结果及存在的问题进行总结与分析; 最后给出基于深度学习的单幅图片超分辨率重构方法的未

来发展方向和存在的挑战.
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Abstract   Super-resolution (SR) refers to an estimation of high resolution (HR) image from one or more low resolu-
tion (LR) observations of the same scene, usually employing digital image processing and machine learning tech-
niques. This technique can effectively improve image resolution without upgrading hardware devices. In recent
years, deep learning has developed rapidly in the image field, and it has brought promising prospects for single-im-
age super-resolution (SISR). This paper summarizes the research status and development tendency of the current
SISR methods based on deep learning. First, we introduce a series of networks characteristics for SISR, and analys-
is of these networks in the structure, input, loss function, scale factors and evaluation criterion are given. Then ac-
cording to the experimental results, we discuss the existing problems and solutions. Finally, the future development
and challenges of the SISR methods based on deep learning are presented.
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图像分辨率是衡量图像质量的一项重要指标.

高分辨率图像拥有更高的像素密度, 更多的细节信

息, 不但能大大提高人们的视觉体验, 还能对其包

含的信息进一步挖掘和利用. 然而, 由于信号传输

带宽及成像传感器等的限制, 成像设备获取到的图

像通常具有较低的分辨率. 成像设备精度的提高,
图像尺寸的缩小, 单位面积内像素数量的增加, 都

受到了当前制造水平的制约, 从硬件上提高其分辨

率较为困难[1], 且耗时较长, 成本极高; 同时, 成像系

统会受到噪声、模糊等干扰, 获取的图像质量下降,
分辨率受损. 图像超分辨率 (Image super-resolu-
tion, SR)重构技术是指利用一幅或者多幅低分辨

率图片通过软件处理生成一幅具有较高分辨率图像

的技术. 采用图像超分辨率重构技术提高图像分辨

率具有成本低、周期短等优点, 因此成为图像领域

的一个研究热点. 图像超分辨率重构技术自提出以

来, 备受学者关注, 其技术发展大致可分为三个阶

段: 20世纪 60年代, Harris[2] 和 Goodman[3] 首次提

出 “图像超分辨率”这一概念, 但是由于当时没有实

际方法实现, 超分辨率重构只停留在理论研究阶段;
直至 1984年, Tsai等[4] 利用多幅低分辨率图片通

过傅里叶变换域处理获得了一幅高分辨率图像, 这
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是利用软件技术获取重构图像的思想首次成功应用

于实践, 自此开启了图像超分辨率重构的实践发展

阶段; 2014年, Dong等[5] 提出 SRCNN (Super-res-
olution convolutional neural network)结构, 将深

度学习引入单幅图片超分辨率重构领域, 为图像超

分辨率重构技术的发展开辟了新的研究思路. 本文

结构安排如下: 第 1节总体介绍图像超分辨率重构

技术与单幅超分辨率重构方法; 第 2节具体介绍基

于深度学习的单幅图片超分辨率重构的网络模型;
第 3节对第 2节提出的模型进行了分析与总结; 第
4节给出结论与展望.

1    单幅图片超分辨率重构技术与方法

图像超分辨率重构根据输入信息不同可以分为

单幅图片超分辨率 (Single image super-resolution,
SISR)重构和多幅图片超分辨率 (Multi-frame su-
per-resolution)重构; 根据处理域不同可分为频域

法和空域法, 空域法中根据实现方法又可分为基于

插值、重构和学习三种方法[6], 上述重构方法之间的

关系如图 1所示.
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图 1   图像超分辨率重构方法分类

Fig. 1    Taxonomy of SR techniques
 

由于获取多幅包含亚像素信息的低分辨率图片

较为困难, 对于单幅图片超分辨率重构的研究尤为

重要. 目前常用的单幅图片超分辨率重构方法主要

有插值法、重构法和学习法.
插值法如最近邻插值, 双线性插值, 双三次插

值法, 它们操作简单, 易于实现, 但是插值的过程中

只是简单地利用了待插值像素点附近的有限多个像

素点信息, 单纯增加了图像的像素个数, 并不能增

强图像的高频细节信息, 获取的高分辨率图像通常

会出现块效应、模糊效应及混叠效应等[7].
重构法是学习法出现之前主流的图像超分辨率

重构方法, 包括迭代反投影法[8]、KK[9]、全变分正则

法[10]、解卷积法[11] 等. 基于重构的单幅图片超分辨

率重构方法通常需要明确的先验信息对重构结果进

行约束[12], 例如噪声扰动的形式, 能量函数等; 或者

进行迭代计算来逼近原始高分辨率图像. 因此, 基
于重构的方法通常计算量大, 求解困难, 耗时较长.

学习法可以分为基于浅层学习[13] 与基于深度

学习两种. 浅层学习方法主要是根据经典的机器学

习算法衍生的. 经典的机器学习是利用底层算法获

取数据的一部分特征, 通常采用手动或半自动的方

式选择特征并进行参数调整, 耗时耗力且需要对相

应领域有专门的知识了解. 基于浅层学习的超分辨

率重构方法利用机器学习算法局部地估计输出高分

辨率图片的细节[12], 如基于像素的统计学方法[14−15],
基于例子的方法包括最近邻嵌入[16]、稀疏表示[17] 等.
深度学习属于机器学习范畴, 但其近年来受到的关

注要远远高于经典机器学习方法. 它通过深层网络

自动地学习输入数据的抽象特征, 并且通过反向传

播算法来调整网络参数. 与此同时, 深度学习可以

利用加深或者加宽网络结构学习更为复杂的映射关

系以及处理大量或者高维的数据.
2017年NTIRE (New trends in image restoration

and enhancement workshop)[18] 图像超分辨率挑战

大赛上, 完成挑战的 20支参赛队伍中, 只有一支队

伍没有采用深度学习策略, 他们取得的重构效果并

不理想, 且单幅图片重构时间远远多于其他基于深

度学习的方法. 这一结果表明, 基于深度学习的图

像超分辨率算法已成为单幅图片超分辨率重构主流

算法, 也是未来图像超分辨率技术发展的必然趋势.
文献 [19]对于传统图像超分辨率重构算法进

行了全面、细致的总结, 文献 [20]对于除深度学习

以外的单幅图片超分辨率重构技术进行了总结. 本
文主要对自 SRCNN模型提出以来的基于深度学习

的单幅图片超分辨率重构算法进行介绍, 分析这些

模型在网络结构、输入信息、损失函数、放大因子以

及评价指标等方面的差异, 给出它们的实验结果,
并对实验结果及存在的问题进行分析与总结, 最终

根据分析结果给出基于深度学习的单幅图片超分辨

率重构技术的发展趋势.

2    基于深度学习的单幅图片超分辨率

重构方法

深度学习在图像领域的发展过程中具有重要作

用. 随着神经网络在图像分类领域的发展, 图像超

分辨率重构方法也受经典的神经网络模型启发并取

得了重大进步. 这些方法以标准的卷积神经网络、

残差网络 ResNet[21]、生成对抗网络 (Generative ad-
versarial network, GAN)[22] 及其他网络结构为基

础, 并针对图像超分辨率重构的特定需求, 发展形

成了一系列重构效果优异的网络模型. 图 2根据不

同基础网络结构, 给出了本节介绍的基于深度学习

的单幅图片超分辨率重构方法的分类图.
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2012年, AlexNet[23] 的引入使得图像分类效果

有了大幅提升, 同时掀起了深度学习的浪潮, 超分

辨率重构技术引入神经网络之初, 即采用了标准的

卷积神经网络, 构建了 SRCNN等经典网络模型;
随着卷积神经网络的发展, ResNet、DenseNet[24] 等
网络模型以及跳跃连接、递归监督等策略解决了深

层网络的难以训练的问题, 超分辨率重构网络模型

也随之过渡到了深度神经网络模型阶段; GAN模

型的提出为图片生成提供了思路, 同时也为生成高

分辨率图像提供了模型基础, 将 GAN应用至图像

超分辨率重构技术中, 获得了较高的图像视觉质量,
成为了基于深度学习的单幅图片超分辨率重构的重

要组成部分; 同时, 一些模型采用深度学习策略如

密集连接、记忆机制、蒸馏机制、迭代投影等, 以实

现更好的重构效果. 接下来对这些模型进行具体介绍.

2.1    基于标准卷积神经网络结构的 SR 模型

2.1.1    SRCNN 模型

n1 n1

n2

n2

香港中文大学的 Dong等[25] 首次将卷积神经网

络引入图像超分辨率, 构建了 SRCNN网络模型.
该网络仅由三层构成, 分为特征提取层、非线性映

射层以及重构层, 如图 3所示. 利用一层卷积网络,
将输入的低分辨率 (Low resolution, LR)图像中的

 个特征提取出来, 通过非线性映射层将  个特

征映射到   个特征的特征空间 ,  作为高分辨率

(High resolution, HR)图像的特征, 最后通过重构

层利用  个特征重构出 HR图像.
SRCNN网络结构简单, 作者通过与当时流行

的稀疏表示[17] 方法进行对比, 获得二者之间的差别

与联系, SRCNN取得的优于所有非深度学习方法

的效果, 充分体现了深度学习在单幅图片超分辨率

重构领域的前景.

Y CbCr Y

同时, Dong等[25] 还从网络结构、输入数据以及

评价指标上对 SRCNN模型进行了分析. 网络结构

包括卷积核数目、卷积核大小、网络深度; 输入数据

从不同的彩色空间出发, 分析彩色空间不同、处理

通道不同以及是否进行预训练三个方面对重构效果

的影响, 最终得出只对  空间中的  通道操作

获得的效果最佳的结论, 并成为后续研究的基准实

验条件; 评价指标考察了峰值信噪比 (Peak signal-
to-noise ratio, PSNR)、结构相似度 (Structural
similarity, SSIM)以及其他指标, 并以两者为主要

评价指标对重构结果进行了评价.
SRCNN虽然取得了优于传统方法的效果, 但

是它也存在着不足之处. 首先, 输入为经过插值后

的 LR图像, 不仅增加了计算量, 更会引入不必要

的噪声与重影, 从而影响重构效果; 其次, 该网络并

没有随着网络深度增加而获得重构效果的提升, 模
型具有很大的改进空间; 最后, 该模型收敛速度较

慢, 且训练同一个模型只针对一个尺度放大因子,
要实现×2、×3、×4不同放大倍数需要不同的训练

过程.
针对 SRCNN模型存在的问题, Dong等[26] 对

其进行改进, 提出 Fast-SRCNN (FSRCNN)模型.
FSRCNN首先引入解卷积层, 以解决 SRCNN输入

经过插值的 LR图像的问题, 减少了计算量和输入

误差且能够通过改变解卷积层实现不同尺度放大;
同时采用收缩策略, 将特征维度降低; 最后采用小

卷积核, 减少计算量, 加深网络. FSRCNN比 SR-
CNN提高了近 40 倍训练速度并且重构效果更优.

尽管 SRCNN网络模型存在不足之处, 它的提

出仍然可以视为单幅图片超分辨率重构的方法的里

程碑. 它的模型简单, 效果优于传统方法, 虽然研究

者们又提出了很多新的网络模型, 但是 SRCNN仍

旧作为优秀的基准实验, 指导着基于深度学习的单

幅图片超分辨率重构方法的改进, 并且为具体的应

用提供了借鉴方法. 如 Luo等[27] 通过改进 SRCNN
网络模型, 对卫星视频序列进行超分辨率重构, 并
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图 2    SISR模型分类图

Fig. 2    Taxonomy of SISR methods
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图 3    SRCNN网络模型图

Fig. 3    The network structure of SRCNN
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取得了良好的效果; Ducournau等[28] 使用中间层参

数微调后的 SRCNN网络模型对卫星获取的海表面

温度 (Sea surface temperature, SST)图进行超分

辨率重构, 以便用于后续数据处理; Rasti等[29] 利

用 SRCNN提高人脸分辨率后提升了识别准确率;
Zhang等[30]将 SRCNN应用于提高红外热成像图像

分辨率等. 这些具体应用体现出 SRCNN的提出具

有重要意义与实用价值.

2.1.2    ESPCN 模型

Twitter的 Shi等[31] 提出了一种基于像素重排

的 ESPCN (Efficient sub-pixel convolutional
neural network)网络模型, 该模型的核心为亚像素

卷积, 即通过卷积后得到的特征 (Feature maps)进
行像素排列, 以填充原始低分辨率图像的亚像素信

息. 网络结构如图 4所示.

  
输入 LR
图片 n1 个特征 n2 个特征 r×r 个特征 输出 HR 图片

特征提取 亚像素卷积层

f1×f1 f1×f1······

 

图 4   ESPCN网络模型图

Fig. 4    The network structure of ESPCN
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整个网络由特征提取部分和亚像素卷积部分构

成, 特征提取部分通过不同的卷积层提取输入大小

为   的低分辨率图片的特征, 其中,  
和  为低分辨率图片的尺寸,   为通道数, 最后一

层卷积层输出的特征为  个,   代表尺度放大因

子; 亚像素卷积层是将  个通道的特征进行像

素重排, 从而得到输出大小为  的高分

辨率图片.

× × ×

与 FSRCNN使用的解卷积层不同, ESPCN模

型的提出提供了一种新的图像重构策略, 这一策略

与图像插值十分类似, 因此该模型可以看作通过卷

积神经网络学习由低分辨率图像到高分辨率图像之

间的插值函数, 插值方式不是简单地利用邻域像素

计算, 所以重构效果远远优于插值法. 同时, 通过设

置特征通道数目, 能够实现  2、  3、  4不同尺度

因子放大. 这一结果不仅证明了深度学习中的卷积

神经网络可以学习任何复杂的映射关系, 也为图像

超分辨率重构提供了一种可以灵活调整放大倍数的

重构策略, 具有重要的意义.

2.1.3    小结

第 2.1节介绍了三种以标准卷积神经网络构建

的单幅图片超分辨率重构网络模型, 这三种网络结

构简单并且取得了优良的重构效果. 表 1从输入图

像类型、网络层数、损失函数、评价指标以及放大因

子这些方面对三种网络模型进行了对比总结.
  

表 1    三种网络模型对比

Table 1    Comparison of the above three models

网络模型 输入图像 网络层数 损失函数 评价指标 放大因子

SRCNN ILR 3 L2 范数 PSNR, SSIM, IFC 2, 3, 4

FSRCNN LR 8 + m L2 范数 PSNR, SSIM 2, 3, 4

ESPCN LR 4 L2 范数 PSNR, SSIM 2, 3, 4

 

表 1 中, ILR 表示插值 (Interpolated) 后的

LR图片, m为可调参数. SRCNN模型首次将深度

学习引入图像超分辨率重构领域, 通过多种结构调

整及参数设置实验, 分析了各种网络参数以及输入

数据对重构效果的影响, 其结论具有很强的参考性,
如输入图片的通道选取, 评价指标的选取; 但是它

的一些结论也有待分析, 如卷积核大小、网络深度

的影响等. 基于这些结论, 作者又给出了改进版本

FSRCNN模型. 而 ESPCN模型同样具有简单的网

络结构, 其核心思想亚像素卷积层为高分辨率图像

的重构做出了巨大贡献, 当前大部分基于深度学习

的单幅图片超分辨率重构方法网络中的图像重构均

依赖于亚像素卷积和解卷积两种方法[32], 可见其深

刻的影响.

2.2    基于残差网络结构的 SR 模型

2.2.1    VDSR 模型

3× 3

首尔国立大学计算机视觉实验室的 Kim等[33]

首先将学习残差的思想引入超分辨率重构方法中,
采用  的小卷积核构建了网络层数深达 20 层
的VDSR (Very deep convolutional networks for super-
resolution)模型, 增加了感受野. 网络结构如图 5
所示.
  

卷积层D (残差)R
eL

U
.D
−1

卷积层D−1ReLU.1卷积层1ILR HR

···

yx r

 

图 5   VDSR网络模型图

Fig. 5    The network structure of VDSR
 

输入插值后的低分辨率图像, 网络学习其与高

分辨率图像之间的残差, 最后在重建层加入一个跳

跃连接, 利用低分辨率图片与残差重构出高分辨率

图片.
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VDSR模型引入残差学习的思想主要有两方

面原因: 首先, 网络加深存在梯度消失/爆炸的问题,
而学习残差可以减轻深度网络训练中此类问题带来

的影响; 更重要地, 低分辨率图像与高分辨率图像

之间具有大量相似的低频信息, 而网络学习残差能

够避免重复学习低频信息, 只学习高频细节信息,
从而降低了计算成本, 加快了收敛速度, 节省了运

算时间.
然而 VDSR模型仅在整个网络中加入一个跳

跃连接, 并没有很有效地减轻梯度消失的问题, 因
此在训练过程中, 使用较高的学习率加快学习速度

使网络尽可能收敛, 然后采用自适应梯度裁剪策略

解决梯度消失/爆炸问题.
VDSR模型是图像超分辨率领域首个深层网

络, 通过采用多层小卷积核, 既能够减少参数量, 又
能够加深网络, 增加感受野, 学习更好的特征. 它的

重构效果优于 SRCNN模型, 证明了随着网络加深,
模型具有更好的表达能力, 与深层次网络在图像其

他领域的应用结论一致.

2.2.2    DRCN 模型

DRCN (Deeply-recursive convolutional network)
模型是 Kim等[34] 于 VDSR模型提出同年又提出的

一个深度超分辨率重构网络模型. DRCN模型的核

心思想是递归训练, 如图 6所示.

  

输入

嵌入网络 推断网络 重构网络

输出

滤波器W−1
Conv/ReLU

滤波器W0
Conv/ReLU

滤波器W
Conv/ReLU

滤波器WD−1
Conv/ReLU

滤波器WD−2
Conv/ReLU

H−1 H0 Hd HD+1

 

图 6   DRCN网络模型图

Fig. 6    The network structure of DRCN
 

网络分为三个部分, 嵌入网络、推断网络和重

构网络. 嵌入网络的目的是将低分辨率图片的浅层

特征提取出来作为递归网络的输入; 推断网络由 16 个
递归单元组成, 数据循环地通过该单元多次, 每个

单元具有相同的参数, 等效于同一组参数网络的串

联, 但是递归神经网络容易过拟合或者梯度消失/
爆炸, 因此在递归单元与重构网络之间加入了跳跃

连接, 同时采用递归监督策略; 重构网络接收嵌入

网络以及每一个递归单元的输入, 加权平均后得到

重构图片, 如图 7所示.
H1 HD D

D

D

具体地,   和  是   个共享参数的卷积层,
将   个卷积层的每一层结果都通过相同的重构网

络, 在重构网络中通过跳跃连接与原始图像相加,
得到   个输出重构结果, 这些结果在训练的同时

被监督, 避免梯度消失/爆炸的问题. 最后将 D个重

构结果进行加权平均, 得到最终输出的高分辨率图片.
DRCN 网络模型的特征包括: 引入了递归单

元, 加深了网络结构; 每个递归单元之间参数共享,
减少了参数量; 加入跳跃连接不仅利用了从浅层到

深层的特征, 还能够对其进行监督训练, 解决梯度消失/
爆炸的问题. 由重构结果可知, 这一网络模型尤其

对具有纹理的图像重构效果更好, 充分体现了其重

构有效性.

2.2.3    DRRN 模型

DRRN (Deep recursive residual network)是
南京理工大学的 Tai等[35] 受 DRCN模型的启发提

出的. 同样采用递归单元, 但是 DRRN采用了嵌套

结构, 如图 8所示.

  

输入
图像

卷积 U + +U U

输出
图像

+

R R R +卷积

跳跃连接

跳跃连接

...
...

 

图 8   DRRN网络模型图

Fig. 8    The network structure of DRRN
 

整个网络由 3 个 (可调整数目)递归单元R构成,
每个递归单元中又嵌套 8 个 (仍旧可调整数目)子
递归单元 U, 参数共享且加入局部跳跃连接, 最外

层又加入一个全局跳跃连接. 每个子递归单元由两

个卷积层 (包括卷积、BN、ReLU)构成, 网络深度达

到 52 层.
VDSR, DRCN, DRRN三种模型之间既有区

别又有联系. 首先三者均以残差网络为原型发展而

来, 利用残差学习和跳跃连接的思想, 既能进行稀

疏残差学习, 减少参数量, 又能加深网络, 解决梯度

消失/爆炸问题; 更重要地, 由三者之间网络结构对

比可以发现, VDSR和 DRCN模型是 DRRN模型

的特例, 当 DRRN 模型的子递归单元数目 U 为

0时, 就与 VDSR模型等价, 如图 9所示.
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嵌入
网络
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重构
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输出1
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··· ···

··
· W1

Wd−1
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WD

Wd
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图 7    DRCN模型中的跳跃连接和递归监督

Fig. 7    The skip-connection and recursive-supervision
in DRCN
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图 9   四种网络模型对比

Fig. 9    The comparison of the above four models
 

以 ResNet为基础, VDSR模型基于全局残差

学习, DRCN模型既包括全局残差学习, 又包括单

一权重递归的局部残差学习, 而 DRRN模型则为

全局残差学习与多权重递归的局部残差学习相结

合. 这几种网络模型均通过增加网络深度取得了良

好的重构效果.

2.2.4    RED 模型

南京大学的Mao等[36] 提出了一种对称的编解

码网络结构 RED (Residual encoder-decoder net-
works)用于图像复原技术, 包括单幅图片超分辨率

重构. 该网络主要包含两个部分: 卷积部分与解卷

积部分. 卷积层用于提取低分辨率图片的抽象特征,
解卷积层用于放大特征尺寸并且恢复图像细节. 两
部分之间隔层通过一个跳跃连接相连, 密集的跳跃

连接既能够传递提取的特征信息, 又可以缓解梯度

消失/爆炸的问题. 网络结构如图 10所示.
  

卷积 解卷积

······ ······

 

图 10   RED网络模型图

Fig. 10    The network structure of RED
 

RED网络不仅可以处理单幅图片超分辨率重

构, 还能进行图像去噪, JPEG图像去块以及图像

修复, 是一个综合应用的网络, 且无论是重构效果

还是其他方面的应用都取得了当时最好的结果.

2.2.5    LapSRN 模型

加州大学默赛德分校的 Lai等[37] 提出了一种结

合金字塔结构进行单幅图片超分辨率重构的 LapSRN

2n

(Laplacian pyramid super-resolution network)模
型, 该模型能够逐步重构不同放大倍数的高分辨率

图片, 不仅能够完成×2和×4倍数的超分辨率重构,
而且在×8放大因子取得了良好的效果, 网络结构

如图 11所示. 整个网络特征提取过程与图像重构

过程共同进行, 首先输入 LR图像经过一系列卷积

层进行特征提取, 学习的是残差, 然后经过一层解

卷积进行尺度放大, 得到×2倍数的残差图片, 并与

经过同倍数插值的原始图片相加, 得到×2倍数的

高分辨率重构图像; 特征提取模块继续进行残差学

习, 经过解卷积层后再次放大两倍, 得到×4倍数的

残差图片, 同时图像重构模块由重构出的超分辨率

图像继续插值, 二者相加得到×4倍数的高分辨率

重构图像. 以此类推, 可以得到放大倍数为  的重

构图片.

  
特征提取模块

图像重构模块

··· ···
···

 

图 11   LapSRN网络模型图

Fig. 11    The network structure of LapSRN
 

L2同时, 该网络采用了一种有别于  损失的损失

函数, Charbonnier损失函数. 表达式为

L(ŷ, y; θ) =
1

N

N∑
i=1

L∑
s=1

ρ
(
ŷ(i)s − y(i)s

)
=

1

N

N∑
i=1

L∑
s=1

ρ
((
ŷ(i)s − x(i)s

)
− r(i)s

)
(1)

ŷ y

θ N s x

r

其中,   表示重构图像,   表示原始低分辨率图像,
 为网络参数,   为总像素数,   为放大倍数,   为

插值后的低分辨率图像,   为残差图像.

ρ(x) =
√
x2 + ϵ2 (2)

ϵ

10−3 L2

L1 L1

式 (2)即为 Charbonnier惩罚函数, 其中   取
 . 在 LapSRN模型之前的模型采用  范数, 它

能获取最小均方误差, 从而得到较高的 PSNR值,
但是视觉上容易产生平滑效果. 而 Charbonnier损
失函数类似一种  范数, 采用  范数能够获取较

为显著的细节信息.
LapSRN模型能够处理不同尺度的超分辨率图
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L2

像, 尤其是在×8放大因子能够取得良好的重构效

果. 另一个重要贡献是采用了区别于  范数的 Char-
bonnier损失函数, 取得了良好的视觉效果.

2.2.6    EDSR 模型

2017年 NTIRE图像超分辨率重构大赛中, 首
尔大学 SNU CVLab[38] 团队获得了冠军, 他们提出了

EDSR (Enhanced deep residual networks for su-
per-resolution)模型. 该模型在残差网络的基础上

进行了改进, 去掉了批归一化 (Batch normaliza-
tion, BN) 层. BN层用于解决高级图像问题如图像

分类、检测等比较有效, 而图像超分辨率重构属于

底层问题, 去掉 BN层可以节省一半的内存和计算

时间, 且重构效果良好. 结构如图 12所示.
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图 12   EDSR网络模型图

Fig. 12    The network structure of EDSR
 

L1

网络由一系列残差块 RB级联而成, 每个残差

块内部不包括 BN层, 上采样过程通过像素重排实

现, 且×4倍数结果可由×2倍数实现, 节省了一部

分内存 .  同时整个网络采用了   范数作为损失

函数.
此外, EDSR模型还提出了一种数据增强策略

以提高重构效果, 称为 Geometric self-ensemble. 具
体做法是对 LR图片进行几何变换, 输入到网络中

获取高分辨率图片, 再对其进行相应的逆变换, 所
有结果进行平均作为最终的重构结果. 这种策略能

够使得网络从不同的 “视角”学习高低分辨率图片

之间的映射关系, 从而提升重构效果.
EDSR模型在 2017年 NTIRE图像超分辨率

重构大赛中不仅获得了最好的重构效果, 也具有较

快的重构速度, 还提出了一种新的数据增强策略,
是当之无愧的冠军.

2.2.7    CARN 模型

随着深度学习的发展, 能够在移动端进行处理

的轻量级网络逐步进入人们的视线. 既能获取相对

好的重构效果, 又能构建参数少的轻量级网络成为

单幅图片超分辨率重构技术的另一个发展方向. 为
减少神经网络的参数量与计算复杂度, 各领域学者

们致力于网络轻量化研究, 如分组卷积[23] 的引入以

及 MobileNet[39] 的提出. 受此启发, 韩国亚洲大学

的 Ahn等[40] 提出了轻量级图片超分辨率重构神经

网络模型CARN (Cascading residual network). CARN
模型同样在 ResNet网络基础上进行改进, 如图 13
所示.
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图 13   CARN网络模型图

Fig. 13    The network structure of CARN
 

1× 1

∼

网络采用密集级联, 堆叠多个级联残差块 CRB
(Cascading residual blocks), 并用  卷积核对

特征进行融合, 分为 CARN 和 CARN-M 两种模

型, 后者在 CRB中采用分组卷积, 且每个 CRB参

数共享, 构成递归单元, 减少了参数, 从而形成了轻

量级网络模型. CARN-M模型与 CARN相比参数

量减少至将近 1/5, 但是其重构图像 PSNR值 仅
比 CARN模型降低 0.26  0.68 dB左右. 这就实现

了简化网络与保留重构效果之间的相对平衡.

2.2.8    MSRN 模型

2018年 ECCV (European conference on com-
puter vision)会议上, 来自华东师范大学的 Li等[32]

提出了MSRN (Multi-scale residual network)网络

模型. 该模型主要具有以下两个特点: 1)提出一种

多尺度残差模块 MSRB (Multi-scale residual
block); 2)通过采用 ESPCN模型中的通道像素重

排方法实现不同放大倍数的重构图片. 网络模型如

图 14所示.
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图 14   MSRN网络模型图

Fig. 14    The network structure of MSRN
 

1× 1

输入图像经过一层卷积层提取特征后, 输入一

系列 MSRB中, 每个 MSRB的特征输出最终通过

 卷积核进行特征降维与融合, 改变特征通道数

目以用于图像重构. MSRB是网络的核心, 它类似

于 GoogLeNet[41] 中的 Inception结构, 从不同的卷

积核尺度提取不同的特征, 并且将这些特征融合,
如图 15所示.

MSRN模型指出, 其他很多模型的训练都或多

或少采用了一定的训练技巧, 因此在训练复现的过
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1× 1

L1

程中, 尽管参数设置相同, 却总是难以达到模型给

定的参数指标. 所以 MSRN模型在训练过程没有

采用任何技巧, 只在基础网络结构上进行了改进;

通过  卷积实现通道数任意降维, 可以保证各

种尺度的放大倍数; 数据增强只采用了尺度变换、

水平翻转与旋转; 损失函数采用  范数, 这样的实

验设置保证了复现时训练可以达到论文中给定的重构

结果.

2.2.9    RCAN 模型

RCAN (Residual channel attention net-

works)是美国东北大学的 Zhang等[42] 提出的一个

基于通道注意机制的网络模型. 网络模型如图 16

所示.
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图 16   RCAN网络模型图

Fig. 16    The network structure of RCAN
 

该模型的基本单元是 RIR (Residual in residual)

结构 ,  RIR 结构由一系列残差模组  (Residual

group, RG)堆叠而成, RG结构又由通道注意残差

块 (Residual channel attention block, RCAB)堆

叠而成, 因此称为 Residual in residual结构.

Zhang等[42] 指出, 经过神经网络不同卷积核提

取的特征对于图像超分辨率重构的贡献不同, 因此

每个通道特征所占的比重应当有所不同, 基于此提

出了通道注意机制 CA(Channel attention), 如图 17

所示.

H ×W × C
HGP 1× 1× C
zc

输入为  , 经过一个全局池化 (Glob-

al pooling)函数  , 输出为维度为   且

具有全局特征的  , 即

zc = HGP (xc) =
1

H ×W

H∑
i=1

W∑
j=1

xc(i, j) (3)

s

然后经过由 ReLU和 Sigmoid单元构成的门控单元,
从而得到各个通道具有不同比重的通道系数  , 即

s = f (WUδ (WDz)) (4)

最后利用该系数与原始输入信息进行通道对应相

乘, 得到经过通道注意机制后的特征.
通道注意机制 CA是一种对于提取特征进行选

择的新方法, 这一思想可以采用不同的方法实现,
也可以应用于基于深度学习进行数据处理的其他领

域, 具有重要的研究意义与应用价值.

2.2.10    小结

L2 L1 L1

ResNet的提出使得卷积神经网络能够构建的

更深、学到的特征更多, 在图像分类中取得了令人

瞩目的成果. 同样地, 在单幅图片超分辨率重构领

域, 残差网络由于其可构建深度网络, 也受到许多

相关学者的青睐. 第 2.2节介绍了 9 种以残差网络

为基础的单幅图片超分辨率重构网络模型, 这些模

型各有优点, 充分利用了残差网络的优势并结合自

己的创新点, 获得了重构效果上的极大的进步. 表 2
从输入图像类型、网络层数、损失函数、评价指标以

及放大因子这些方面给出了这些模型的对比总结.
由表 2可以看出随着时间的推移, 模型的发展也越

来越有效, 输入图片由插值后的 LR图像逐步变为

原始 LR图像, 减少了训练过程的计算量; 网络层

数逐步加深, 网络结构也逐步精炼; 同时, 损失函数

也逐渐由  范数演变为  范数, 因为  范数损失

得到的重构结果细节更加突出, 更加符合人的视觉

主观评价; 评价指标不再只由 PSNR与 SSIM决定,
尤其是 ECCV18会议开始利用重构后的图像进行

分类, 通过评价分类效果间接对重构效果进行评价.

2.3    基于生成对抗网络结构的 SR 模型

2.3.1    SRGAN 模型

2014年, Goodfellow等[22] 提出了生成对抗网
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图 15    MSRB结构

Fig. 15    The structure of multi-scale residual block
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图 17    RCAB结构图

Fig. 17    The structure of residual channel attention block
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络 (Generative adversarial network, GAN),

GAN的提出是图片生成技术的良好开端. 对于单

幅图片超分辨率重构而言, 利用丢失了高频细节信

息的低分辨率图像去推断原始高分辨率图像, 无异

于一种图片细节生成技术, 因此, GAN的提出也为

图像超分辨率重构技术提供了一种思路.

Twitter的 Ledig等[43] 将生成对抗网络引入图

像超分辨率重构领域, 提出了 SRGAN (Generat-

ive adversarial network for image super-resolu-

tion)网络模型. 该模型包括生成器与判别器两个部

分, 如图 18和图 19所示.
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图 18   SRGAN网络的生成器

Fig. 18    The generator of SRGAN
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图 19   SRGAN网络的判别器

Fig. 19    The discriminator of SRGAN
 

生成器以残差网络为基础, 为防止生成对抗网

络训练崩溃, 对生成器进行了预训练. 预训练过程

与普通模型相同, 此时损失函数为 VGG损失, 它

由生成器生成图片的特征表达与原始高分辨率图像

的特征表达之间的欧氏距离定义, 即

LVGG=
1

W×H

W∑
i=1

H∑
j=1

(
ϕ
(
IHR
)
−ϕ
(
GθG

(
ILR
)))
(5)

W ×H ϕ(·) GθG其中,   为图片尺寸,   为 VGG函数,  
为生成器. 预训练结束后, 将重构图片输入鉴别器,
然后加入对抗损失, 对生成器和鉴别器交替训练.
对抗损失为

LGen = −
N∑
i=1

logDθD

(
GθG

(
ILR
))

(6)

DθD N其中,   为鉴别器,   表示像素总数. 整个网络

的损失函数为 VGG损失和对抗损失的加权和, 即

L = LVGG + 10−3LGen (7)

同时, SRGAN模型提出了一种主观评价指标.
生成对抗网络的重构结果在评价指标 PSNR值上

并没有取得明显优势. PSNR值受均方误差影响,
但是 SRGAN的损失函数未采用均方误差, 且经过

对抗训练后, 重构图片的细节更加突出, 符合人的

视觉感知, 因此, SRGAN模型提出了主观评价指

标MOS (Mean opinion score). 通过 26 位评价者

对不同网络模型重构的结果进行打分评价, 分数从

1到 5代表由坏到好, 最终的 MOS是由评估者评

分的算术平均值来确定的. 经过主观评价, SRGAN
取得了最优的重构效果. 这一结果表明, PSNR和

SSIM两项评价指标对于图像质量的评价具有一定

的局限性, 图像超分辨率重构效果不应只依赖于这

两项指标的提升. 但是主观评价需要消耗大量的人

力财力, 评价者易受主观思想的影响, 且需要具有

专门领域知识的人进行评价, 因此图像质量评价的

指标选取仍有很大的研究空间.

2.3.2    SRFeat 模型

SRFeat (Single image super-resolution with
feature discrimination)是 Park等[44] 提出的一种基

于生成对抗网络的单幅图片超分辨率重构模型, 该

 
表 2    基于残差网络的 9种模型对比

Table 2    Comparison of the nine models based on ResNet

网络模型 输入图像 网络层数 损失函数 评价指标 放大因子

VDSR ILR 20 L2 范数 PSNR, SSIM 2, 3, 4

DRCN ILR 16 (Recursions) L2 范数 PSNR, SSIM 2, 3, 4

DRRN ILR 52 L2 范数 PSNR, SSIM,IFC 2, 3, 4

RED ILR 30 L2 范数 PSNR, SSIM 2, 3, 4

LapSRN LR 27 Charbonnier PSNR, SSIM, IFC 2, 4, 8

EDSR LR 32 (Blocks) L1 范数 PSNR, SSIM 2, 3, 4

CARN LR 32 L1 范数 PSNR, SSIM, 分类效果 2, 3, 4

MSRN LR 8 (Blocks) L1 范数 PSNR, SSIM, 分类效果 2, 3, 4, 8

RCAN LR 20 (Blocks) L1 范数 PSNR, SSIM, 分类效果 2, 3, 4, 8
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1× 1

网络的核心是增加了一个特征判别器, 不仅使重构

的图片与高分辨率图片进行对抗训练, 还要对提取

的特征与高分辨率图片的特征进行对抗训练. SR-
Feat模型与 SRGAN模型结构相似, 但是 SRFeat
模型的生成器网络中加入了  卷积, 对提取到

的特征进行了融合与调整, 结构如图 20所示.
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图 20   SRFeat网络模型图

Fig. 20    The network structure of SRFeat
 

SRFeat 模型的生成器同样需要进行预训练,
而它的判别器与 SRGAN模型的判别器结构相同,
将其中一个置于中间层, 另一个置于重构输出层,
损失函数不仅包括预训练生成网络的损失, 还包括

特征对抗损失与图片对抗损失.
生成对抗网络重构出的图片通常含有很多额外

的细节信息, 并不都是我们需要的细节, 因此, 为了

使重构图片尽可能与原始高分辨率图片接近, SR-
Feat模型通过在特征域加入判别器使得重构图像

的特征也尽可能与高分辨率图像特征相同, 这就约

束了生成图片的细节信息, 避免产生不必要的噪声.
在两个判别器的共同约束下, SRFeat模型的重构

结果与 SRGAN相比更加理想.

2.3.3    双 GAN 模型

英国诺丁汉大学的 Bulat等[45] 提出利用两个

GAN 网络来进行人脸超分辨率重构的网络模型.
尽管这一模型是具体应用于人脸图像超分辨率重构

的, 但是它的思想可以推广到其他的图像超分辨率

重构应用方面. Bulat等[45] 指出, 当前提出的单幅图

片超分辨率重构方法在研究阶段能够取得良好的效

果, 因为低分辨率图像通常是由计算机进行人为下

采样获取的. 但是实际应用过程中, 图像降质的过

程十分复杂, 利用人工构建的高低分辨率图像对进

行训练通常难以获取理想的重构效果. 因此, 作者

提出先学习图像的降质过程, 再进行图像超分辨率

重构的思想. 该模型首先利用一个 GAN网络学习

由高分辨率图像降质为低分辨率图像的过程, 以生

成低分辨率图像, 然后利用生成的低分辨率图像与

原始高分辨率构成图像对, 利用另外的 GAN网络

进行超分辨率重构. 网络结构如图 21.
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图 21   双 GAN网络模型图

Fig. 21    The network structure of Double-GAN
 

将高分辨率图像增加噪声后输入 High-to-low
的 GAN网络生成器中, 与低分辨率图像 (不需要与

输入高分辨率图像对应)对抗训练, 获取经过神经

网络学习后降质的低分辨率图像; 然后将生成的低

分辨率图像输入到 Low-to-high的 GAN网络生成

器中, 再通过与原始高分辨率图像对抗训练得到重

构图像.
该网络将真实图片的降质过程作为图像超分辨

率重构研究的一部分, 能够将实验研究与实践结合,
提高图像超分辨率重构的实际应用价值. 真实图像

的降质过程也可以不局限于利用生成对抗网络进行

学习, 如何用神经网络学习实际获取低分辨率图片

的过程也是图像超分辨率重构技术的重难点问题之一.

2.3.4    小结

当前单幅图片超分辨率重构的另一种发展方向

是对于细节信息的追求, 而生成对抗网络能够通过

对抗训练产生图片的细节信息, 因此成为图像超分

辨率重构的重要基础模型. 但是由于生成对抗网络

的不稳定性, 通常需要对生成器进行预训练. 表 3
对第 2.3节介绍的 3种网络模型从输入图像类型、

网络层数、损失函数、评价指标以及放大因子这些

 
表 3    基于生成对抗网络的 3种模型对比

Table 3    Comparison of the three models based on GAN

网络模型 输入图像 网络层数 损失函数 评价指标 放大因子

SRGAN LR 16 (Blocks) VGG PSNR, SSIM, MOS 2, 3, 4

SRFeat LR 16 (Blocks) VGG PSNR, SSIM, 分类效果 2, 3, 4

双GAN LR 16 (Blocks) L2 范数 PSNR 2, 3, 4
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方面进行了总结对比.
基于生成对抗网络的生成器模型均以残差网络

为基础, 判别器的加入使得训练过程更加逼近原始

高分辨率图片, 尽管 GAN网络能够产生视觉效果

良好的高频细节信息, 但是随着细节的增加, 使用

PSNR, SSIM作为评价指标也受到了挑战. SRGAN
模型引入了主观评价指标 MOS, 但是如何确定重

构细节信息的有效性仍有待研究. 通过引入主观评

价, 将主客观评价进行融合, 或者通过卷积神将网

络构建一个能够模拟主观评价的评价系统是两种可

行的解决方法.

2.4    基于其他网络结构的 SR 模型

2.4.1    SRDenseNet 模型

1× 1

SRDenseNet (Super-resolution using dense
skip connections)是 Tong等[46] 在 DenseNet的基

础上加入跳跃连接构建的网络模型. DenseNet与
ResNet不同, 它是通过对每一层的特征充分利用来

解决网络加深时梯度消失/爆炸的问题. SRDenseNet
不仅像 DenseNet那样充分利用特征, 还加入了跳

跃连接以传递之前的信息. 结构如图 22所示. 网络

共堆叠8 个 DB (Dense block), 每个 DB内部密集

连接, 充分利用了内部特征; 同时外部也密集连接,
又充分利用了前面 DB的特征. 所有的特征都会与

损失函数连接, 从而减轻梯度消失/爆炸问题, 经过

 卷积进行降维, 然后重构图像.
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图 22   SRDenseNet网络模型图

Fig. 22    The network structure of SRDenseNet
 

SRDenseNet本身以 DenseNet为基础, 又加入

了跳跃连接, 整个网络包括了 69 个权重层和 68 个
激活层, 以极深的网络进行特征提取, 获取了较好

的重构效果.

2.4.2    MemNet 模型

MemNet (Memory network)是南京理工大学

的 Tai等[47] 提出的针对图像去噪、超分辨率重构等

图像复原问题的综合网络模型. MemNet将门控单

元引入到递归网络中, 使得先提取到的特征有权重

地输入到循环的 MB (Memory block)中. 网络结

构如图 23所示.
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图 23   MemNet网络模型图

Fig. 23    The network structure of MemNet
 

图 23中, 每个MB中包含残差块和门控单元,
残差块主要利用的是当前记忆单元中的特征信息,
门控单元利用的是前面所有记忆单元和当前单元的

特征, 从而构成短期记忆 (Short memory)和长期

记忆 (Long memory), 因此称为MemNet. 门控单

元的引入既能够传递之前的特征信息用于后面的图

像复原, 又能够解决梯度消失/爆炸的问题.

2.4.3    RDN 模型

美国东北大学的 Zhang等[48] 提出了一种结合

DenseNet和 ResNet的网络模型 RDN (Residual
dense network). RDN网络结构充分的利用了卷积

神经网络提取的分层特征, 包含 4个模块, 分别为

浅层特征提取、RDB (Residual dense blocks)、DFF
(Dense feature fusion)以及上采样模块. 网络结构

如图 24所示.
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图 24   RDN网络模型图

Fig. 24    The network structure of RDN
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图 24中 RDB模块的结构如图 25所示, 内部

进行了密集连接, 并通过级联与  卷积实现了

局部特征融合, 每个 RDB的输出不仅接收内部的

局部融合特征, 还接收前一个 RDB的输出; 每个

RDB之间输出也通过级联与  卷积实现了全局

特征融合; 特征重构部分采用 ESPCN模型的通道

像素重排策略.
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图 25   RDB结构图

Fig. 25    The structure of residual dense block
 

RDN与 SRDenseNet, MemNet模型之间具有

相似的结构, 但是又存在不同之处. 表 4对与 RDN
模型结构相似的网络进行了对比. 
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表 4    3种网络模型对比

Table 4    Comparison of the three models

网络模型 递归单元 密集连接 特征融合 重构效果

SRResNet RB 无 无 细节明显

DenseNet DB 无 所有DB之后 −

SRDenseNet DB DB之间 所有DB之后 较好

MemNet MB MB之间 无 较好

RDN RDB RDB内部 RDB内部和所有RDB之后 好

 
由表 4 可知 ,  RDN 模型既吸取了 SRRes-

Net模型与 SRDenseNet模型的长处, 又对二者进

行了改进, 取得了良好的重构效果.

2.4.4    IDN 模型

西安电子科技大学的 Hui等[49] 针对卷积神经

网络计算量大、运行内存高的问题提出了一种 IDN
(Information distillation network)模型. 网络包含

3个部分, 特征提取部分 FBlock (Feature extraction
block), 堆叠的信息提取部分 DBlock (Information
distillation block)和重构部分RBlock (Reconstruction
block). 结构如图 26所示.
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图 26   IDN网络模型图

Fig. 26    The network structure of IDN
 

每个信息提取部分 DBlock包含增强单元和压

缩单元, 增强单元的结构如图 27所示.
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图 27   DBlock结构图

Fig. 27    The structure of information distillation blocks
 

S C

1/s
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1× 1

图 27中  表示将特征分组 (Slice),   表示特

征级联. 将前面输入的特征提取出  直接级联到

输出端, 剩下的  继续输入到后面的网络中,
达到信息增强的效果. 而压缩单元的压缩功能由

 卷积实现.

1× 1

IDN模型通过对 DBlock中的浅层特征进行提

取并与深层特征级联达到增强信息传递的目的, 使
得细节信息被更好地提取出来, 又通过  卷积

将其压缩, 节省了运行内存和计算量. 整个 IDN模

型只包含 4 个DBlock, 但是训练结果优于DRRN模型、

MemNet模型等深层次网络; 而重构时间约 0.01 s,
速度约为MemNet模型的 1000倍.

2.4.5    DBPN 模型

丰田技术研究院的 Haris等[50] 根据迭代反投影

方法构建的卷积神经网络模型 DBPN (Deep back-
projection networks)是 2018年 NTIRE图像超分

辨率重构挑战大赛的冠军. 与迭代反投影法不同,
它迭代投影的对象不是高、低分辨率图像而是它们

的特征 (Feature maps). 结构如图 28所示.
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图 28   DBPN网络模型图

Fig. 28    The network structure of DBPN
 

其核心是迭代上投影和下投影模块, 两个模块

分别如图 29和图 30所示.
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图 29   上投影单元结构

Fig. 29    The structure of up-projection unit
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图 30   下投影单元结构

Fig. 30    The structure of down-projection unit
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在上投影单元中, 输入低分辨率图像特征  ,
经过上采样得到高分辨率特征  , 再通过卷积进

行下采样, 与  求误差, 再上采样至与高分辨率

图像特征同尺寸并与  相加, 得到输出  , 下投

影单元同理. 将上下投影单元交替堆叠, 且所有输

出密集连接, 并用跳跃连接将每个上投影单元的输

出连接到后面的上投影单元及级联层, 用于最终的图像

重构.
DBPN网络借鉴迭代反投影法的思想, 通过对

特征的不断迭代, 提取了图像的细节信息用于重构,
迭代过程使神经网络能够更好地受特征约束, 拟合

高低分辨率图像之间的映射关系, 在×2、×4以及×8
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倍数的重构结果均十分理想, 且参数量远少于 2017年
冠军 EDSR模型.

2.4.6    小结

随着图像领域各种基础网络模型的提出, 单幅

图片超分辨率重构方法也取得了相应的进展, 第
2.4节共介绍了 5 种基于不同网络结构的单幅图片

超分辨率重构模型, 这些网络模型在输入图像、网

络层数、损失函数、评价指标、放大因子方等面的对

比见表 5. 其中, RDN模型结合了 SRDenseNet与
MemNet模型的优点并加以改进, 取得了良好的重

构效果; IDN 模型网络轻便、参数量少、训练速度

快, 不要求较高计算性能的设备来处理; DBPN模型

通过反复迭代能够实现×8倍数的重构, 且重构效果

良好.

3    分析与总结

3.1    结果与分析

自 2014年 SRCNN模型提出以来, 经过短短

几年, 基于深度学习的单幅图片超分辨率重构方法

蓬勃发展, 重构结果不断取得突破. 本文介绍了多

种基于标准卷积神经网络、残差网络、生成对抗网

络以及其他网络等网络模型为基础构建的单幅图片

超分辨率重构模型, 表 6 ~ 9分别给出了这些网络

模型在基准测试集 S e t 5 、 S e t 1 4 、BSD1 0 0 、
Urban100以及Manga109上的×2、×3、×4和×8放
大因子重构结果的 PSNR/SSIM值. 表中未给出基

于生成对抗网络模型的 PSNR/SSIM值, 因为这些

模型重构效果注重细节, 不适合用 PSNR/SSIM进

行评价. 同时, 未给出没有在基准测试集上测试的

部分网络结果. 重构效果 PSNR/SSIM值最高的结

果用粗体字表示. 表 10给出了本文介绍的所有模

型的网络基础、模型框架、网络结构设计特点, 并对

不同网络采用的实验平台及训练测试时间进行了汇

总, 以供参考. 由表 6 ~ 10可知, 应用卷积神经网络

解决单幅图片超分辨率重构问题取得了良好的重构

结果: ESPCN模型的通道重排策略及 FSRCNN的
 

表 5    基于其他网络的 5种模型对比

Table 5    Comparison of the five models based on other networks

网络模型 输入图像 网络层数 损失函数 评价指标 放大因子

SRDenseNet LR 8 (Blocks) L2 范数 PSNR, SSIM 4

MemNet ILR 80 L2 范数 PSNR, SSIM 2, 3, 4

RDN LR 20 (Blocks) L1 范数 PSNR, SSIM 2, 3, 4

IDN LR 4 (Blocks) L1 范数 PSNR, SSIM, IFC 2, 3, 4

DBPN LR 2/4/6 (Units) L2 范数 PSNR, SSIM 2, 4, 8

 
表 6    各个网络模型在 Set5、Set14、BSD100、Urban100和Manga109测试集上×2倍数重构结果 (单位: dB/-)
Table 6    Quantitative results of the SR models on Set5, Set14, BSD100, Urban100 and Manga109 with

scale factor ×2 (Unit: dB/-)

放大尺度 网络模型 Set5 (PSNR/SSIM) Set14 (PSNR/SSIM) BSD100 (PSNR/SSIM) Urban100 (PSNR/SSIM) Manga109 (PSNR/SSIM)

SRCNN[5] 33.66/0.9542 32.45/0.9067 31.36/0.8879 29.50/0.8946 35.60/0.9663

FSRCNN[26] 37.05/0.9560 32.66/0.9090 31.53/0.8920 29.88/0.9020 36.67/0.9694

ESPCN[31] 37.00/0.9559 32.75/0.9098 31.51/0.8939 29.87/0.9065 36.21/0.9694

VDSR[33] 37.53/0.9588 33.03/0.9124 31.90/0.8960 30.76/0.9140 37.22/0.9729

DRCN[34] 37.63/0.9588 33.04/0.9118 31.85/0.8942 30.75/0.9133 37.63/0.9723

DRRN[35] 37.74/0.9591 33.23/0.9136 32.05/0.8973 31.23/0.9188 37.60/0.9736

×2 RED[36] 37.66/0.9599 32.94/0.9144 31.99/0.8974 − −

LapSRN[37] 37.52/0.9590 33.08/0.9130 31.08/0.8950 30.41/0.9100 37.27/0.9855

EDSR[38] 38.11/0.9602 33.92/0.9195 32.32/0.9013 32.93/0.9351 39.10/0.9773

CARN-M[40] 37.53/0.9583 33.26/0.9141 31.92/0.8960 30.83/0.9233 −

MSRN[32] 38.08/0.9605 33.74/0.9170 32.23/0.9013 32.22/0.9326 38.82/0.9868

RCAN[42] 38.33/0.9617 34.23/0.9225 32.46/0.9031 33.54/0.9399 39.61/0.9788

MemNet[47] 37.78/0.9597 33.28/0.9142 32.08/0.8978 31.31/0.9195 37.72/0.9740

RDN[48] 38.24/0.9614 34.01/0.9212 32.34/0.9017 32.89/0.9353 39.18/0.9780

IDN[49] 37.83/0.9600 33.30/0.9148 32.08/0.8985 31.27/0.9196 −

DBPN[50] 38.09/0.9600 33.85/0.9190 32.27/0.9000 32.55/0.9324 38.89/0.9775
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解卷积策略能够实现图像在网络的最后阶段插值,
从而减少网络模型的训练数据量, 减轻由预插值图

像带来的重构效果上的不良影响; 应用 ResNet和
DenseNet网络模型可以加深网络, 充分学习原始

低分辨率图像的特征, 同时采用递归监督、金字塔

结构、特征融合、密集连接、通道注意机制等网络结

构设计, 减轻梯度消失/爆炸问题, 加强特征的提取

与传递, 提高了重构效果, 尤其是 ECCV18 提出的

RCAN模型取得的重构效果指标结果最好, 充分说

明了通道注意机制引入的有效性; RDN、IDN、MemNet
以及 DBPN模型则分别采用深度学习实现对低分

辨率图像的特征提取与传递, 以达到增强重构效果

的目的. 总之, 单幅图片包含的先验信息要远低于

多幅图片[51], 而应用深度学习的方法, 能够充分利

 
表 7    各个网络模型在 Set5、Set14、BSD100、Urban100和Manga109测试集上×3倍数重构结果 (单位: dB/-)
Table 7    Quantitative results of the SR models on Set5, Set14, BSD100, Urban100 and Manga109 with

scale factor ×3 (Unit: dB/-)

放大尺度 网络模型 Set5 (PSNR/SSIM) Set14 (PSNR/SSIM) BSD100 (PSNR/SSIM) Urban100 (PSNR/SSIM) Manga109 (PSNR/SSIM)

SRCNN[5] 32.75/0.9090 29.30/0.8215 28.41/0.7863 26.24/0.7989 30.48/0.9117

FSRCNN[26] 33.18/0.9140 29.37/0.8240 28.53/0.7910 26.43/0.8080 31.10/0.9210

ESPCN[31] 33.02/0.9135 29.49/0.8271 28.50/0.7937 26.41/0.8161 30.79/0.9181

VDSR[33] 33.68/0.9201 29.86/0.8312 28.83/0.7966 27.15/0.8315 32.01/0.9310

DRCN[34] 33.85/0.9215 29.89/0.8317 28.81/0.7954 27.16/0.8311 32.31/0.9328

DRRN[35] 34.03/0.9244 29.96/0.8349 28.95/0.8004 27.53/0.8378 32.42/0.9359

×3 RED[36] 33.82/0.9230 29.61/0.8341 28.93/0.7994 − −

EDSR[38] 34.65/0.9280 30.52/0.8462 29.25/0.8093 28.80/0.8653 34.17/0.9476

CARN-M[40] 33.99/0.9236 30.08/0.8367 28.91/0.8000 26.86/0.8263 −

MSRN[32] 34.38/0.9262 30.34/0.8395 29.08/0.8041 28.08/0.5554 33.44/0.9427

RCAN[42] 34.85/0.9305 30.76/0.8494 29.39/0.8122 29.31/0.8736 34.76/0.9513

MemNet[47] 34.09/0.9248 30.00/0.8350 28.96/0.8001 27.56/0.8376 32.51/0.9369

RDN[48] 34.71/0.9296 30.57/0.8468 29.26/0.8093 28.80/0.8653 34.13/0.9484

IDN[49] 34.11/0.9253 29.99/0.8354 28.95/0.8031 27.42/0.8359 −

 
表 8    各个网络模型在 Set5、Set14、BSD100、Urban100和Manga109测试集上×4倍数重构结果 (单位: dB/-)
Table 8    Quantitative results of the SR models on Set5, Set14, BSD100, Urban100 and Manga109 with

scale factor ×4 (Unit: dB/-)

放大尺度 网络模型 Set5 (PSNR/SSIM) Set14 (PSNR/SSIM) BSD100 (PSNR/SSIM) Urban100 (PSNR/SSIM) Manga109 (PSNR/SSIM)

SRCNN[5] 30.48/0.8628 27.50/0.7513 26.90/0.7101 24.52/0.7221 27.58/0.8555

FSRCNN[26] 30.72/0.8660 27.61/0.7550 26.98/0.7150 24.62/0.7280 27.90/0.8610

ESPCN[31] 30.66/0.8646 27.71/0.7562 26.98/0.7124 24.60/0.7360 27.70/0.8560

VDSR[33] 31.35/0.8830 28.02/0.7680 27.29/0.7251 25.18/0.7540 28.83/0.8870

DRCN[34] 31.56/0.8810 28.15/0.7627 27.24/0.7150 25.15/0.7530 28.98/0.8816

DRRN[35] 31.68/0.8888 28.21/0.7721 27.38/0.7284 25.44/0.7638 29.19/0.8914

RED[36] 31.51/0.8869 27.86/0.7718 27.40/0.7290 − −

LapSRN[37] 31.54/0.8850 28.19/0.7720 27.32/0.7270 25.27/0.7560 29.09/0.8900

×4 EDSR[38] 32.46/0.8968 28.80/0.7876 27.71/0.7420 26.64/0.8033 31.02/0.9148

CARN-M[40] 31.92/0.8903 28.42/0.7762 27.44/0.7304 25.63/0.7688 −

MSRN[32] 32.07/0.8903 28.60/0.7751 27.52/0.7273 26.04/0.7896 30.17/0.9034

RCAN[42] 32.73/0.9013 28.98/0.7910 27.85/0.7455 27.10/0.8142 31.65/0.9208

SRDenseNet[46] 32.02/0.8934 28.50/0.7782 27.53/0.7337 26.05/0.7819 −

MemNet[47] 31.74/0.8893 29.26/0.7723 27.40/0.7281 25.50/0.7630 29.42/0.8942

RDN[48] 32.47/0.8990 28.81/0.7871 27.72/0.7419 26.61/0.8028 31.00/0.9151

IDN[49] 31.82/0.8930 28.25/0.7730 27.41/0.7297 25.41/0.7632 −

DBPN[50] 32.47/0.8980 28.82/0.7860 27.72/0.7400 26.38/0.7946 30.91/0.9137
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用具有相同降质模型的不同图片样本之间的先验信

息, 且获取的重构效果优于非深度学习方法, 根据

表 6, 最好的结果在 Manga109数据集上×2倍数

的 PSNR 值达到了 39.61 dB (高分辨率图片 40

dB); 根据表 10, 在重构速度上, 一旦网络训练学习

完成, 重构一幅图片的速度最高可达到 4.7 ms.

根据本文给出的超分辨率重构网络模型的重构

结果, 当前基于深度学习的单幅图片超分辨率重构

方法发展趋势包含以下四个方面:
∼1)追求好的重构效果. 由表 6  9可知, 以残差

网络 (ResNet)为基础的 RCAN模型取得的重构效

果最佳; 且以残差网络为基础的超分辨率重构模型

众多, 辅以各种加强特征提取与传递的模块和监督

策略, 取得了较好的重构效果. 因此, 在重构效果方

面, 对于特征的提取与传递、梯度监督的策略进行

研究, 并以残差网络构建新的超分辨率重构模型具

有一定的可行性.

2)追求丰富明显的细节. 生成对抗网络 (GAN)

能够通过对抗训练产生细节丰富的图片, 这一特点

为单幅图片超分辨率重构提供了思路, 图 31[44] 是双

三次插值、EnhanceNet [52] 模型、SRGAN 模型与

SRFeat模型重构效果, 可以看出, 后三者在细节方

面重构效果细节逐步明显, 模糊现象减少, 且由于

SRFeat模型中两个判别器分别约束特征空间与图

像空间, 生成的图片视觉效果更佳. 此外, 基于生成

对抗网络的超分辨率重构模型重构出的图像由客观

评价指标 PSNR和 SSIM衡量并不合理, SRGAN

提出了一种主观评价指标 MOS, 但是该指标需要

 
表 9    各个网络模型在 Set5、Set14、BSD100、Urban100和Manga109测试集上×8倍数重构结果 (单位: dB/-)
Table 9    Quantitative results of the SR models on Set5, Set14, BSD100, Urban100 and Manga109 with

scale factor ×8 (Unit: dB/-)

放大尺度 网络模型 Set5 (PSNR/SSIM) Set14 (PSNR/SSIM) BSD100 (PSNR/SSIM) Urban100 (PSNR/SSIM) Manga109 (PSNR/SSIM)

LapSRN[37] 26.14/0.7380 24.44/0.6230 24.54/0.5860 21.81/0.5810 23.39/0.7350

×8 MSRN[32] 26.59/0.7254 24.88/0.5961 24.70/0.5410 22.37/0.5977 24.28/0.7517

RCAN[49] 27.47/0.7913 25.40/0.6553 25.05/0.6077 23.22/0.6524 25.58/0.8092

DBPN[50] 27.12/0.7840 25.13/0.6480 24.88/0.6010 22.73/0.6312 25.14/0.7987

 
表 10    各个网络模型的网络基础、模型框架、网络设计、实验平台及运行时间总结

Table 10    Summary of the SR models in network basics, frameworks, network design, platform and training/testing time

网络模型 网络基础 模型框架 结构设计特点 实验平台 训练/测试时间

SRCNN[5] CNN 预插值 经典 CNN 结构 CPU −

FSRCNN[26] CNN 后插值 (解卷积) 压缩模块 i7 CPU 0.4 s (测试)

ESPCN[31] CNN 后插值 (亚像素卷积) 亚像素卷积 K2 GPU 4.7 ms (测试)

VDSR[33] ResNet 预插值 残差学习, 自适应梯度裁剪 Titan Z GPU 4 h (训练)

DRCN[34] ResNet 预插值 递归结构, 跳跃连接 Titan X GPU 6 d (训练)

DRRN[35] ResNet 预插值 递归结构, 残差学习 ×Titan X GPU  2 4 d/0.25 s

RED[36] ResNet 逐步插值 解卷积−反卷积, 跳跃连接 Titan X GPU 3.17 s (测试)

LapSRN[37] ResNet 逐步插值 金字塔结构, 特征−图像双通道 Titan X GPU 0.02 s (测试)

EDSR[38] ResNet 后插值 (亚像素卷积) 去 BN 层, Self-ensemble Titan X GPU 8 d (训练)

CARN[40] ResNet 后插值 (亚像素卷积) 递归结构, 残差学习, 分组卷积 − −

MSRN[32] ResNet 后插值 (亚像素卷积) 多尺度特征提取, 残差学习 Titan Xp GPU −

RCAN[42] ResNet 后插值 (亚像素卷积) 递归结构, 残差学习, 通道注意机制 Titan Xp GPU −

SRGAN[43] GAN 后插值 (亚像素卷积) 生成器预训练 Telsa M40 GPU −

SRFeat[44] GAN 后插值 (亚像素卷积) 特征判别器, 图像判别器 Titan Xp GPU −

双GAN[45] GAN − 两个 GAN 网络构成图像降质与重构闭合回路 − −

SRDenseNet[46] 其他 后插值 (解卷积) 密集连接, 跳跃连接 Titan X GPU 36.8 ms (测试)

MemNet[47] 其他 预插值 记忆单元, 跳跃连接 Telsa P40 GPU 5 d/0.85 s

RDN[48] 其他 后插值 (解卷积) 密集连接, 残差学习 Titan Xp GPU 1 d (训练)

IDN[49] 其他 后插值 (解卷积) 蒸馏机制 Titan X GPU 1 d (训练)

DBPN[50] 其他 迭代插值 上、下投影单元 Titan X GPU 4 d (训练)
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大量的专业人员进行评价, 且评价结果具有很强的

主观性. 针对这类重构图像进行评价具有重要的研

究意义, 可从主观与客观评价结合入手, 也可以从

其他评价指标入手, 或是利用神经网络构建主观评

价体系等.
3)追求轻量化网络. 随着重构结果的指标越来

越难提高, 单幅图片超分辨率重构网络越来越注重

在追求好的重构结果的同时构建轻量级网络. 但是

随着网络参数减少, 重构结果自然会下降, 实现二

者间的平衡是单幅图片超分辨率重构网络的另一种

发展方向. IDN模型首先提出通过优化网络结构以

节省内存空间和计算量; 图 32[40] 给出部分模型之间

重构效果、计算量以及参数量之间的关系图, 由该

图结果可以看出, MDSR (EDSR)模型效果最佳,
但是其参数量很大, 约为 CARN-M 模型的 6 倍,
但 PSNR值仅高 0.4 dB左右. 由此可见, CARN-
M模型既能够实现较好的重构效果, 参数量和计算

量也较少.
4)追求较高的放大倍数. 单幅图片超分辨率重

构技术属于软件技术, 它只能在一定程度上对图片

进行重构, 目前大多数网络模型只能实现×2、×3
和×4倍数放大, LapSRN模型的提出为 ×8倍数的

重构提供了基准结果, NTIRE2017 挑战赛上的

DBPN模型通过迭代实现了×8倍数放大, ECCV
2018会议上, MSRN、RCAN两种模型均实现了×8
倍数放大且效果越来越好. 对于单幅图片超分辨重

 

(a) 双三次插值
(a) Bicubic

(b) EnhanceNet
(b) EnhanceNet

(c) SRGAN (d) SRFeat
(c) SRGAN (d) SRFeat 

图 31    基于生成对抗网络×4放大倍数的单幅图片超分辨率重构结果

Fig. 31    Qualitative comparison of GAN-based SR methods at scaling factor 4
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构而言, 倍数越高重构越困难, 优化网络, 提高高倍

数放大因子的重构效果, 也是超分辨率重构技术的

未来发展需求之一.
5)追求任意放大倍数. ESPCN模型提出的亚

像素卷积 (也称通道像素重排)思想, 与解卷积层共

同成为当前单幅图片超分辨率重构网络中的两大重

构策略. 与解卷积不同, 亚像素卷积利用不同的特

征数目 (Feature maps)控制重构图像的大小, 即放

大倍数与特征数相关. NTIRE2017挑战赛中冠军

SNU CVLab 团队在 EDSR 模型基础上提出了

MDSR (Multi-scale deep super-resolution)模型,
在特征提取网络之后通过亚像素卷积进行图像重

构, 所有尺度的重构模型共享一个特征提取结构,
即通过一次学习能获取任意倍数的重构图像, 改变

图像重构模块对于网络结构的影响不大, 通过卷积

层即可实现, 但是重构结果与单一尺度模型相比存

在差距, 因此, 在不追求训练学习时间的情况下, 研
究者们通常选取单一尺度放大模型. 但是, 亚像素

卷积能够通过改变特征数目来满足重构图像不同放

大倍数的要求, 且具有较好的重构效果, 在此基础

上, MSRN和 RCAN模型均采用了这一策略, 实现

了×2、×3、×4 和×8 倍数的放大, 与 LapSRN 和

DBPN模型只能实现 2的幂次倍数放大相比更具

有灵活性.

3.2    关键问题总结

3.2.1    网络结构设计问题

一个好的超分辨率重构网络结构不仅能够获取

较好的重构效果, 还能通过较少的内存和计算量提

取尽量好的特征表示. 基于深度学习的单幅图片超

分辨率重构方法紧跟深度学习在图像领域的发展,
充分利用了基础网络结构的优势, 但是, 针对图像

超分辨率重构的特定应用, 应当更充分地研究如何

使用合适深度的网络提取有利于重构的特征信息,
例如 RCAN模型引入的通道注意机制, IDN模型

引入的蒸馏单元等, 这些特殊的网络设计使网络结

构能够有效地选取有用的信息, 减少运行成本并且

提高重构效果; 基于 GAN网络的超分辨率重构模

型生成的图像细节不可控, 如何对于生成器进行较

强的约束, 以达到尽可能逼近原始高分辨率图像细

节的目的也是一个不容忽视的问题; 无论是图像预

插值还是解卷积和亚像素卷积, 都存在自身不可避

免的问题, 如计算量大, 棋盘格效应以及重构效果

不均匀等影响, 对于图像的重构阶段采用的技术有

待提升.

3.2.2    网络训练及优化问题

3× 3 5× 5

卷积神经网络能够通过加深或者加宽网络拟合

复杂的映射关系, 达到 “深度”学习的目的. 然而随

着网络加深, 训练的难度也随之变大. SRCNN模型

增加到 4层网络的时候重构效果就开始下降. Res-
Net、DenseNet等网络模型的提出,   、  等

小卷积核的引入, 特征信息的融合以及多种监督策

略使得更深的网络模型能够应用于图像超分辨率,
深度网络训练难的问题逐步得到了缓解. EDSR模

型去掉了批归一化层 (BN), 减少运行内存和计算

时间, 以用于构建更深的网络, 但是对于批归一化

层的取舍缺乏充分的理论指导. 同时, 优化问题也

是提高网络模型效果和效率的重要方面. 权重参数

的初始化问题, PReLU、Leaky ReLU等激活函数

以及减少网络参数和计算量的分组卷积和Mobile-
Net等思想的引入, 使得网络的训练过程得以优化.
数据增强策略如 EDSR模型提出的 Self-ensemble,
通道随机重排[53] 等增强了对数据的利用, 尤其是对

于重构图像的细节部分具有重要作用.
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图 32    各个模型在 Set14测试集×4放大倍数的重构效果、计算量以及参数量之间的关系图

Fig. 32    Trade-off between performance vs. number of operations and parameters on Set14 ×4 dataset
 

12 期 张宁等: 基于深度学习的单幅图片超分辨率重构研究进展 2495



基于深度学习的单幅图片超分辨率重构方法的

网络训练和优化方面近年来取得了一定的发展, 但
是仍然具有很多值得探索改进的地方, 如提高深度

网络的可学习性以及其特征的可选择性, 减少参数

量, 数据增强等方面.

3.2.3    损失函数与评价指标的选取

L2

L1

损失函数可以看作是高分辨率图像与重构图像

之间的约束, 能够指导模型进行优化. 基于深度学

习的单幅图片超分辨率重构模型提出之初均以 

范数作为损失函数, 目的是获取最小均方误差从而

获得较高的 PSNR值. 但是随着 PSNR值越来越

高, 研究者发现图像质量并未取得良好的视觉效果.
针对这一问题, 在损失函数的选取上,   范数、VGG19
损失、纹理损失、对抗损失等损失函数逐渐被采用,
并且取得了一定的效果, 但是目前针对图像超分辨

率重构的损失函数的选取没有完善的理论依据, 仍
然是需要研究的重要问题之一.

MAXf X

MSE µ σ

C

评价指标与损失函数具有一定的联系, 好的评

价指标能够有效地评价重构图像的质量, 从而对模

型进行优化改进. 表 11给出了常用评价指标的计

算方法与优缺点, 其中  为重构图像  的最

大信号值,   为最小均方误差,   为均值,   为

协方差,   为常数. 客观评价指标 PSNR和 SSIM
普遍被专家学者们认可, 但是它们对重构图像的评

价并不全面, 主观评价指标评价结果可靠, 但是需

要消耗巨大的人力财力. ECCV18会议中, 多数研

究者采用了重构的图像进行图像分类, 通过分类的

准确率来间接评价重构图像的质量, 但是这种评价

方法只能针对于具有明确物体的图像, 且需要一定

的先验知识; SRGAN模型提出的 MOS评价指标

是目前通用的主观评价指标, 尽管随着主观评价者

数量的增加, 评价的可信度能逐渐提高, 但是MOS
仍具有一些固有的缺陷, 比如, 每个评估者之间的

主观差异, 以及评价分数的不连续性造成的评价误

差等[54]; 通过神经网络学习人的主观评价, 构建主

观评价系统是一项具有应用前景的研究, 但是对于

图像主观评价系统的研究可以作为图像领域的一大

分支, 不适合在图像超分辨率重构模型中具体研究.
评价指标的选取不仅指导图像超分辨率重构模型的

优化改进, 还能应用于图像生成、图像融合、图像复

原等领域的图像评价, 因此具有重要的研究意义与

研究前景.

3.2.4    图像超分辨率重构的应用

超分辨率重构技术在遥感图像处理、医学诊

断、安防监控等难以由低分辨率图像提取有用信息

的领域都有广泛的应用. 但是当前的超分辨率重构

技术多停留在研究阶段, 针对不同的应用领域, 对
于超分辨率重构技术的要求各不相同.

遥感图像通常具有较低的空间分辨率, 难以获

取高分辨率图像, 且图像降质过程复杂. Luo等[27]

使用高分 2 号卫星图像作为高分辨率图像, 解决遥

感图像高分辨率数据少的问题; Haut等[55] 提出了

一种无监督的生成网络模型直接生成高分辨率遥感

图像; Liu等[56] 采用卷积−解卷积对称结构处理对遥

感图像进行多尺度处理获得重构图像, 并同时能对

遥感图像进行彩色化操作.
人脸识别在安防监控领域具有重要的应用, 但

是实际应用中, 获取的人脸图像由于成像设备和存

储空间限制以及人的运动造成的模糊, 分辨率通常

难以达到精确识别的要求. 人脸图像的超分辨率重

构十分重要. 针对人脸图像的超分辨率重构通常需

要结合先验信息, FSRNet[57] 利用了人脸特征的热

度图对彩色人脸图片进行超分辨率重构; Super-FAN[58]

和 MTUN[59] 均引入了 FAN网络以保证人脸特征

的连续性; 双 GAN[45] 网络需要大量的高低分辨率

人脸图像来拟合降质过程.
在实际应用中, 需要根据不同的应用场景对网

络结构进行相应调整以满足不同的需求. 同时, 在
不同应用领域中, 图像的降质过程存在很大的差异,
如何利用软件技术更好地拟合真实图片降质过程,
从而提高图像超分辨率重构技术在实际应用中的重

构效果, 是图像超分辨率重构技术面临的一大难题.
ECCV2018提出双 GAN模型学习人脸图像降质过

程为这一实际应用问题提供了一定的思想, 但是该

 
表 11    常用图像质量评价指标的计算方法和优缺点总结

Table 11    Summary of evaluation metrics

评价指标 计算方法 优点 缺点

PSNR 10lg
MAXf
MSE 

能够衡量像素间损失, 是图像

最常用的客观评价指标之一.
不能全面评价图像质量, 如PSNR值高

不代表图像的视觉质量高.

SSIM (2µxµx0
+C1)×(2σxx0

+C2)

(µ2
x+µ2

x0
+C1)×(σ2

x+σ2
x0

+C2)
 

能够衡量图片间的统计关系, 是图

像最常用的客观评价指标之一.
不适用于整个图像评价, 只适用于图像

的局部结构相似度评价.

MOS
由多位评价者对于重构结果进行评价, 分数

从 1 到 5 代表由坏到好.
评价结果更符合人的视觉效果且随着评

价者数目增加, 评价结果更加可靠.

耗时耗力, 成本较高, 评价者数量不多的

情况下易受评价者主观影响, 且评分不

连续易造成较大的误差.
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思想在实际应用中有待完善.

4    结论与展望

基于深度学习的图像超分辨率重构技术是当前

单幅图片超分辨率重构的主流技术, 无论是在重构

速度还是重构效果上均优于传统方法. 然而, 基于

深度学习的单幅图片超分辨率重构也存在亟待解决

的问题. 首先, 深度学习的理论普遍具有不可解释

性, 对于网络的设计与调参往往需要有相关领域知

识的人凭借经验来控制, 这大大限制了它的发展空

间. 如何从基础理论上将网络的运行机制、原理解

释清楚, 提出明确的理论指导, 是基于深度学习的

超分辨率重构技术乃至整个深度学习技术面临的问

题. 其次, 深度学习的网络模型通常缺乏一定的灵

活性, 一旦图像的降质过程存在差异, 同一训练模

型得到的重构效果就会受到影响. 如何将当前对于

超分辨率重构技术的研究应到实际问题中, 增强网

络模型的泛化能力, 是基于深度学习的图像超分辨

率重构需要解决的问题之一. 最后, 无论是传统方

法还是基于深度学习的方法, 对于较大的尺度放大

因子 (如×8), 重构的效果都不是特别理想, 如何在

高倍数放大因子的重构中取得良好的重构效果也是

基于深度学习的图像超分辨率重构技术面临的挑战

之一.

总之, 深度学习在单幅图片超分辨率重构领域

已展现了巨大的潜力, 但是仍存在许多没有完善的

解决方案的问题, 需要研究者们充分发挥创造力,

进行更多具有挑战性的研究工作.
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