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摘要　在现有的高分辨率、大尺度目标遥感图像的检测中，传统方法由于提取特征手段单一、速度慢而无法快速并

准确地从光学遥感影像中实现机场目标的识别。受人类视觉系统层次认知的启发，提出了一种适用于中高分辨率

光学遥感影像的机场目标检测网络（ＣＬＲＮｅｔ）。首先构建深度残差块，并将其作为特征提取网络；然后基于生成的

样本核心集，采用连续学习方式从海量遥感数据中 逐 次 迭 代，精 调 机 场 检 测 模 型；经 过 连 续 学 习 得 到 了 鲁 棒 性 强、

遗忘度低的检测模型，该模型可以准确快速地从海量复 杂 背 景 下 的 光 学 遥 感 影 像 中 识 别 出 机 场 目 标，而 且 对 薄 云

遮挡以及卫星拍摄不全的机场有较好的识别效果。选 取 国 产 吉 林 一 号 卫 星 影 像 数 据 集 进 行 测 试，结 果 表 明：所 提

方法的检测精度 ｍＡＰ（ＩｏＵ不小于０．５）可达０．９６１３，每景的检测时间为０．２３ｓ。
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１　引　　言

随着高分专项的实施和商业化卫星遥感服务的

兴起，高分辨率卫星遥感数据日益丰富，应用研究逐

步深入［１］。遥感卫星图像系统和无人机对地观测技

术的成熟与发展使得目前的高分数据图像数量不断

增多，分辨率不断提升，数据的实时性越来越高，从

而对目标的检测精度和效率提出了挑战。在现有的

大数据量高分图像处理方法中，传统方法由于提取

特征的手段单一、速度慢，无法在影像质量低时实现

关键目标的检测与识别。如何从海量的非结构化数

据中，挖掘到有价值的目标信息成为学术界与工业

界面临的难题。对于各种类型的飞行器来说，机场

是非常重要的承载设施，快速并准确地从光学遥感

影像中识别机场在军事上具有重要意义。
目前，通过遥感影像检测机场从机理上来讲有

三种方法：通过基于边缘直线的方法来确定机场跑

道；基于机场纹理结构的显著性特征进行识别；基于

深度学习的目标检测，即通过从海量样本中构建深

度卷积特征进行识别。
基于边缘直线的方法主要是利用飞机跑道明显

的直线特征来反映目标的性质。Ｗａｎｇ等［２］首先利

用 Ｈｏｕｇｈ变化［３］判断机场是否存在，然后采用改进

的基于图的视觉显著性注意力模型提取机场的候选

区域。然而由于机场形状、周围背景环境以及薄云

等的影响，检测直线特征的模式具有一定的局限性，
会将形状与机场跑道类似的高速公路误检为机场。
基于目标的显著性结构进行识别的方法主要通过视

觉显著性机制实现目标的识别［４］。视觉感知层会关

注结构特征明显或连通域较大的区域，并会刺激脑

神经形成对目标的固有印象，这一过程是一种知识

驱动型显著性机制［５］。此类方法一般能够很好地估

计目标的显著性，但往往容易突出边缘特征，而场景

中显著性最高的区域有可能不是机场目标，因此很

难在复杂的中高分辨率遥感影像场景中取得良好的

识别效果。
随着深度学习浪潮的到来，以深度卷积运算为

内核、基于图形处理器（ＧＰＵ）的并行技术在图像识

别领域被广泛应用。余东行等［６］和刘媛等［７］提出了

一种显著性特征与卷积神经网络相融合的遥感影像

机 场 检 测 算 法。Ｃｈｅｎ 等［８］利 用 Ｆａｓｔｅｒ　Ｒ－ＣＮＮ
（ｒｅｇｉｏｎ－ｂａｓｅｄ　ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｔｗｏｒｋ）方 式 实 现 了

机场目标的 识 别。为 了 提 升 检 测 效 率，Ｚｈａｎｇ等［９］

在原有的卷积神经网络中，用一种线段分割的弱语

义规则来替代原有的区域生成网络（ＲＰＮ）；虽然效

率得到了提升，但误检目标也增多，整体检测精度为

８８．８％。Ｃａｉ等［１０］和朱明明等［１１］基于改进区域建议

网络和损失函数的方法，实现了复杂背景下的机场

检测，但由于样本量不足，出现了检测框不完整或一

个机场多个 包 围 框 的 情 况。张 作 省 等［１２］将 直 线 检

测与深 度 卷 积 神 经 网 络 影 像 分 类 相 结 合，先 利 用

Ｃａｎｎｙ算子提取灰度图的边缘信息，通过判断平行

线是否存来实现初步筛选，然后再次利用深度卷积

神经网络进行判别，以得到相应区域的识别概率值。
这种方法虽然可以提高识别效率，但得到的定位准确

率较低，为８７．５％。Ｋｉｒｋｐａｔｒｉｃｋ等［１３］提出了弹性权

重巩固（ＥＷＣ）梯度优化方法，该方法不仅可使神经

网络模型具备多次任务连续学习的能力，还可使模

型在学习增 量 训 练 数 据 的 同 时 不 遗 忘 之 前 模 型 的

信息［１４］。
针对复杂环境下遥感影像中机场目标检测精度

低的问题，本文提出了一种基于联合连续学习的残

差块网络模型ＣＬＲＮｅｔ。为解决少量样本训练梯度

爆炸的问题，本文采用一种基于尺度变换的增量学

习进行数据扩充。同时，对增量后的样本构建核心

集［１５］，使训练后 的 模 型 具 有 低 遗 忘 度，并 利 用 连 续

学习模式对残差块网络进行权重更新。为提升模型

在复杂环境下对机场的识别效果，在特征提取阶段

采用残差块卷积神经网络ＲｅｓＮｅｔ　１０１进 行 特 征 图

提取。此 外，针 对 机 场 特 点 合 理 改 进 ＲＰＮ 锚 点

（ａｎｃｈｏｒ）缩 放 尺 度 的 层 次 性，以 减 少 训 练 计 算 量。
为了验证检测方法有效性，选取国产卫星吉林一号

数据集，对目前流行的检测算法进行纵向对比。实

验结果表明，本文提出的检测网络模型表现出了更

加优越的识别性能。

２　实验方法

图１为本文提出的联合连续学习的残差网络机

场目标检测技术路线图。流程如下所示：

１）基于尺度 变 换 的 预 处 理 方 法 以 适 宜 分 辨 率

的影像作为网络输入。为提升后续模型的泛化能力

和鲁棒性，采用对样本进行旋转、平移、色彩空间变

换、对比度变换以及添加高斯噪声等的方法扩增数

据量。同时，针对持续性数据下目标实时更新慢的

问题，构建训练样本核心集。

２）自然图像 中 的 目 标 与 遥 感 影 像 中 的 目 标 在

基本视觉模块（边、角特征）中有一定的相似性，通过

迁移学习的方法来优化深度卷积网络。利用残差网
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图１ 联合连续学习的残差网络机场检测流程图

Ｆｉｇ．１ Ｆｌｏｗ　ｃｈａｒｔ　ｏｆ　ａｉｒｐｏｒｔ　ｄｅｔｅｃｔｉｏｎ　ｍｅｔｈｏｄ　ｃｏｍｂｉｎｅｄ　ｗｉｔｈ　ｃｏｎｔｉｎｕｏｕｓ　ｌｅａｒｎｉｎｇ　ｏｆ　ｒｅｓｉｄｕａｌ－ｂａｓｅｄ　ｎｅｔｗｏｒｋ

络在ＩｍａｇｅＮｅｔ数据集中的权重参数对遥感目标识

别骨干特征网络进行预训练，初始化区域生成网络

每层的参数，保留卷积层的权重。

３）在训练样本核心集上利用步骤２）中迁移学

习得到的初始化卷积层权重进行首次模型训练，得

到当前最佳的卷积神 经 目 标 检 测 模 型ＣＬＲＮｅｔ　１ｓｔ
ｓｔａｇｅ，该模型可在参数空间达到局部最优。网络训

练优化函数使 用ＥＷＣ梯 度 优 化 函 数，根 据 网 络 参

数的重要程度对其施加不同程度的 约 束，最终得到

的参数配置会同时在首次模型ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ和

最终模型ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ中表现出良好的性能。

４）当影像数据更新后，只需要在小规模相关数

据集中采用连续学习 网 络 对 首 次 模 型ＣＬＲＮｅｔ　１ｓｔ
ｓｔａｇｅ进行微调训练，就可以得到最终的目标识别模

型ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ。在 少 量 样 本 更 新 下 提 升 训

练速度，可以缓解海量遥感影像样本数据因持续更

新而导致模型更新滞后的问题。

２．１　基于尺度变换的数据增量预处理

为更快速地从卫星遥感影像中得到目标位置，
本文构建了“数据－尺度化－像素－目标”层次认知检测

模型。将具有合适分辨率的影像作为网络输入，这

样在训练过程中就不会因为影像输入尺寸过大而使

得卷积层过多，从而导致模型参数难以收敛。

ｍａｘ｛Ｉｗ，Ｉｈ｝·ｒ１·ρ≈Ｎｉｎｐｕｔ， （１）

ｒｏｂｊ＝
ｌｏｂｊ
Ｉｏｂｊ
， （２）

Ｉｏｂｊ∈ ［７，Ｎｉｎｐｕｔ）， （３）

式中：Ｉｗ与Ｉｈ为卫星推扫多光谱影像单景像元的行

数和列数；ｒ１为 原 始 影 像 的 分 辨 率；ρ为 降 尺 度 系

数；Ｎｉｎｐｕｔ为 最 佳 输 入 影 像 的 大 小；ｌｏｂｊ为 机 场 长 度；

Ｉｏｂｊ为尺度变化 后 机 场 目 标 的 像 元 大 小；ｒｏｂｊ为 尺 度

变化后机 场 目 标 的 分 辨 率。由 航 空 民 航 标 准 ＭＨ
５００１—２０１３《民用机场飞行区技术标准》可 知，机 场

跑道长度一般大于３ｋｍ，故可认为机场长度ｌｏｂｊ∈
［３ｋｍ，１０ｋｍ］。由于检测网络框架卷 积 核 大 小 的

限制，目标 区 域 的 大 小 应 该 大 于Ｉｏｂｊ像 元（７×７）。

由（２）、（３）式可知ｒｏｂｊ与ρ的关系为ｒｏｂｊ＝
１
ρ
，尺度变

化后机场目 标 的 分 辨 率ｒｏｂｊ为 一 个 范 围 值，为１４～
２３ｍ／ｐｉｘｅｌ。

对尺度变化后的样本数据进行增量处理，包括

影像旋转、翻折、平移、色彩对比度变化以及随机添

加高斯噪声，目的是提升后续网络模型的泛化能力

和鲁棒性。

２．２　连续学习核心集构建

在大规模遥感数据的背景下，目标检测模型实
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时更新的代价较大。一方面，影像数据持续增加造

成重新训练时间代价上升；另一方面，样本数据量更

新导致模型 无 法 在 给 定 的 时 间 内 学 习 到 代 表 性 特

征，从而导致检测精度下降。针对持续性数据下目

标实时更新慢的问题，本文选用增量后的样本数据

构建训练核心集，并对样本进行非均匀采样来保证

样本尺度特征的差异性大，同时减小简单机场目标

样本在训练中的比例。
训练核心集是从整个增量后的影像数据集中非

均匀采样形成的一个子集，用所选子集训练得到的

网络模型与用整个数据集得到的模型的性能一致。
平衡数据集中复杂样本与简单样本的比例，可以保证

特征的多样性，同时可以减少训练时间和存储空间。
为使所选的样本影像具有代表性，本文采用了

一种基于ｋ－Ｍｅａｎｓ非 均 匀 特 征 采 样 的 方 法。对 于

影像背景复杂的样本，该方法可使其被采样的概率

增大，从而可以解决复杂样本与简单样本不平衡的

问题。计算方法如下：基于冻结全连接层的ＲｅｓＮｅｔ
预训练网络对增量后的样本数据进行特征提取，通

过ｋ－Ｍｅａｎｓ在特征空间进行ｋ个中心聚类，本文选取

的两个聚类中心分别为复杂背景样本Ｃｃｏｍｐｌｅｘ与简单

背景样本Ｃｓｉｍｐｌｅ的特征中心。设增量后影像集合Ｒａｕｇ
包含ｎ景影像，选取ｍ 景影像作为该数据的训练核

心集。集合Ｔｔｒａｉｎ表示从集合Ｒａｕｇ中抽取到的影像组

成的集合。计算步骤如下：

１）首先在 两 个 特 征 中 心｛Ｃｃｏｍｐｌｅｘ，Ｃｓｉｍｐｌｅ｝附 近

的样本中随机选取两个点ｑ（１）ｓ 、ｑ（１）ｃ 作为特征中心，

并将这两个点放入集合Ｔｔｒａｉｎ中，将ｑ（１）ｓ 、ｑ（１）ｃ 从Ｒａｕｇ

中移除。

２）分 别 查 找 特 征 中 心ｑ（１）ｓ 、ｑ（１）ｃ 的 Ｋ 个 邻 近

点，Ｋ≥４。

３）若点ｑ（ｉ）满足特征空间μ
２≤ｄ

２（ｏ，ｑ（ｉ））≤μ，

则将点ｑ（ｉ）放 入 集 合Ｔｔｒａｉｎ中，并 从Ｒａｕｇ中 移 除 点

ｑ（ｉ）。其中，ｏ为 特 征 中 心，μ 为 平 均 特 征 距 离，ｑ（ｉ）

为２）中的邻近点。由于复杂样本特征的差异较大，
故而对Ｃｃｏｍｐｌｅｘ中心采样可以得到更多的样本点。

４）更 新 特 征 中 心ｏ，特 征 逐 渐 变 化 的 点（即 满

足条件的邻 近 点）被 选 为 新 中 心 点，用 它 代 替 初 始

ｑ（１）ｓ 、ｑ（１）ｃ 再次进行Ｋ 邻近选取新点，并判断该点是

否满足３）；

５）按步骤４）进行迭代，直到从集合Ｒａｕｇ中采样

到ｍ 景影像为止，最终得到由集合Ｔｔｒａｉｎ构造的核心

集，Ｔｔｒａｉｎ＝｛ｑ（１）ｓ ，ｑ（１）ｃ ，…，ｑ（ｘ）ｓ ，ｑ（ｙ）ｃ ｜ｘ＋ｙ≤ｍ｝。

　　遥感影像数据是持续拍摄积累的，通常不能一

次性构建核心集。下面通过二叉树方法构造机场目

标核心集。如图２所示，ｄ１～ｄ１６为持续时间序列的

数据集影像。先基于数据集ｄ１～ｄ４，利用ｋ－Ｍｅａｎｓ
非均匀特征采样方法构造 核 心 集Ｃ１；类 似 地，再 基

于数据集ｄ５～ｄ８构 造 核 心 集Ｃ２；然 后 合 并 核 心 集

Ｃ１与Ｃ２得到核心集Ｃ３。同时，Ｃ３亦为数据集ｄ１～
ｄ８的核心集。

采用图２所示的 二 叉 树 方 式 构 造 核 心 集Ｃ１～
Ｃ７，Ｃ７为最终数据 集ｄ１～ｄ１６的 核 心 集。基于二叉

树方式构造核心集可以解决因前期数据不足而使训

练停滞的问题；同时，数据汇聚后也便于模型的更迭。

图２ 基于二叉树方法构造机场目标核心集

Ｆｉｇ．２ Ｃｏｎｓｔｒｕｃｔｉｎｇ　ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ　ｃｏｒｅ　ｓｅｔ　ｂｙ　ｂｉｎａｒｙ　ｔｒｅｅ　ｍｅｔｈｏｄ

２．３　网络结构

结合残差块网 络 的 机 场 目 标 检 测 网 络 结 构 如

图３所示。首先 以 深 度 残 差 块 网 络 ＲｅｓＮｅｔ１０１作

为骨干网 络 对 图 像 进 行 特 征 提 取，接 下 来 用 ＲＰＮ
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在上一步 输 出 的 特 征 中 预 测 疑 似 机 场 区 域，最 后

联合检测网 络 的 感 兴 趣 区（ＲＯＩ）池 化 与 非 极 大 值

抑制（ＮＭＳ）对 机 场 目 标 进 行 分 类 和 边 界 位 置

回归。

图３ 结合残差块网络的机场目标检测网络结构

Ｆｉｇ．３ Ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ　ｄｅｔｅｃｔｉｏｎ　ｎｅｔｗｏｒｋ　ｓｔｒｕｃｔｕｒｅ　ｃｏｍｂｉｎｅｄ　ｗｉｔｈ　ｒｅｓｉｄｕａｌ　ｂｌｏｃｋ　ｎｅｔｗｏｒｋ

　　区域生成网络是一个联合残差块的全卷积神经

网络，其输入为残差块特征提取网络得到的特征图，
输出为一系列的矩形目标候选区。后续检测网络与

区域生成网络共享卷积特征图，可以大幅减小计算

量，并使建议框的初次识别准确率更高。
改进的ＲＰＮ如图４所示，ＲＰＮ在ＲｅｓＮｅｔ　１０１

残差块网络输出特征图上进行滑窗移动卷积。滑窗

卷积核为３×３大小的视窗，每个视窗可以同时预测

ｎ个目标候选区，这ｎ个候选区都与这个视窗存在

关联。每个视窗点（ａｎｃｈｏｒ）都有着对应的尺度和比

例。卷积特征 图 中 的 每 一 个 点 都 是 一 个ａｎｃｈｏｒ中

心，对于１４×１４大小的卷积特征图，存在１９６个锚

点。每个视窗被映射为一个２５６维的特征向量，并

通过反向 传 播 网 络 回 归 目 标 的 分 类 与 边 界 位 置。
目标分类回归网络 输 出 的 每 个 锚 点 前 景 与 背 景 的

概率，边 界 回 归 网 络 输 出 其 平 面 方 向 的 偏 移 值。
为了加速预测过程以及应对遥感图像中的多尺度机

场目标，本 文 考 虑 了 两 种 尺 寸（１２８×１２８与５１２×
５１２）和三种长宽比（１∶１、１∶２、２∶１），以减少建议框的

数量。

图４ 针对机场目标改进ＲＰＮ的ａｎｃｈｏｒ缩放尺度

Ｆｉｇ．４ Ｉｍｐｒｏｖｅ　ｔｈｅ　ｓｃａｌｅ　ｏｆ　ａｎｃｈｏｒ　ｉｎ　ＲＰＮ　ｆｏｒ　ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ

　　区域生成网络的训练过程是端到端的，使用的

优化方法是反向传播和ＥＷＣ梯度优化函数。损失

函数是分类误差和回归误差的联合损失，即

Ｌ（｛ｐｉ｝＋｛ｔｉ｝）＝
１
Ｎｃｌｓ
·∑

ｉ
Ｌｃｌｓ（ｐｉ，ｐ＊

ｉ ）＋

λ
Ｎｒｅｇ

·∑
ｉ
ｐ＊ｉ·Ｌｒｅｇ（ｔｉ，ｔ＊ｉ ）， （４）

式中：ｉ表示第ｉ个锚点；ｐｉ表示第ｉ个锚点中目标

的预测概率；ｐ＊
ｉ 表 示 第ｉ个 锚 点 为 真 值 的 标 记，若

锚点的真实标 签 为 正 样 本，则ｐ＊
ｉ ＝１，反 之 为０；ｔｉ

表示第ｉ个 锚 点 映 射 候 选 边 框 的 位 置；ｔ＊ｉ 表 示 第ｉ
个锚点真实目 标 边 框 的 位 置；λ表 示 边 框 定 位 损 失

权重；Ｎｃｌｓ为 训 练 时 批 量 样 本 的 数 量；Ｌｃｌｓ为 分 类 损

失函数；Ｎｒｅｇ为批量样本锚点的数量；Ｌ（·）为分类误

差和回归 误 差 的 联 合 损 失；Ｌｒｅｇ（·）为 边 框 回 归 损
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失。在训练时，正样本为与任意边框、真实边框的交

并比（ＩｏＵ）大于０．６５的候选框，负样本为与所有真

实边界的ＩｏＵ小于０．３５的候选框。
区域生成网络会生成目标建议框，如图４所示。

采用非极大值抑制滤掉重叠率ＩｏＵ大于０．６５的框

后，连接目标检测网络，利用感兴趣区域池化层从完

整的特征图上直接得到各建议框对应的特征矢量，
经过３×３的卷积层与全连接层后输出维度为［Ｂ×
１２８，２０４８］的特征向量（Ｂ 表示ｂａｔｃｈ　ｓｉｚｅ），该 特 征

向量参与目标类别和边界框的预测。
分类层输出的是每个感兴趣区域在ｋｃｌａｓｓ＋１个

类别上的概 率 分 布ｐ＝（ｐ０，…，ｐｋｃｌａｓｓ）。边 界 回 归

层输出的是边界框回归的参数，ｔ　ｋｃｌａｓｓ＝（ｔ　ｋｃｌａｓｓｘ ，ｔ　ｋｃｌａｓｓｙ ，

ｔ　ｋｃｌａｓｓｗ ，ｔ　ｋｃｌａｓｓｈ ），其中ｋｃｌａｓｓ表示目标类别（本文取ｋｃｌａｓｓ＝
２，一类是机场目标，另一类为纹理结构相似的负样

本）。这两个输出层通过联合损失函数进行训练，该
函数的表达式为

Ｌ（ｐ，ｕ，ｔ　ｕ，ｖ）＝Ｌｃｌｓ（ｐ，ｕ）＋λ［ｕ≥１］·Ｌｌｏｃ（ｔ　ｕ，ｇ），
（５）

式中：Ｌｃｌｓ（ｐ，ｕ）＝－ｌｎ（ｐｕ）是真实类别ｕ的对数损

失；Ｌｌｏｃ（·）为 目 标 边 框 损 失；ｔ　ｕ 为 类 别ｕ 的 预 测 边

框；ｇ为类别ｕ的真实边框。设类别ｕ的真实边框

ｇ＝（ｇｘ，ｇｙ，ｇｗ，ｇｈ），类 别ｕ 的 预 测 边 框ｔ　ｕ ＝
（ｔ　ｕｘ，ｔ　ｕｙ，ｔ　ｕｗ，ｔ　ｕｈ），其中各参数的计算公式为

ｔｘ＝
Ｂｘ －Ｙｘ
Ｙｗ

， （６）

ｔｙ＝
Ｂｙ－Ｙｙ
Ｙｈ

， （７）

ｔｗ ＝ｌｎ
Ｂｗ

Ｙｗ
（ ）， （８）

ｔｈ＝ｌｎ
Ｂｈ
Ｙｈ（ ）， （９）

式中：Ｂｘ和Ｂｙ表示真实目标的中心坐标；Ｂｗ、Ｂｈ分

别表示边框的宽和高；Ｙｘ和Ｙｙ表示候选区域预测的

中心坐标；Ｙｗ、Ｙｈ分 别 表 示 候 选 区 域 的 宽 和 高。定

义边框回归层损失函数表达式为

Ｌｌｏｃ（ｔ　ｕ，ｇ）＝ ∑
ｉ∈｛ｘ，ｙ，ｗ，ｈ｝

ＳＬｉ（ｔ　ｕｉ －ｇｉ）， （１０）

其中，

ＳＬｉ（ｘ）＝
ｘ －０．５， ｘ ≥１
０．５ｘ２， ｏｔｈｅｒｗｉｓｅ｛ 。 （１１）

　　图５为采用连续学习训练好的检测网络对目标

影像进行特 征 图 提 取 过 程 的 可 视 化 描 述。图５（ａ）
为一幅包含机场目标的真彩色影像；图５（ｂ）为采用

残差网络中的６４个卷积核进行卷积得到的特征图；

图５（ｃ）为采用残差网络中的１０２４个卷积核得到特

征图；图５（ｄ）为最终分类回归与边框回归得到的特

征热力图，可以看出检测网络对线性跑道特征及其

附属机场绿地有较高的敏感性。

２．４　训练策略

共享卷积层的 权 重 用ＲｅｓＮｅｔ　１０１预 训 练 网 络

进行 初 始 化，其 余 层 的 权 重 用 均 值 为０、标 准 差 为

０．０１的高斯分布函数进行随机初始化。网络梯度优

化函数为ＥＷＣ，其基本学习率为０．００７，动量为０．９，
权重衰减系数为０．５，分别在第１００、第２００个ｅｐｏｃｈ
处衰减。模型保护权重η为１．５，Ｆｉｓｈｅｒ信息矩阵采

样数量为２０４８。为 了 实 现 区 域 生 成 网 络 和 目 标 检

测网络共享卷积层，采用交替优化策略训练整个网

络，具体步骤如下：

１）利用预训练模型ＲｅｓＮｅｔ　１０１初始化骨干特

征提取网络，并独立训练一个区域生成网络。

２）进行批处理训练，每一批均是从Ｂ 张图片中

获取锚点框（Ｂ 为２），且 要 求 正 样 本 和 负 样 本 的 数

量相同，Ｂ×１２８个正、负样本。

３）将步骤２）中区域生成网络生成的候选框进

行非极大值抑制过滤后的目标框作为输入，对目标

检测网络进行初始化，区域生成网络与目标检测网

络的参数完全不共享。

４）使用步骤３）中的目标检测网络初始化一个

新的区域生成网络，将区域生成网络、目标检测共享

卷积层 的ｌｅａｒｎｉｎｇ　ｒａｔｅ设 为０，仅 更 新 区 域 生 成 网

络回归层；重新训练后，两个网络公共卷积层的参数

完全共享。

５）固定共享卷积层，加入目标检测感兴趣池化

与全连接层，形成统一的网络并继续训练，完成目标

检测网络类别与边界回归层的精调；最终得到首次

机场检测网络模型ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ。

６）当更少的数据更新时，只需要利用小规模相

关数据集 对 模 型ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ进 行 连 续 学 习

网络微 调 训 练，就 可 以 得 到 最 终 的 目 标 识 别 模 型

ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ。在少 量 样 本 下，训 练 速 度 更 新

得非常快，这有助于缓解海量遥感影像样本数据持

续更新而模型更新滞后的问题。此框架网络支持新

任务优化训练以及其他典型目标的检测。
如图６所示，在训练时设置Ｂ 为２，训练３５０个

ｅｐｏｃｈ。监控训练过程中验证集的评价指标如下：召
回率（ｒ）、精度（ｐ）、Ｆ１指数、预测框中心点（ｘ，ｙ）的

损失值、预测框尺寸（ｗ，ｈ）的损失值、预测目标类别
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图５ 残差网络对影像中关注目标的特征图可视化。（ａ）原始真彩色影像；（ｂ）６４个卷积核得到的特征图；

（ｃ）１０２４个卷积核得到的特征图；（ｄ）分类回归与边框回归得到的特征热力图

Ｆｉｇ．５Ｖｉｓｕａｌｉｚａｔｉｏｎ　ｏｆ　ｔｈｅ　ｆｅａｔｕｒｅ　ｍａｐ　ｏｆ　ｔｈｅ　ｔａｒｇｅｔ　ｉｎ　ｔｈｅ　ｉｍａｇｅ　ｂｙ　ｔｈｅ　ｒｅｓｉｄｕａｌ　ｎｅｔｗｏｒｋ．（ａ）Ｏｒｉｇｉｎａｌ　ｔｒｕｅ　ｃｏｌｏｒ　ｉｍａｇｅ；（ｂ）

ｆｅａｔｕｒｅ　ｍａｐ　ｆｒｏｍ　６４ｃｏｎｖｏｌｕｔｉｏｎ　ｋｅｒｎｅｌｓ；（ｃ）ｆｅａｔｕｒｅ　ｍａｐ　ｆｒｏｍ　１０２４ｃｏｎｖｏｌｕｔｉｏｎ　ｋｅｒｎｅｌｓ；（ｄ）ｆｅａｔｕｒｅ　ｈｅａｔ

　　　　　　　　　　ｍａｐ　ｏｂｔａｉｎｅｄ　ｆｒｏｍ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｒｅｇｒｅｓｓｉｏｎ　ａｎｄ　ｂｏｒｄｅｒ　ｒｅｇｒｅｓｓｉｏｎ

图６ 验证集损失函数的下降曲线与精度测试。（ａ）损失值下降曲线；（ｂ）精度测试曲线

Ｆｉｇ．６ Ｖｅｒｉｆｉｃａｔｉｏｎ　ｓｅｔ　ｌｏｓｓ　ｆｕｎｃｔｉｏｎ　ｄｅｃｌｉｎｅ　ｃｕｒｖｅ　ａｎｄ　ａｃｃｕｒａｃｙ　ｔｅｓｔ．（ａ）Ｌｏｓｓ　ｖａｌｕｅ　ｄｅｃｌｉｎｅ　ｃｕｒｖｅ；

（ｂ）ａｃｃｕｒａｃｙ　ｔｅｓｔ　ｃｕｒｖｅ

ｃｌａｓｓ的 损 失 值 以 及 总 体 损 失 值。图６（ａ）是 验 证

集 各 部 分 损 失 随 着 训 练 过 程 的 变 化 曲 线，图６（ｂ）
是 验 证 集 的 召 回 率、精 度 和Ｆ１指 数 随 着 训 练 过

程 的 变 化 曲 线。可 以 看 出，验 证 集 在 第２５０个

ｅｐｏｃｈ训 练 后 测 试 精 度 曲 线 处 于 平 稳，损 失 值 处

于 局 部 波 动 状 态，此 时 基 本 可 以 使 模 型 参 数 达 到

全 局 最 优。

３　实验与结果分析

３．１　遥感数据集

数据集增量后共有３０６８幅遥感图像，将其中的

２１４７幅作为训练图像，４６０幅作为验证图像，４６１幅

作为测试图像。训练、验证与测试数据的比例大致

为７０％∶１５％∶１５％。数 据 来 源 主 要 为 吉 林 一 号 卫

星星 座 的 多 光 谱 影 像，主 要 使 用Ｊｉｌｉｎ－１０１Ａ、Ｊｉｌｉｎ－
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１ＳＰ以 及Ｊｉｌｉｎ－ＧＦ０３卫 星 的 影 像，空 间 分 辨 率 为

２．８８～４．２４ｍ。详 细 的 数 据 参 数 介 绍 如 表１所 示。
训练与 测 试 环 境 为 Ｕｂｕｎｔｕ－１６．０４系 统，３．５０ＧＨｚ

Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ７－５９３０ＫＣＰＵ，内 存 为６４ＧＢ，
使用ＧＴＸ　Ｔｉｔａｎ　Ｘ　ＧＰＵ＠１２ＧＢ进行加速运算。

表１ 吉林一号卫星星座的机场目标遥感数据集

Ｔａｂｌｅ　１ Ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ　ｒｅｍｏｔｅ　ｓｅｎｓｉｎｇ　ｄａｔａｓｅｔ　ｏｆ　Ｊｉｌｉｎ－１

Ｙｅａｒ
Ｏｒｉｇｉｎａｌ　ｐａｎｃｈｒｏｍａｔｉｃ

ｒｅｓｏｌｕｔｉｏｎ／ｍ

Ｏｒｉｇｉｎａｌ　ｍｕｌｔｉｓｐｅｃｔｒａｌ

ｒｅｓｏｌｕｔｉｏｎ／ｍ

Ｎｅｔｗｏｒｋ　ｉｎｐｕｔ

ｒｅｓｏｌｕｔｉｏｎ／ｍ

Ｄｅｔｅｃｔｅｄ

ｎｕｍｂｅｒ／ｓｃｅｎｅ

Ｔｏｔａｌ

ｉｍａｇｅｓ／ｓｃｅｎｅ

２０１６　 ０．７２　 ２．８８　 １４．４　 ２３８７　 ６３６４５

２０１７　 ０．７２　 ２．８８　 １４．４　 １２０６　 ４７８６３

２０１８　 ０．７２－－０．９２　 ２．８８－－３．６８　 １４．４－－１８．４　 ４４０１　 １７２３１１

２０１９　 ０．７２－－１．０６　 ２．８８－－４．２４　 １４．４－－２２．０　 ４２００　 １９１３１１

３．２　网络结构与参数设置

整个网络如表２所示，在残差网络特征提取阶

段使用连续卷积核尺寸为３×３和１×１的卷积层与

一些ｓｈｏｔｃｕｔ连接。网络相比ＲｅｓＮｅｔ　５０层次更加

丰富，相比ＤｅｎｓｅＮｅｔ与ＲｅｓＮｅｔ－１５２具 有 更 高 的 提

取效率。在 表１中，Ｋ 为 普 通 卷 积 核 尺 寸，Ｋｒｂ１与

Ｋｒｂ２为Ｒｅｓｉｄｕａｌ　ｂｌｏｃｋ中的卷积核尺寸，ｓ为卷积步

长，ｐ为卷积操作前的影像填充大小。
在 ＲＰＮ 候 选 框 提 取 阶 段，进 行 如 下 设 置：

ａｎｃｈｏｒ　ｓｃａｌｅｓ取值为９和３６；ａｎｃｈｏｒ　ｒａｔｉｏｓ取 值 为

０．５、１、２；设置三种长宽比（即１∶１、１∶２和２∶１）；最大

候选框个数为３５０；ｎｍｓ阈值为０．６５；边框定位损失

权重（ｌｏｃａｌｉｚａｔｉｏｎ　ｌｏｓｓ　ｗｅｉｇｈｔ）为１．５；正负样本损失

权重（ｏｂｊｅｃｔｎｅｓｓ　ｌｏｓｓ　ｗｅｉｇｈｔ）为１．０。
在检测网络回归阶段，进行如下设置：正负样本

比例（ｓｔａｇｅ　ｂａｌａｎｃｅ　ｆｒａｃｔｉｏｎ）为１∶２；为了在面对未

知数据时也能 保 持 训 练 时 的 正 确 率，加 入Ｌ２正 则

化，初 始 权 值 设 置 为０．０００１；边 框 定 位 损 失 权 重

（ｌｏｃａｌｉｚａｔｉｏｎ　ｌｏｓｓ　ｗｅｉｇｈｔ）为２．０；类别样本损失权重

（ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｌｏｓｓ　ｗｅｉｇｈｔ）为１．０。
表２ 结合残差块网络的机场目标检测网络结构表

Ｔａｂｌｅ　２ Ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ　ｄｅｔｅｃｔｉｏｎ　ｎｅｔｗｏｒｋ　ｓｔｒｕｃｔｕｒｅ　ｃｏｍｂｉｎｅｄ　ｗｉｔｈ　ｒｅｓｉｄｕａｌ　ｂｌｏｃｋ　ｎｅｔｗｏｒｋ

Ｍｏｄｕｌｅ　 Ｋｅｒｎｅｌｓ′ｎｕｍｂｅｒ　 Ｃｏｎｖｏｌｕｔｉｏｎ　ｐａｒａｍｅｔｅｒ　 Ｉｎｐｕｔ　 Ｏｕｔｐｕｔ

Ｃｏｎｖ　１　 ６４　 Ｋ：７×７，ｓ：２，ｐ：３　 ８９６×８９６×３　 ４４８×４４８×６４

ＭａｘＰｏｏｌｉｎｇ　１　 ６４　 Ｋ：３×３，ｓ：２，ｐ：１　 ４４８×４４８×６４　 ２２４×２２４×６４

Ｃｏｎｖ　２　 ６４　 Ｋ：１×１，ｓ：１　 ２２４×２２４×６４　 ２２４×２２４×６４

Ｃｏｎｖ　３　 １９２　 Ｋ：３×３，ｓ：２，ｐ：１　 ２２４×２２４×６４　 １１２×１１２×１９２

ＭａｘＰｏｏｌｉｎｇ　２　 １９２　 Ｋ：３×３，ｓ：２，ｐ：１　 １１２×１１２×１９２　 ５６×５６×１９２

Ｃｏｎｖ　４　 １９２　 Ｋ：３×３，ｓ：１，ｐ：１　 ５６×５６×１９２　 ５６×５６×１９２

ＭａｘＰｏｏｌｉｎｇ　３　 １９２　 Ｋ：３×３，ｓ：２，ｐ：１　 ５６×５６×１９２　 ２８×２８×１９２

Ｒｅｓｉｄｕａｌ　ｂｌｏｃｋ　１　 ２５６　 Ｋｒｂ１：３×３，Ｋｒｂ２：１×１　 ２８×２８×１９２　 ２８×２８×２５６

Ｒｅｓｉｄｕａｌ　ｂｌｏｃｋ　２　 ３２０　 Ｋｒｂ１：３×３，Ｋｒｂ２：１×１　 ２８×２８×２５６　 ２８×２８×３２０

Ｒｅｓｉｄｕａｌ　ｂｌｏｃｋ　３（×３） ５７６　 Ｋｒｂ１：３×３，Ｋｒｂ２：１×１　 ２８×２８×３２０　 １４×１４×５１２

ＲＰＮ　Ｃｏｎｖ　 ２５６　 Ｋ：３×３，ｓ：１，ｐ：１　 １４×１４×５１２　 １４×１４×２５６

ＲＯＩ　Ｐｏｏｌｉｎｇ － － １４×１４×２５６　 ４０９６×１

Ｆｕｌｌｙ　ｃｏｎｎｅｃｔｅｄ　ｌａｙｅｒ － － ４０９６×１　 ２０４８×１

３．３　测试结果与分析

３．３．１　可视化定性分析

下面基于吉林一号卫星星座机场数据测试集可

视化展示ＣＬＲＮｅｔ网络对不同类型、背景环境下机

场目标的检测进行分析。
图７所 示 为 基 于ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ网 络 对 不

同背景环境下（丘陵、荒漠、海岛、港口）遥感影像中

机场目标的测试结果。可以看出，检测边框可以很

好地包围机场边界。在初始任务１ｓｔ　ｓｔａｇｅ中，由于

首次任务网络对多样化背景很难学习到最优参数，
故而造成了背景纹理与机场相似的目标的误检，如

图８所示。
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图７ 不同背景环境下遥感影像中机场目标的识别结果。（ａ）丘陵区域环境下的测试结果；（ｂ）荒漠环境下的测试结果；

（ｃ）海岛环境下的测试结果；（ｄ）港口环境下的测试结果

Ｆｉｇ．７Ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔｓ　ｉｎ　ｒｅｍｏｔｅ　ｓｅｎｓｉｎｇ　ｉｍａｇｅｓ　ｕｎｄｅｒ　ｄｉｆｆｅｒｅｎｔ　ｂａｃｋｇｒｏｕｎｄ　ｅｎｖｉｒｏｎｍｅｎｔｓ．（ａ）Ｔｅｓｔ　ｒｅｓｕｌｔ　ｉｎ

ｈｉｌｌｙ　ａｒｅａ　ｅｎｖｉｒｏｎｍｅｎｔ；（ｂ）ｔｅｓｔ　ｒｅｓｕｌｔ　ｉｎ　ｄｅｓｅｒｔ　ｅｎｖｉｒｏｎｍｅｎｔ；（ｃ）ｔｅｓｔ　ｒｅｓｕｌｔ　ｉｎ　ａｎ　ｉｓｌａｎｄ　ｅｎｖｉｒｏｎｍｅｎｔ；（ｄ）ｔｅｓｔ

　　　　　　　　　　　　　　　　　ｒｅｓｕｌｔ　ｉｎ　ｐｏｒｔ　ｅｎｖｉｒｏｎｍｅｎｔ

图８ 背景纹理与机场目标相似造成的误分情况。（ａ）桥类设施；（ｂ）工业园区；（ｃ）公路；（ｄ）结构化实验田

Ｆｉｇ．８ Ｍｉｓｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｃａｕｓｅｄ　ｂｙ　ｂａｃｋｇｒｏｕｎｄ　ｔｅｘｔｕｒｅ　ｓｉｍｉｌａｒ　ｔｏ　ａｉｒｐｏｒｔ　ｏｂｊｅｃｔｓ．（ａ）Ｂｒｉｄｇｅ　ｆａｃｉｌｉｔｉｅｓ；

（ｂ）ｉｎｄｕｓｔｒｉａｌ　ｐａｒｋ；（ｃ）ｈｉｇｈｗａｙ；（ｄ）ｓｔｒｕｃｔｕｒｅｄ　ｅｘｐｅｒｉｍｅｎｔａｌ　ｆｉｅｌｄ
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　　图８展示了机场目标的误检情况，其中的一个

误检原因是桥类设 施 等 目 标 与 真 实 目 标 纹 理 结 构

比较相似，导致 区 别 性 特 征 表 达 不 明 显。图８（ｃ）
中的一段 公 路 与 机 场 跑 道 比 较 相 似，造 成 分 类 器

识别目 标 产 生 混 淆，将 公 路 误 检 测 成 机 场。另 一

个误检原因是目 标 与 背 景 比 较 相 似，目 标 的 边、角

特征使得 其 显 著 性 增 强。如 图８（ｄ）所 示，在 一 片

荒漠中，将结构化 的 实 验 田 错 检 成 机 场，造 成 虚 警

率上升。

　　如图９所示，通过连续学习ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ
后，目标识别在干扰环境条件下表现优异。图９（ａ）
为海岸线附近一个机场的识别结果，由于云雾影响，
整幅影 像 的 厚 云 量 约 为１５％，薄 云 量 约 为４０％左

右，机场西南角被遮挡。由于拍摄轨道问题，机场恰

好被“切分”，如图９（ｂ）所示。图９（ｃ）为在同幅影像

中存在面积差异较大的两个机场情况下目标的识别

情况。图９（ｄ）是 在 比 一 般 民 用 机 场 更 小 的 小 型 机

场干扰下目标的识别结果。

图９ 干扰条件下机场目标的识别结果。（ａ）云雾干扰；（ｂ）推扫残缺；（ｃ）同幅影像下目标尺度差异较大；（ｄ）小型机场

Ｆｉｇ．９ Ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔｓ　ｕｎｄｅｒ　ｉｎｔｅｒｆｅｒｅｎｃｅ　ｃｏｎｄｉｔｉｏｎｓ．（ａ）Ｃｌｏｕｄ　ｉｎｔｅｒｆｅｒｅｎｃｅ；（ｂ）ｓｗｅｅｐｉｎｇ　ｉｎｃｏｍｐｌｅｔｅ；

（ｃ）ｌａｒｇｅ　ｄｉｆｆｅｒｅｎｃｅ　ｉｎ　ｏｂｊｅｃｔ　ｓｃａｌｅ　ｉｎ　ｔｈｅ　ｓａｍｅ　ｉｍａｇｅ；（ｄ）ｓｍａｌｌ　ａｉｒｐｏｒｔ

　　图１０展示了连续学习模式下机场识别结果的

对比，图１０（ａ）、（ｃ）为ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ的识别 结

果。从图１０（ａ）中可以看出，在首次模型学习中，将

疑似 机 场 的 工 业 厂 房 误 检 出 来。经 过 连 续 学 习

ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ后，该部分被检测为负样本。由

图１０（ｃ）可以看出，在积雪环境覆盖下，前景因与背

景目标相似度低而被误检测。同样，经过连续学习

ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ后，此类问题得以解决。

３．３．２　定量评价

采用精度ｐ、召回率ｒ、ｍＡＰ５０和ＩｏＵ来评价检

测准确率，在预测得到的目标与真实框的ＩｏＵ大于

０．５并 且 置 信 度 大 于０．８的 基 础 上 进 行 定 量 评 价。
本文使用的ＩｏＵ阈值为０．５，置信度阈值为０．８。ｐ
的计算公式为

ｐ＝
ＴＰ

ＴＰ＋ＦＰ
＝
ＴＰ

Ｎ
， （１２）

式中：ＴＰ表 示 真 正 例；ＦＰ表 示 假 正 例；Ｎ 表 示 检 测

出来的目标数目。精度反映检测结果中检测正确的

比例。召回率的计算公式为

ｒ＝
ＴＰ

ＴＰ＋ＦＮ
＝
ＴＰ

Ｐ
， （１３）

式中：ＦＮ表示假负例；Ｐ 表 示 图 像 实 际 包 含 的 目 标

总数。召回率反映检测算法能够检测出的目标的比

例。ＩｏＵ的计算公式为

ＩｏＵ＝
Ａｒｅａ（Ｂｏｘｙ ∩Ｂｏｘｇｔ）
Ａｒｅａ（Ｂｏｘｙ ∪Ｂｏｘｇｔ）

， （１４）

式中：Ａｒｅａ（Ｂｏｘｙ∩Ｂｏｘｇｔ）指的是检测出的目标与真

值的平面空间相交的面积；Ａｒｅａ（Ｂｏｘｙ∪Ｂｏｘｇｔ）指的
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图１０ 连续学习模式下机场识别结果的对比。（ａ）目标纹理形状与机场相似情况下ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ的识别结果；（ｂ）目

标纹理形状与机场相似情况下ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ的识别结果；（ｃ）背景环境干扰下ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ的识别结果；

　　　　　　　　　　　　　（ｄ）背景环境干扰下ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ的识别结果

Ｆｉｇ．１０Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ａｉｒｐｏｒｔ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔｓ　ｉｎ　ｃｏｎｔｉｎｕｏｕｓ　ｌｅａｒｎｉｎｇ　ｍｏｄｅ．（ａ）ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔｓ　ｕｎｄｅｒ

ｔｈｅ　ｃｏｎｄｉｔｉｏｎ　ｔｈａｔ　ｔｈｅ　ｔａｒｇｅｔ　ｔｅｘｔｕｒｅ　ｓｈａｐｅ　ｉｓ　ｓｉｍｉｌａｒ　ｔｏ　ｔｈｅ　ａｉｒｐｏｒｔ；（ｂ）ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔ　ｕｎｄｅｒ　ｔｈｅ

ｃｏｎｄｉｔｉｏｎ　ｔｈａｔ　ｔｈｅ　ｔａｒｇｅｔ　ｔｅｘｔｕｒｅ　ｓｈａｐｅ　ｉｓ　ｓｉｍｉｌａｒ　ｔｏ　ｔｈｅ　ａｉｒｐｏｒｔ；（ｃ）ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔ　ｕｎｄｅｒ

ｂａｃｋｇｒｏｕｎｄ　ｅｎｖｉｒｏｎｍｅｎｔ　ｉｎｔｅｒｆｅｒｅｎｃｅ；（ｄ）ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ　ｄｅｔｅｃｔｉｏｎ　ｒｅｓｕｌｔ　ｕｎｄｅｒ　ｂａｃｋｇｒｏｕｎｄ　ｅｎｖｉｒｏｎｍｅｎｔ

　　　　　　　　　　　　　　　　　　　　ｉｎｔｅｒｆｅｒｅｎｃｅ

是检测 出 的 目 标 与 真 值 的 平 面 空 间 的 并 集 面 积。

ＩｏＵ指标能很好地反映检测边框定位的准确性。
平均检测精 度（ｍＡＰ５０）：对 测 试 集 检 测 结 果 进

行统计，如果预测出来的目标与真实框的ＩｏＵ大于

阈值０．５并且置信度大于０．８，则认为正确地预测了

目标。预测正确的目标数与总预测目标数的比值即

为ｍＡＰ５０。
为了验证本文方法的优越性，选取目前比较流

行的几种目标检测方法进行纵向比较，比较结果如

表３所示。其中：ＳＳＤ［１６］与ＹＯＬＯｖ３［１７］为基于回归

学习的单策略检测模型；Ｆａｓｔｅｒ　Ｒ－ＣＮＮ［１８］为基于区

域建议的双策略检测模型；文献［１９］所提方法是融

合多层次特征的针对遥感目标识别的检测方法。从

表３中可以发现：连续学习ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ的平

均检 测 精 度 相 比 双 策 略 模 型Ｆａｓｔｅｒ　Ｒ－ＣＮＮ、文 献

［１９］方法 分 别 提 升 了３．１６％、１．７１％，效 率 提 升 了

６９．３％和３２．３％；单策略模型ＳＳＤ与ＹＯＬＯｖ３的检

测效率比ＣＬＲＮｅｔ方法更高，但精度却下降了。

表３ 针对机场目标不同检测方法的精度与效率

Ｔａｂｌｅ　３ Ｐｒｅｃｉｓｉｏｎ　ａｎｄ　ｅｆｆｉｃｉｅｎｃｙ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ｄｅｔｅｃｔｉｏｎ
ｍｅｔｈｏｄｓ　ｆｏｒ　ａｉｒｐｏｒｔ　ｏｂｊｅｃｔ

Ｍｅｔｈｏｄ　 Ｐｒｅｃｉｓｉｏｎ　 Ｒｅｃａｌｌ　 ｍＡＰ５０
Ａｖｅｒａｇｅ
ｄｅｔｅｃｔｉｏｎ
ｔｉｍｅ／ｓ

ＳＳＤ［１６］ ０．９２０１　 ０．９３５５　 ０．８８１７　 ０．１２

ＹＯＬＯｖ３［１７］ ０．９３２２　 ０．９４１２　 ０．８４４６　 ０．０９

Ｆａｓｔｅｒ　Ｒ－ＣＮＮ［１８］ ０．９５００　 ０．９６３１　 ０．９３１８　 ０．７５

Ｍｅｔｈｏｄ　ｏｆ　Ｒｅｆ．［１９］ ０．９６７１　 ０．９４６５　 ０．９４５１　 ０．３４

ＣＬＲＮｅｔ　１ｓｔ　ｓｔａｇｅ　 ０．９７２０　 ０．９５８１　 ０．９４７７　 ０．２３

ＣＬＲＮｅｔ　２ｎｄ　ｓｔａｇｅ　 ０．９８７２　 ０．９９１３　 ０．９６１３　 ０．２３

　　基于深度学习的典型目标识别技术可以发挥出

机器识别自动化、智能化的优势。在海量遥感时空

数据的目标 检 索、时 空 分 析、选 择 规 划 等 应 用 方 向

上，遥感目标快速识别算法可提供关注目标的地理

位置信息。“人工智能”思维正在潜移默化地影响遥

感分析，将检测算法与海量遥感数据相结合，可为未

来海量遥感数据从数据到信息奠定基础。
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４　结　　论

本文提出了一 种 以ＲｅｓＮｅｔ　１０１为 骨 干 特 征 网

络的连续学习目标检测模型框架ＣＬＲＮｅｔ。在特征

提取网络中，通过增加网络层数使纹理简单、环境干

扰小的样本通过权重进行抑制。对于某些机场样本

特征比较明确且没有遮挡的正样本，对网络损失的

贡献进行抑制；对于某些与目标样本纹理结构比较

相似且不易区分的负样本，则对网络损失的贡献进

行加权。这样可以使得损失函数的参数梯度诱导模

型向复杂的目标进行参数学习，有效提升了关键目

标的检测精度。
结 合 机 场 目 标 在 遥 感 影 像 上 的 形 状 与 尺 度 特

点，减少锚点缩放尺度，使候选框数量减少，大幅提

升了检测效率。在连续学习的基础上构建核心集进

行训练，可使模型的泛化能力更强。实验结果表明，
本文所提方法对机场目标的平均检测精度比目前流

行的基 于 回 归 学 习 的 单 策 略 检 测 方 法 ＹＯＬＯｖ３、

ＳＳＤ分别提 升 了１３．８％与９．０％，比 双 策 略 检 测 方

法Ｆａｓｔｅｒ　Ｒ－ＣＮＮ提升了３．１６％。
遥感影像中存在不同尺寸的目标，而不同的目

标具有不同的尺度特征。未来拟借鉴无锚点逐像素

回归策略检测模型［２０］，利用特征金字塔结构的单策

略网络进行多尺度识别，同时考虑结合高光谱影像

光谱信息进行网络架构设计，以识别更多尺度差异

性大且与光谱敏感的遥感目标。将检测结果与实际

应用结合起来，可为全球化大数据分析提供支撑。
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ｉｍａｇｅｓ［Ｊ］．Ｊｏｕｒｎａｌ　ｏｆ　Ｇｅｏｍａｔｉｃｓ，２０２０，４５（１）：９５－１００．

　　　刘媛，姚剑，冯辰．一种高效的高分辨 率 遥 感 影 像 飞

机目标检 测 方 法［Ｊ］．测 绘 地 理 信 息，２０２０，４５（１）：

９５－１００．
［８］　Ｃｈｅｎ　Ｆ，Ｒｅｎ　Ｒ　Ｌ，ｖａｎ　ｄｅ　Ｖｏｏｒｄｅ　Ｔ，ｅｔ　ａｌ．Ｆａｓｔ

ａｕｔｏｍａｔｉｃ　ａｉｒｐｏｒｔ　ｄｅｔｅｃｔｉｏｎ　ｉｎ　ｒｅｍｏｔｅ　ｓｅｎｓｉｎｇ　ｉｍａｇｅｓ
ｕｓｉｎｇ　ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｕｒａｌ　ｎｅｔｗｏｒｋｓ［Ｊ］．Ｒｅｍｏｔｅ
Ｓｅｎｓｉｎｇ，２０１８，１０（３）：４４３．

［９］　Ｚｈａｎｇ　Ｐ，Ｎｉｕ　Ｘ，Ｄｏｕ　Ｙ，ｅｔ　ａｌ．Ａｉｒｐｏｒｔ　ｄｅｔｅｃｔｉｏｎ　ｏｎ
ｏｐｔｉｃａｌ　ｓａｔｅｌｌｉｔｅ　ｉｍａｇｅｓ　ｕｓｉｎｇ　ｄｅｅｐ　ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ　ｎｅｔｗｏｒｋｓ［Ｊ］．ＩＥＥＥ　Ｇｅｏｓｃｉｅｎｃｅ　ａｎｄ　Ｒｅｍｏｔｅ
Ｓｅｎｓｉｎｇ　Ｌｅｔｔｅｒｓ，２０１７，１４（８）：１１８３－１１８７．

［１０］　Ｃａｉ　Ｂ　Ｗ，Ｊｉａｎｇ　Ｚ　Ｇ，Ｚｈａｎｇ　Ｈ　Ｐ，ｅｔ　ａｌ．Ａｉｒｐｏｒｔ
ｄｅｔｅｃｔｉｏｎ　ｕｓｉｎｇ　ｅｎｄ－ｔｏ－ｅｎｄ　ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ　ｗｉｔｈ　ｈａｒｄ　ｅｘａｍｐｌｅ　ｍｉｎｉｎｇ［Ｊ］．Ｒｅｍｏｔｅ
Ｓｅｎｓｉｎｇ，２０１７，９（１１）：１１９８．

［１１］　Ｚｈｕ　Ｍ　Ｍ，Ｘｕ　Ｙ　Ｌ，Ｍａ　Ｓ　Ｐ，ｅｔ　ａｌ．Ａｉｒｐｏｒｔ　ｄｅｔｅｃｔｉｏｎ
ｍｅｔｈｏｄ　ｗｉｔｈ　ｉｍｐｒｏｖｅｄ　ｒｅｇｉｏｎ－ｂａｓｅｄ　ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ　ｎｅｔｗｏｒｋ［Ｊ］．Ａｃｔａ　Ｏｐｔｉｃａ　Ｓｉｎｉｃａ，２０１８，３８（７）：

０７２８００１．

　　　朱明明，许悦雷，马时平，等．改 进 区 域 卷 积 神 经 网

络的 机 场 检 测 方 法［Ｊ］．光 学 学 报，２０１８，３８（７）：

０７２８００１．
［１２］　Ｚｈａｎｇ　Ｚ　Ｘ，Ｙａｎｇ　Ｃ　Ｌ，Ｚｈｕ　Ｒ　Ｆ，ｅｔ　ａｌ．Ａｎ　ａｌｇｏｒｉｔｈｍ

ｆｏｒ　ｒｅｃｏｇｎｉｔｉｏｎ　ｏｆ　ａｉｒｐｏｒｔ　ｉｎ　ｒｅｍｏｔｅ　ｓｅｎｓｉｎｇ　ｉｍａｇｅ
ｂａｓｅｄ　ｏｎ　ＤＣＮＮ　ｍｏｄｅｌ［Ｊ］．Ｅｌｅｃｔｒｏｎｉｃｓ　Ｏｐｔｉｃｓ　＆
Ｃｏｎｔｒｏｌ，２０１８，２５（６）：８３－８９．

　　　张作省，杨程亮，朱瑞飞，等．联 合 深 度 卷 积 神 经 网

络的遥感影像机场识别算法［Ｊ］．电光与控 制，２０１８，

２５（６）：８３－８９．
［１３］　Ｋｉｒｋｐａｔｒｉｃｋ　Ｊ，Ｐａｓｃａｎｕ　Ｒ，Ｒａｂｉｎｏｗｉｔｚ　Ｎ，ｅｔ　ａｌ．

Ｏｖｅｒｃｏｍｉｎｇ　 ｃａｔａｓｔｒｏｐｈｉｃ　 ｆｏｒｇｅｔｔｉｎｇ　 ｉｎ　 ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ［Ｊ］．Ｐｒｏｃｅｅｄｉｎｇｓ　ｏｆ　ｔｈｅ　Ｎａｔｉｏｎａｌ　Ａｃａｄｅｍｙ　ｏｆ
Ｓｃｉｅｎｃｅｓ　ｏｆ　ｔｈｅ　Ｕｎｉｔｅｄ　Ｓｔａｔｅｓ　ｏｆ　Ａｍｅｒｉｃａ，２０１７，１１４
（１３）：３５２１－３５２６．

［１４］　Ｌｅｅ　Ｓ　Ｗ，Ｋｉｍ　Ｊ　Ｈ，Ｊｕｎ　Ｊ，ｅｔ　ａｌ．Ｏｖｅｒｃｏｍｉｎｇ
ｃａｔａｓｔｒｏｐｈｉｃ　ｆｏｒｇｅｔｔｉｎｇ　ｂｙ　ｉｎｃｒｅｍｅｎｔａｌ　ｍｏｍｅｎｔ
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ｍａｔｃｈｉｎｇ［Ｚ／ＯＬ］．２０１７：ａｒＸｉｖ：１７０３．０８４７５．ｈｔｔｐｓ：

∥ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１７０３．０８４７５．
［１５］　Ｆｅｌｄｍａｎ　Ｄ，Ｆｉａｔ　Ａ，Ｓｈａｒｉｒ　Ｍ．Ｃｏｒｅｓｅｔｓ　ａｎｄ　ｔｈｅｉｒ

ａｐｐｌｉｃａｔｉｏｎｓ［Ｄ］．Ｔｅｌ－Ａｖｉｖ：Ｔｅｌ－Ａｖｉｖ　Ｕｎｉｖｅｒｓｉｔｙ，

２０１０：１００－１０２．
［１６］　Ｌｉｕ　Ｗ，Ａｎｇｕｅｌｏｖ　Ｄ，Ｅｒｈａｎ　Ｄ，ｅｔ　ａｌ．ＳＳＤ：ｓｉｎｇｌｅ

ｓｈｏｔ　ｍｕｌｔｉｂｏｘ　ｄｅｔｅｃｔｏｒ［Ｃ］∥Ｃｏｍｐｕｔｅｒ　Ｖｉｓｉｏｎ－ＥＣＣＶ
２０１６．［Ｓ．ｌ．］：Ｓｐｒｉｎｇｅｒ，２０１６：２１－３７．

［１７］　Ｒｅｄｍｏｎ　Ｊ，Ｆａｒｈａｄｉ　Ａ．ＹＯＬＯｖ３：ａｎ　ｉｎｃｒｅｍｅｎｔａｌ
ｉｍｐｒｏｖｅｍｅｎｔ［Ｚ／ＯＬ］．２０１８：ａｒＸｉｖ：１８０４．０２７６７．
ｈｔｔｐｓ：∥ａｒｘｉｖ．ｏｒｇ／ａｂｓ／１８０４．０２７６７．

［１８］　Ｒｅｎ　Ｓ，Ｈｅ　Ｋ，Ｇｉｒｓｈｉｃｋ　Ｒ，ｅｔ　ａｌ．Ｆａｓｔｅｒ　Ｒ－ＣＮＮ：

ｔｏｗａｒｄｓ　ｒｅａｌ－ｔｉｍｅ　ｏｂｊｅｃｔ　ｄｅｔｅｃｔｉｏｎ　ｗｉｔｈ　ｒｅｇｉｏｎ　ｐｒｏｐｏｓａｌ
ｎｅｔｗｏｒｋｓ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓ　ｏｆ　ｔｈｅ　２８ｔｈ　Ｉｎｔｅｒｎａｔｉｏｎａｌ

Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ　Ｎｅｕｒａｌ　Ｉｎｆｏｒｍａｔｉｏｎ　Ｐｒｏｃｅｓｓｉｎｇ　Ｓｙｓｔｅｍｓ．
［Ｓ．ｌ．：ｓ．ｎ．］，２０１５：９１－９９．

［１９］　Ｗａｎｇ　Ｘ　Ｌ，Ｂａｎ　Ｙ，Ｇｕｏ　Ｈ　Ｍ，ｅｔ　ａｌ．Ｄｅｅｐ　ｌｅａｒｎｉｎｇ
ｍｏｄｅｌ　ｆｏｒ　ｔａｒｇｅｔ　ｄｅｔｅｃｔｉｏｎ　ｉｎ　ｒｅｍｏｔｅ　ｓｅｎｓｉｎｇ　ｉｍａｇｅｓ
ｆｕｓｉｎｇ　ｍｕｌｔｉｌｅｖｅｌ　ｆｅａｔｕｒｅｓ［Ｃ］∥２０１９ＩＥＥＥ　Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｇｅｏｓｃｉｅｎｃｅ　ａｎｄ　Ｒｅｍｏｔｅ　Ｓｅｎｓｉｎｇ　Ｓｙｍｐｏｓｉｕｍ．２８Ｊｕｌｙ－２
Ａｕｇ．２０１９，Ｙｏｋｏｈａｍａ，Ｊａｐａｎ．Ｎｅｗ　Ｙｏｒｋ：ＩＥＥＥ
Ｐｒｅｓｓ，２０１９：２５０－２５３．

［２０］　Ｔｉａｎ　Ｚ，Ｓｈｅｎ　Ｃ　Ｈ，Ｃｈｅｎ　Ｈ，ｅｔ　ａｌ．ＦＣＯＳ：ｆｕｌｌｙ
ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｏｎｅ－ｓｔａｇｅ　ｏｂｊｅｃｔ　ｄｅｔｅｃｔｉｏｎ［Ｃ］∥２０１９
ＩＥＥＥ／ＣＶＦ　Ｉｎｔｅｒｎａｔｉｏｎａｌ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ　Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ（ＩＣＣＶ）．２７Ｏｃｔ．－２Ｎｏｖ．２０１９，Ｓｅｏｕｌ，Ｋｏｒｅａ
（Ｓｏｕｔｈ）．Ｎｅｗ　Ｙｏｒｋ：ＩＥＥＥ　Ｐｒｅｓｓ，２０１９：９６２６－９６３５．
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