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摘要：胶囊图神经网络利用胶囊的特性在图分类任务上取得较好的效果。本文首先改进了 node2vec，将节点的属性信

息引入了随机游走过程中，从而在生成网络表示时综合考虑网络结构和节点的属性；然后将改进的 node2vec 引入胶囊

图神经网络，设计了一个融合全局和局部特征的胶囊图神经网络。通过实验发现，新的模型在训练时的收敛速度更快，

在图分类任务上的准确率有所提高。 
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Abstract: The capsule graph neural network，which makes use of the characteristics of capsules to achieve better results in the task of 

graph classification. In this paper, we first improved node2vec, and the attribute information of nodes is introduced into the random 

walk process, so that the network structure and the attributes of nodes are taken into account when the network representation is 

generated; Then, we introduced the improved node2vec into the capsule graph neural network, and designed the capsule graph neural 

network fusing global and local characteristics. It is found that the model has faster convergence and higher accuracy. 
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0 引言 

图神经网络（GNN）是卷积神经网络[1]在图这

样的非欧数据集上的自然推广，最早的 GNN 主要

解决的还是分子结构分类等严格意义上的图论问

题。它是利用边的信息对节点信息进行聚合从而生

成新的节点表示，能够对节点属性信息和结构信息

进行端到端学习。Bruna 等首次提出图上的基于频

域和基于空域的卷积神经网络[2]。其中，空域卷积

与深度学习中的卷积的应用方式类似，它的核心在

于聚合邻居结点的信息，而频域卷积是通过图拉普

拉斯及其特征空间推导出的傅里叶变换来定义的。

然而，Bruna 等提出的方法需要定义进化运算来计

算图拉普拉斯特征分解，这种方法计算复杂度非常

高。因此，Defferrard 等提出了一种基于谱方法的卷

积神经网络形式化表述，以及利用切比雪夫多项式

拟合卷积核的方法来降低计算复杂度，实现了局部

化的卷积核[3]。Kipf 提出了一种新的图卷积方法，

使用谱图卷积的局部一阶近似，来确定卷积结构[4]。

空域卷积与深度学习中的卷积应用方式类似，其核

心在于聚合邻居节点的消息，通过直连邻居节点的

状态来更新当前节点状态。Hamilton 等提出了一种

新的思路，去学习一个节点的信息是怎么通过其邻

居节点的特征聚合而来的[5]。利用节点特征信息和

结构信息，通过从一个顶点的局部邻居采样并聚合

顶点特征，而不是为每个顶点训练单独的嵌入。 

基于图神经网络的方法在节点分类和预测的任

务上取得了很好的效果。这也给基于图神经网络的

图表示学习提供了很大启发。Verma 等提出一种通

过使用 WL-subtree 图核的方式，使得每个节点特征

是从本地邻域中每个节点的邻居节点收集的，并且

通过不断地迭代更新这个中心点的特征，在最后一

次迭代的特征中还原出所有的特征[6]。但是在图的

表示学习中，不仅要检测每个节点周围是否存在不

同的结构，还要保持它们的详细属性，如位置、方

向、连接等，然而以标量形式表示不能在训练过程

中保持这些结构属性。Mallea 等提出的方法通过将

数据集中的每个子图生成一个矩阵表示，再通过胶

囊网络实现图分类[7]。Zhang 等提出一种在图卷积

网络中引入胶囊网络，根据图卷积得到的节点嵌入

生成高质量的图嵌入的神经网络框架——胶囊图神

经网络[8]。 

与标量神经网络相比，胶囊网络更有效地保留

了图的特征信息。胶囊图神经网络能够获取深层特

征，但是文献[5]提出在使用图卷积网络训练得到的

节点嵌入更多的是反映整体的结构特征信息。而

node2vec 是一种网络表示学习算法，它采用了随机

游走和 Skip-gram 的学习方法，主要通过随机游走

产生路径来模拟句子进行 word2vec 训练生成节点

表示[9]。它采用的是局部随机游走，生成的节点表

示更关注节点的局部特征信息。因此，本文在胶囊

图神经网络的基础上，提出了融合全局和局部特征

的胶囊图神经网络(GLCapsGNN)，具体工作如下： 

1） 提出一个改进的 node2vec 模型。Node2vec 算

法是基于网络结构的，在进行节点表示时没有

考虑节点属性。本文将节点属性融入 node2vec

的随机游走过程中，可以使得网络表示效果略

好于 node2vec，并使用改进后的模型提取图的

局部结构特征。 

2） 设计了融合全局和局部特征的胶囊图神经网络

模型。本文使用改进的 node2vec 算法提取网络

局部结构特征，结合图神经网络获取网络全局

结构特征，充分融合网络结构的局部特征与全

局特征，并利用胶囊网络实现分类。 

3） 本文在 5 个数据集上进行实验，实验结果表明，

在图分类任务上引入了局部特征的胶囊图神经

网络收敛速度更快，图分类准确率略高于胶囊

图神经网络。 

1 相关工作 

1.1 网络表示学习 

网络表示学习是指从网络数据中学习到每个节

点的向量表示，并将向量表示作为节点的特征应用

于后续的网络应用任务。一般的网络表示学习算法

可以分成两类：基于网络结构的网络表示学习；带

有信息的网络结构的网络表示学习。在基于网络结

构的网络表示学习算法中，DeepWalk[10]、Node2vec，

Struc2vec[11]以及 LINE[12]是该领域主流的网络表示

学习算法，它们在链路预测、引文文本分类等领域

广泛应用。但是，上述网络表示学习算法仅考虑局

部游走，即网络局部结构信息。 

1.2 图神经网络 

卷积神经网络在处理图像数据时具有很强的特

征抽取能力和整合能力，但是卷积神经网络所处理

的数据都具有规则的网格结构，也就是排列很整齐

的矩阵，是很典型的欧式结构。然而现实生活和科

学研究中有很多数据都不具备完整的矩阵结构，更
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多的是以一定的连接关系聚合在一起，如社交网络，

通信网络，互联网络等都。这些结构通过卷积神经

网络处理起来是非常困难的。而图卷积网络是一类

能够从图结构中学习的神经网络，类似于卷积神经

网络，图卷积网络也采用共享权重，不过不同于卷

积神经网络中每个卷积核的权重都是规则的矩阵，

按照对应位置分配，图卷积中的权重通常是一个集

合。 

图卷积网络中的卷积操作是通过图拉普拉斯及

其特征空间推导出的傅里叶变换来定义的[13]。图上

的傅里叶变换中使用的拉普拉斯矩阵 L=D-A，是度

矩阵与邻接矩阵的差。频域卷积的前提是无向图，

则 L 是对称矩阵，因此可以分解为 
TL=UΛU                  (1) 

其 中 ， U=(u1,u2,…,un),  是 包 含 特 征 值

1 2, , , n  （ ）的特征矩阵，则图上的卷积公式可以

写为： 

1
ˆ( ) ( ) ( )

N

tn
f t f n u n

=
=             (2) 

如果在整张图的 N 个节点上一起做卷积，就可

以得到整张图的卷积为： 

ˆ ˆ ˆ[ (1)... ( )]T Tf f f n U f= =            (3) 

1.3 胶囊图神经网络 

胶囊网络(Capsule Net)可以很好地应对模糊性,

在胶囊网络里面，细节的姿态信息（比如对象的准

确位置、旋转、厚度、倾斜度、尺寸等）会在网络

里被保存下来[14]。输入上微小的变化会带来输出上

的小变化，这就让胶囊网络能使用一个简单和统一

的架构来应对不同的任务。胶囊网络有两个主要特

性：第一是基于层的压缩，第二是动态路由。胶囊

图神经网络是在图卷积网络中引入胶囊网络，根据

图卷积得到的节点嵌入生成高质量的图嵌入的神经

网络框架。在这个框架中，每个图用多维嵌入表示，

每个嵌入反映了图不同方面的特征。通过图卷积网

络得到的节点特征组成胶囊，用路由机制来生成高

级图胶囊以及分类胶囊。 

2 融合全局和局部特征的胶囊图神经

网络 

本文提出的融合全局和局部特征的胶囊图神经

网络，其整体结构如图 1 所示，主要包含 4 部分内

容： 

1） 节点的局部特征，通过在 node2vec 的随机游走

过程中增加节点的属性信息来进行节点表示，

抽取图的局部特征。 

2） 节点的全局特征，本文使用图卷积网络来抽取

图的全局特征，并将多个图卷积网络层抽取的

多维节点特征进行合并来增加特征的维度。 

3） 高级胶囊，将节点的局部和全局特征进行融合，

得到初级的节点胶囊，然后从节点的初级胶囊

中抽取关于图更复杂、更高级的特征生成高级

胶囊。 

4） 分类胶囊，分类胶囊是对高级胶囊进行分类，

胶囊的长度表示当前胶囊属于某个类别的概

率。 
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图 1 融合全局和局部特征的胶囊图神经网络 

Fig.1 The framework of GLCapsGNN 
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2.1 节点的局部特征 

本文通过改进网络表征学习中的 node2vec 算

法生成节点的局部特征。 

Node2vec 是采用了随机游走和 Skip-gram 的学

习方法，主要通过随机游走产生路径来模拟句子进

行 word2vec 训练生成节点嵌入。Node2vec 算法通

过引入 p、q 来控制随机游走相邻节点转移的概率，

将宽度优先搜索和深度优先搜索引入随机游走序列

的生成过程。 

x1
x2

x3
t

v

a=1

 
图 2 node2vec 的随机游走 

Fig.2 The random walk procedure of node2vec 

如图 2 所示，当前节点为 v，随机游走的上一

个节点为 t，p 控制跳向上一个节点的邻居节点的概

率,也就是与 t 距离为 1 的节点（x1），q 控制跳向上

一个节点的非邻居的概率，即访问与 t 的距离为 2

的节点概率（x2，x3）。具体的随机游走跳转概率值

计算如下所示： 

pq

1
d 0

( , ) 1 d 1 (4)

1
d 2

tx

tx

tx

if
p

t x if

if
q




=


= =

 =


               

其中，dtx表示节点 t 和 x 之间的最短路径距离。

从上面的计算中可以看出，Node2vec 在随机选择路

径时，只考虑了节点的 2-阶邻域节点，因而生成的

节点表示更关注节点的局部特征信息。 

本文在 node2vec 的基础上进行改进，在根据 p

和 q 计算节点的转移概率时，加入了节点的度属性，

使得 p 和 q 的值在随机游走过程中是动态变化的。

具体的实现是：             

(1 ( ) / ( )) (5)p p D a D b= +             

 (1 ( ) / ( )) (6)q q D b D a= +  

其中，D(﹒)表示节点的度运算，a 表示节点 t

和 x 中度比较大的节点，b 表示 t 和 x 中度比较小的

节点。 

通过在随机游走的过程中增加节点的度属性，

将节点的属性信息引入随机游走的过程中，可以使

得生成的网络表示更准确，在不同的网络结构上表

现更好。 

2.2 节点的全局特征 

节点的全局特征是通过图卷积网络来实现的，

图卷积网络在进行节点信息的聚合变换后，可以在

整个网络上对其进行发散，因而生成的节点表示更

注意节点的全局特征。本文使用的图卷积网络是文

献[4]提出的，并将多个图卷积网络层中抽取的节点

特征进行连接，如图 3 所示。在这部分中，输入是

节点的属性，如果没有节点属性，可以使用节点的

度作为输入，本文抽取全局特征使用的图卷积网络

的过程可以表示为： 

1 1

( ) ( 1) ( )2 2ˆˆ ˆ( , ) ( ) (7)l l lf H A D AD H W
− −

−=  

其中， ( )l d d
ijW R

 是 l 层和 l+1 层之间从通道 i

到 j 的参数, ( )l N dH R
 ，

(0)H X= , Â A I= + , D̂ =  

ˆ
ijj

A 。 

图卷积网络每层的输出为[H(1), H(2),…, H(n)]，本

文设置每层图卷积网络的输入通道和输出通道相

同，然后把得到的输出进行连接，得到了节点的全

局特征信息。 
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图 3 图卷积模块 

Fig.3 The module of Graph Convolutional Network  

2.3 高级胶囊 

高级胶囊是图级别的，每个图被建模为多个图

形胶囊，不同的图胶囊从不同方面反映图形的特征。
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将图的局部特征信息和全局特征信息组合得到初级

节点胶囊。利用初级节点胶囊生成高级胶囊需要经

过三个步骤：1）注意力机制，在这部分中主要是通

过节点归一化方法在每个通道上生成注意力值并应

用到初级节点胶囊上，得到了归一化的初级胶囊；2）

保持节点的位置信息，是将归一化初级胶囊中最后

一个通道提取出来作为每个通道的位置信息并进行

组合；3）路由选择机制，是应用在胶囊相邻层之间

的权重更新，来实现将节点胶囊捕获到的高级特征

传播到合适的图胶囊上。  

注意力机制是通过一个两层的全连接神经网络

来实现的，如图 4 所示。输入 H 是初级节点胶囊, 

alln d c
H R

 
 ,将 H 展开成 alln d c

Y R
 

 ，然后使用全连

接神经网络进行训练，神经网络的输入层大小是

d*call，输出层大小是 call。全连接网络层的输出是

alln c
Z R


 ，然后应用基于节点的归一化方法对 Z 按

行求值作为最终的注意力值并应用到原始的节点胶

囊上得到收缩后的节点胶囊 U。 

reshape

Node-based
 normalization

n
1

.
.
. .
.
.

Attention module

n

Call

n

d*Call
n

Call

d
n

Call

d

图 4 注意力模块 

Fig.4 Attention mechanism module Attention module 

随着图卷积网络的加深，抽取出来的节点特征

包含了更多位置信息。一般情况下，图卷积最后一

层得到的节点嵌入可以很好对整个图进行分类和排

序，因而本文使用最高层的图卷积网络得到的嵌入

来表示每个节点的位置信息，可以表示为： 

all( , ) ( , ) ( , )[ ] (8)T n T p
n i j n i ij n c jv u W u W=  

其中，i、j 表示通道，n 表示节点，v 表示节点

在节点通道和图通道之间选择的结果，Wn 和 Wp 分

别代表最高通道和其他通道对应的转移矩阵，u 表

示的是经过注意力模块得到的归一化节点胶囊。最

后再通过路由选择机制来生成高级胶囊。 

2.4 分类胶囊 

分类胶囊是通过高级胶囊来对图进行分类，在

这部分，也用到了路由选择机制来生成分类胶囊 C，

k dC R  ，其中 k 是分类胶囊的个数，本文使用文

献[14]提出的边界损失函数作为分类损失函数，它

可以表示为如下公式： 
2 - 2= { max(0, - || || ) + (1- )max(0, || || - ) } (9)c k k k k

k

Loss T m c T c m+  

  其中，k 是分类，Tk 是分类的指示函数 (k

类存在为 1，不存在为 0)，m+为上界，惩罚假阳性，

即预测 k 类存在但真实不存在，m-为下界，惩罚假

阴性，即预测 k 类不存在但真实存在，λ 是比例系

数，调整两者比重。 

在损失函数中的正则损失部分使用的是对抗网

络中常用到的重建损失，如图 5 所示。它接受正确

的分类胶囊的输出作为输入，重建输入的子图大小，

在本网络中是重建了初级节点胶囊，损失函数为重

建图像和输入图像之间的欧式距离。 

.
..

.
..

分类正确的胶囊

FC
Relu

FC
Relu

FC
Sigmoid

图 5 重建损失 

Fig.5 The Reconstruction losses 

解码器强制胶囊学习对重建原始图像有用的特

征，重建图像越接近输入越好。在分类之后，除了

分类正确的那个胶囊之外，其他的分类胶囊都被屏

蔽，然后使用两层全连接神经网路来重建输入信息，

公式表示如下： 

2 2( ) (1 )( )
(10)

(1 )

i i i i i ii i
r

i ii i

MP d m MP d m
Loss

MP MP

− − −
= +

−

 
 

 

其中，mi 是在输入图中带有属性 i 的节点数量，

di 是对应的解码值，当输入图中包含属性 i 则
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MPi=1，否则为 0。 

3 实验 

3.1 实验环境和数据 

本文的实验环境是基于 Ubuntu16.04 系统，内

存为 8G 的 CPU 环境，编程语言为 Python3.6，实验

框架为 Pytorch。 

本文对比了融合全局和局部特征的胶囊图神经

网络与其他算法的性能，参与对比的算法有基于核

的算法 Weisfeiler-Lehman(WL)[15]和 GK 算法[16]，它

们首先根据核定义将图分解为子组件，然后以基于

特征的方式构建图的嵌入；还有基于深度学习的算

法 AWE、DGCNN 和文献[8]提出的胶囊图神经网络

(CapsGNN)，AWE 是通过网络表示学习算法学习图

的表示，然后应用基于核的机器学习方法进行图形

分类[17]。DGCNN 通过多层 GNN 生成节点嵌入，

并结合从所有层提取的特征,再根据从最后一层提

取的嵌入信息对节点进行排序[18]。 

本文在 5 个数据集上对改进的模型进行验证，

实验数据划分采用的是 10 倍交叉验证的方式。实验

数据如表 1 所示，其中 D&D、ENZYMES 属于生物

结构数据集，有节点标签，COLLAB、 IMDB-B、

IMDB-M 是社交网络数据集，没有节点标签。 

3.2 实验结果及分析 

本文实验在参数的设置与 CapsGNN 完全相同，

表 2 是在相同条件下进行实验得出的对比结果。从

表中可以看出，GLCapsGNN 在其中三个数据集上

的分类效果更好，这说明增加节点的局部结构特征

之后网络的分类准确率有所提升。 

表 1 数据集详细信息 

Table 1 Dataset details 

dataset classes Data size label Average nodes Average edges 

COLLAB 3 5000 N 74.49 4914.99 

IMDB-B 2 1000 N 19.77 193.06 

IMDB-M 3 1500 N 13 131.87 

D&D 2 1178 Y 284.31 715.65 

ENZYMES 6 600 Y 32.46 63.14 

表 2 对比试验准确率 

Table 2 Accuracy of comparative   

Algorithm COLLAB IMDB-B IMDB-M D&D ENZYMES 

WL 79.02±1.77 73.40±4.63 49.33±4.75 79.78±0.36 52.22±1.26 

GK 72.84±0.28 65.87±0.98 43.89±0.38 78.45±0.26 32.70±1.20 

AWE 73.93±1.94 74.45±5.83 51.54±3.61 71.51±4.02 35.77±5.93 

DGCNN 73.76±0.49 70.03±0.86 47.83±0.85 79.37±0.94 51.00±7.29 

CapsGNN 79.62±0.91 73.10±4.83 50.27±2.65 75.38±4.17 54.67±5.67 

GLCapsGNN 77.88±4.19 75.62±5.38 63.12±2.26 74.88±3.42 58.43±4.25 

表 3 对比试验的计算代价 

Table 3 Compute cost of comparative 

Algorithm 
COLLAB IMDB-B IMDB-M D&D ENZYMES 

Time RAM Time RAM Time RAM Time RAM Time RAM 

CapsGNN 0.5463 63% 0.1608 59% 0.1574 57% 6.1603 87 2.2738 71% 

GLCapsGNN 0.5792 61% 0.1945 59% 0.1753 58% 6.6494 89 2.3452 72% 
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本文在实验中对不同的图网络来提取局部特征

时改进的 node2vec 算法的参数设置不同，以

IMDB-M 数据集为例，参数设置为，特征向量维度

20，随机游走数量 10，随机游走长度 10，序列窗口

大小 10，随机游走概率参数 p=1，q=2。 

图 6 以 IMDB-M 数据集为例，来展示胶囊图神

经网络和本文的融合全局和局部特征的胶囊图神经

网络在图分类上的准确率。通过对比试验发现，改

进后的模型在测试集上的准确率提升百分之八左

右，并且收敛的速度更快一点，曲线收敛更平滑。 

scalar/test_acc_epoch

GLCapsGNN

CapsGNN

训练次数epoch

测
试
准
确
率

A
C

C

图 6 两种模型在 IMDB-M数据集上的准确率对比曲线 

Fig.6 Accuracy comparison curve of two models on 

IMDB-M dataset  

4 结论 

本文对 node2vec 算法进行改进，将节点的内容

属性融入到随机游走过程中，使得随机游走变成一

个动态的过程。在进行网络表示时，node2vec 更注

重节点的局部特征，图卷积网络偏向图的全局特征。

本文将改进的 node2vec 引入胶囊图神经网络中，提

出了融合全局和局部特征的胶囊图神经网络。通过

实验表明，引入局部特征信息可以提高分类准确率，

增加的 node2vec 可以从不同的方向丰富图的特征

信息，在后续抽取图上的抽象特征可以发挥作用，

能够更好的表示图。从实验结果也可以看出，在分

类的对比试验上，5 个数据集中有 3 个的分类准确

率最高。 
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