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摘要：针对全卷积孪生神经网络ＳｉａｍＦＣ在目标快速运 动、相 似 干 扰 较 多 等 复 杂 场 景 下 跟 踪 能 力 不 足 的 问 题，本 文 引 入

ＳＩＮＴ作为再检测网络对ＳｉａｍＦＣ进行了改进。本文算法在跟踪响应图出现较多波峰时，启用精确度更高的再检测网络

对波峰位置进行重新判定。同时，本文采用了生成式模型构建模板来适应目标的各种变化，以及高置信度的模型更新策

略来防止每帧更新可能对模板带来的污染。在ＯＴＢ２０１３上对算法性能进行了测试，并选取了９个主流的目标跟踪算法

进行对比，本文算法的跟踪精确度达到了８８．８％，排名第一，成功率达到了６３．２％，排名第二，相比ＳｉａｍＦＣ有很大地提

升。对不同视频序列的分析结果表明，本文算法在目标快速运动、严重遮挡、背景杂波、光照变化和长期跟踪等场景下具

有较强的准确性和鲁棒性。
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１　引　言

　　目标 跟 踪 是 计 算 机 视 觉 领 域 的 一 个 基 本 问

题，在诸如视频监控、人机交互等场景中被广泛应

用［１］。在视频序列中的第一帧给 定 初 始 目 标，如

何在后续 帧 中 找 到 此 目 标 是 目 标 跟 踪 的 核 心 问

题。由于遮挡、光照变化、运动模糊、外观 变 化 等

一系列因素，使得目标跟踪任务充满了挑战。
近年来，随着深度学习的引入，目标跟踪领域

取得了很大进展。传统的判别式方法和ＣＮＮ特

征的结合［２－４］，大幅提高了跟踪的精度。但仅仅使

用从计算机视觉其他领域预训练的神经网络提取

的特征，难以充分利用神经网络端到端的强大的

学习能力。ＭＤＮｅｔ［５］，ＡＤＮｅｔ［６］等使用端到端的

方法来训练跟踪网络，并结合在线微调达到了很

好的跟踪效果。但同时神经网络带来了计算量的

大幅增加，导致跟踪速度的减慢，难以达到实时性

的要求。
孪生神经网络是一类由两个或多个具有相同

参数和权重的子网络组成的神经网络架构。孪生

神经网络在涉及样本之间的相似性度量或两个可

比较的事物之间的关系的任务中经常被使用。使

用孪生神经网络的目标跟踪算法由于不进行网络

的在线更新，在实时性方面有很大的优势。
使用孪 生 神 经 网 络 的 代 表 性 算 法 有Ｓｉａｍ－

ＦＣ［７］和ＳＩＮＴ［８］等，本 文 的 工 作 正 是 基 于 这 两 个

算法。ＳｉａｍＦＣ训练了在一个较大的搜索区域搜

索模板图片的孪生网络，此孪生网络是一个关于

搜索区域的全卷积网络，而最后目标位置的估计

通过计算两个输入的交叉相关，然后再进行插值

得到，密集而且高效。该方法在公开的数据集上

可以达到非 常 有 竞 争 力 的 性 能，并 且 在 ＧＰＵ上

的运行帧率为５８ｆｒａｍｅ／ｓ，远 远 超 过 实 时 性 的 要

求。ＳＩＮＴ则使 用 了 较 为 原 始 的 孪 生 网 络，通 过

生成多个候选的目标区域并通过前向传播获取评

分，来估计 目 标 的 位 置。这 样 的 方 式 使 得ＳＩＮＴ
在ＧＰＵ上的运行帧率仅为４ｆｒａｍｅ／ｓ，但密集的

候选框使其在跟踪精度比ＳｉａｍＦＣ通过交叉相关

和插值得到的响应图更胜一筹。

ＳｉａｍＦＣ由 于 拥 有 不 错 的 实 时 性、有 望 应 用

到实际场景中而备受关注。尽管ＳｉａｍＦＣ同时拥

有着相对不错的跟踪结果，但也存在着如下的缺

点：ＳｉａｍＦＣ仅 使 用 第 一 帧 标 注 的 目 标 作 为 模 板

进行跟踪，这使得目标发生变化时难以更加准确

的跟踪目标。如果目标发生了很严重的变化，将

无法有效的识别目标。交叉相关及插值得到的跟

踪精度略微粗糙，不能满足复杂场景的跟踪需求。
对此，一些学者提出了改进措施。文献［９］提出了

一种多模板融合策略，通过融合３种更新度不同

的模板，来适应目标在运动过程中的变化。文献

［１０］通过融合不同卷积层的特征，保留了更多的

空间位置信息，提升了网络的判别能力。
为了对ＳｉａｍＦＣ的 算 法 性 能 进 行 提 升，并 同

时保证算法的实时性，本文采用了如下方法：引入

再检测机制，跟 踪 过 程 中 对ＳｉａｍＦＣ的 响 应 图 进

行分析，在ＳｉａｍＦＣ结果不够好的时候使用ＳＩＮＴ
网络进行更加精确的目标定位；使用生成模型来

构建模板，并采用高置信度的模型更新策略。
本文 算 法 在 ＯＴＢ２０１３上 取 得 了 不 错 的 效

果。改进之后 的 算 法 相 比ＳｉａｍＦＣ有 很 大 提 升，
并且仍然能 够 保 持 较 快 的 跟 踪 速 度，在 ＧＰＵ 上

的运行帧率为２３ｆｒａｍｅ／ｓ。

２　全卷积孪生神经网络ＳｉａｍＦＣ

　　跟踪一个任意目标可以被当做一种相似性学

习。ＳｉａｍＦＣ旨在学习 一 个 函 数ｆ（ｚ，ｘ），函 数ｆ
比较模板ｚ和搜索区域ｘ，然后返回一个得分图。
得分图和搜索区域ｘ尺寸相同。得分越高，则说

明这个区域和模板越相似。要找到ｚ在新一帧中

的位置，只需要对所有的可能位置都计算相似度
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即可。ＳｉａｍＦＣ使用卷积神经网络来学习函数ｆ，
而基于神 经 网 络 的 相 似 性 学 习 通 常 使 用 孪 生 网

络。孪生网络 的 作 用 是 一 个 特 征 提 取 器φ，同 时

提取模板ｚ和搜索区域ｘ的特征，然后将提取到

的特征送入另 一 个 函 数ｇ，所 以 该 相 似 性 度 量 函

数可被描述为：

ｆ（ｚ，ｘ）＝ｇ（φ（ｚ），φ（ｘ））， （１）
其中函数ｇ是 一 个 距 离 度 量 或 相 似 度 度 量。这

种深度孪生网络早已被广泛应用于人脸确认，关

键描述点学习，ｏｎｅ－ｓｈｏｔ字符识别等任务上。

图１　ＳｉａｍＦＣ网络结构

Ｆｉｇ．１　Ｎｅｔｗｏｒｋ　ａｒｃｈｉｔｅｃｔｕｒｅ　ｏｆ　ＳｉａｍＦＣ

ＳｉａｍＦＣ采 用 的 神 经 网 络 为 全 卷 积 神 经 网

络。全卷积 神 经 网 络 应 用 于 目 标 跟 踪 的 优 势 在

于，不必像目标检测一样生成很多候选区域，只需

输入搜索区域的图像就可以转换成各个子窗口的

相似性。该全卷积孪生网络可被定义为：

ｆ（ｚ，ｘ）＝φ（ｚ）＊φ（ｘ）＋ｂ， （２）
其中：ｘ是搜 索 区 域 图 像，ｚ是 模 板 图 像，卷 积 内

嵌函数φ使 用 了 类 似 于 ＡｌｅｘＮｅｔ［１１］结 构 的 孪 生

网络，＊表示交叉相关运算，ｂ为 偏 置 项 并 且ｂ∈
Ｒ。该函数的输出为一个数值为标量的得分响应

图，其 维 度 取 决 于 搜 索 区 域 和 模 板 图 像 的 大 小。
把响应图得分最高的位置映射到搜索区域上，即

得到了目标的位置。
训练过程使用模板图像和搜索区域组成的图

像对，损失函数为：

Ｌ（ｙ，ｖ）＝ １
｜Ｄ｜∑ｕ∈Ｄｌ

（ｙ［ｕ］，ｖ［ｕ］）， （３）

其中：ｙ［ｕ］∈｛＋１，－１｝和ｖ［ｕ］是图像对的标签

和响应图，ｕ∈Ｄ 对 应 响 应 图 的 每 一 个 位 置，ｌ是

ｌｏｇｉｓｔｉｃ损失函数：

ｌ（ｙ，ｖ）＝ｌｏｇ（１＋ｅｘｐ（－ｙｖ））． （４）

　　卷积网络的参数θ通过随机梯度下降得到：

ａｒｇｍｉｎ
θ

Ｅ
（ｚ，ｘ，ｙ）
Ｌ（ｙ，ｆ（ｚ，ｘ；θ））． （５）

３　孪生实例搜素跟踪网络ＳＩＮＴ

　　ＳＩＮＴ跟踪算法同样使用孪生神经网络来进

行目标跟踪，该算法的流程为首先离线训练卷积

网络得到匹配函数，然后在线跟踪，根据匹配函数

选择与初始帧标定目标最为匹配的候选区域作为

跟踪结果。网络结构如图２所示。

图２　ＳＩＮＴ网络结构

Ｆｉｇ．２　Ｎｅｔｗｏｒｋ　ａｒｃｈｉｔｅｃｔｕｒｅ　ｏｆ　ＳＩＮＴ

为了 使 定 位 更 加 精 确，ＳＩＮＴ跟 踪 网 络 减 少

了最大池化层的使用。由于在每一帧的跟踪过程

中，算法需要对几百个候选区域进行评估，带来了

很大的计算量。因此，网络采用了感兴趣区域池

化层（ＲＯＩ　Ｐｏｏｌｉｎｇ）［１２］，网 络 先 对 整 张 图 片 提 取

特征，然后通过感兴趣区域池化层将候选区域映

射到特征图上，这样避免了对每个候选区域单独

提取特征，大大减少了计算量。
由于采用 了 具 有 无 界 正 范 围 的 整 流 线 性 单

元，在卷积神经网络中，网络的输出是无界的，并

且在不同的尺度范围内会发生变化。不在同一尺

度范围的特征，会导致被跟踪对象提取特征时效

果不好。因此，网络在损失函数层之前加入了ｌ２
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正则化层，使得不同尺度的特征被映射到同一尺

度范围内。
网络的最后，两个孪生网络分支连接 到 同 一

个损失函数层。在跟踪过程中，希望网络生成特

征表示，这些特征表示使得正样本对之间的距离

足够小，负样本对之间的距离足够大。因此采用

了如下的边际对比损失函数：

Ｌ（ｘｊ，ｘｋ，ｙｊ，ｋ）＝
１
２ｙｊ，ｋＤ

２＋１２
（１－ｙｊ，ｋ）ｍａｘ（０，ε－Ｄ２），（６）

其中：Ｄ＝‖ｆ（ｘｊ）－ｆ（ｘｋ）‖２是两个ｌ２ 正则化特

征之间 的 欧 氏 距 离，ｙｊ，ｋ∈｛０，１｝用 来 表 示ｘｊ 和

ｘｋ 是否为相同的 目 标，ε是 不 同 目 标 特 征 之 间 的

最小距离。
跟踪时，网络不再进行在线 更 新。由 于 第 一

帧的目标没有受到污染，后面每一帧的候选区域

都与第一帧进行对比，得分最高的位置即为最终

的目标位置：

ｘ^＝ａｒｇｍａｘ
ｘ∈ｘｊ，ｔ

Ｍ（ｘｔｏ，ｘ）， （７）

其中：ｘｊ，ｔ是第ｔ帧中 的 所 有 候 选 区 域，ｘｔｏ是 第 一

帧中的目标，Ｍ 是匹配函数。匹配函数的结果是

ｘｔｏ和ｘ两个 特 征 向 量 之 间 的 内 积。样 本 的 生 成

采用了半径采样（Ｒａｄｉｕｓ　Ｓａｍｐｌｉｎｇ）策略［１３］，即在

前一帧目标的中心位置周围以不同的半径尺度采

样。在确定最终目标位置之后，使用边框回归对

目标边框进行精修，回归器通过对第一帧采样得

到的正样本进行训练得到。

４　本文算法实现

４．１　算法流程

本文算法在ＳｉａｍＦＣ的 基 础 上，引 入 了 再 检

测机制，集 成 了ＳＩＮＴ跟 踪 算 法 作 检 测 网 络，取

得了超过ＳＩＮＴ算法的跟踪 结 果，同 时 仍 然 保 证

了算法的 实 时 性。基 于ＳｉａｍＦＣ的 跟 踪 网 络 负

责主要的 跟 踪 部 分，得 到 响 应 图 之 后 进 行 置 信

度判定，在跟踪结 果 不 理 想 的 情 况 下，启 用 基 于

ＳＩＮＴ的检测网络重 新 对 目 标 进 行 判 定，之 后 对

模板进 行 更 新，进 行 下 一 帧 的 跟 踪。算 法 流 程

图如图３所示。
跟踪 过 程 中，当 新 一 帧 图 像 到 来 时，ＳｉａｍＦＣ

跟踪网络通过对比模板和搜索区域的相似度得到

响应图，理想情况下，响应最大的位置即为目标的

图３　跟踪流程图

Ｆｉｇ．３　Ｆｌｏｗｃｈａｒｔ　ｏｆ　ｐｒｏｐｏｓｅｄ　ｍｅｔｈｏｄ

位置。但是，由于遮挡、相似物干扰等复杂情况的

存在，目标 可 能 会 出 现 在 非 极 大 响 应 值 的 位 置

上。ＳｉａｍＦＣ原算法中采用了余弦窗来抑制 边 缘

响应，越靠近中心 的 响 应 赋 予 越 高 的 权 重，给 算

法性能的稳定性 带 来 了 很 大 提 升。但 是 同 时 也

带来了风 险，在 目 标 运 动 较 快 的 时 候 容 易 跟 丢

目标。因 此，本 文 去 除 了 加 在 响 应 图 上 的 余 弦

窗，在次级波峰较 多 的 情 况 下，使 用 检 测 网 络 对

多个波峰 位 置 进 行 重 新 判 定，来 确 定 目 标 的 最

终位置。
图４为ＯＴＢ数据集中 Ｗａｌｋｉｎｇ２视频序列第

２１５帧的再检测示意图（彩图见期刊电子版）。其

中，图４（ａ）为ＳｉａｍＦＣ网络得到的响应图，存在两

个明显的波峰。其中一个波峰为真实目标，对应

图４（ｂ）红色框区域。另外一个波峰为干扰，对应

图４（ｂ）黄 色 框 区 域。此 时 干 扰 位 置 的 响 应 强 度

已经超过了真实的目标，如果没有再检测算法将

跟丢目标。在本文算法中，存在大于０．７５倍主波

峰的次级波峰时，就会启动再检测网络。为了充

分利用响应图的信息，在响应图的波峰位置进行

随机采样得到候选区域，如图４（ｃ）。得到候选区

域后，由ＳＩＮＴ网络进行判定，得到最终的目标位

置，结果如图４（ｄ）所示。

４．２　模板构建与更新

不同于ＳｉａｍＦＣ仅使用第一帧的目标作为目

标，本文使用了生成式模型来构建模板，同时采用

了高置信度的模型更新策略。我们使用混合高斯

模型来生成模板，模型ｘ的概率分布为：

ｐ（ｘ）＝∑
Ｌ

ｌ－１πｌＮ（ｘ；μｌ；Ｉ）， （８）
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图４　再检测流程图

Ｆｉｇ．４　Ｔｈｅｉｌｌｕｓｉｏｎ　ｏｆ　ｒｅｄｅｔｅｃｔｉｏｎ

其中：Ｌ是混合高斯模型组件Ｎ（ｘ；μｌ；Ｉ）的数量，

πｌ 是组件ｌ的先验权重，μｌ 是组件ｌ的均值，将协

方差矩阵设置 为 单 位 矩 阵Ｉ，以 避 免 在 高 维 样 本

空间中推断计算量过大。
为了高效地对混合高斯模型进行更 新，采 用

了文献［１４］中的在线更新算法的简化版。给定一

个新的样本ｘｊ，对新的组件ｍ进行初始化，πｍ＝γ
（γ为学习 率），μｍ＝ｘｊ。如 果 组 件 的 数 量 超 过 了

Ｌ，如果原有某一组件的权重低于设定的阈值，抛

弃该组件加入新组件。否则，对原有组件中最接

近的两个组件ｋ和ｌ合并为组件ｎ，并加入新的组

件。

πｎ ＝πｋ＋πｌ，μｎ ＝
πｋμｋ＋πｌμｌ
πｋ＋πｌ

． （９）

　　不同于多数算法每一帧或者隔固定帧更新模

板，本文采取了高置信度的模型更新策略。置信

度的高低，取决于响应图的质量。文献［１５］中 基

于相 关 滤 波 的 响 应 图，提 出 了 ＡＰＣＥ（Ａｖｅｒａｇｅ
Ｐｅａｋ－ｔｏ－Ｃｏｒｒｅｌａｔｉｏｎ　Ｅｎｅｒｇｙ）指 标 来 衡 量 响 应 图

的质量。

ＡＰＣＥ ＝ ｜Ｆｍａｘ－Ｆｍｉｎ｜２

ｍｅａｎ ∑
ｗ，ｈ

（Ｆｗ，ｈ－Ｆｍｉｎ）（ ）２
，（１０）

其中：Ｆｍａｘ，Ｆｍｉｎ，Ｆｗ，ｈ分 别 表 示 响 应 图Ｆ 的 最 大

值、最小 值 和 第ｗ 行、第ｈ列 的 值。ＡＰＣＥ表 示

响应图的波动程度和检测目标的置信度。峰值越

高，噪声越 小，目 标 被 检 测 到 的 概 率 越 大，ＡＰＣＥ
值越大。反之，如果出现遮挡或者相似物干扰等

情况，ＡＰＣＥ值将明显地下降。在 ＡＰＣＥ大于某

一比例的历史均值时，对模板进行更新，可以在一

定程度上防止模板被污染。

５　实验结果与分析

　　本文在公开数据集ＯＴＢ２０１３上测试了算法

的性能，该数据集包含了５１个视频序列。这些序

列在每一帧都标注了目标的位置，并且每个序列

标注了１１个属性，涵盖了各种挑战因素：尺度变

化（ＳＶ），遮 挡（ＯＣＣ），光 照 变 化（ＩＶ），运 动 模 糊

（ＭＢ），变形（ＤＥＦ），快速运动（ＦＭ），平面外旋转

（ＯＰＲ），背景杂波（ＢＣ），出 视 野（ＯＶ），平 面 内 旋

转（ＩＰＲ）和 低 分 辨 率（ＬＲ）。采 用 的 测 试 方 法 为

ＯＰＥ（Ｏｎｅ－Ｐａｓｓ　Ｅｖａｌｕａｔｉｏｎ），主 要 采 用 了 两 个 评

价指 标：精 确 度 图（Ｐｒｅｃｉｓｉｏｎ　ｐｌｏｔ）和 成 功 率 图

（Ｓｕｃｃｅｓｓ　ｐｌｏｔ）。精 确 度 得 分 表 示 与 真 实 位 置 相

比，估计位置在２０像 素 以 内 的 帧 的 百 分 比。成

功率（Ｓｕｃｃｅｓｓ）定义 为 每 个 成 功 率 图 的 曲 线 下 面

积（ＡＵＣ），即 采 样 重 叠 阈 值 对 应 的 成 功 率 平

均值。
同时我们将本文的算法和９个主流的跟踪算

法进行了比较，包括：基于孪生网络跟踪的Ｓｉａｍ－
ＦＣ，ＳＩＮＴ，ＣＦＮｅｔ［１６］，ＤＣＦＮｅｔ［１７］，引 入 了 检 测 机

制的长期 跟 踪 算 法ＬＣＴ［１８］，引 入 跟 踪 置 信 度 的

ＬＭＣＦ，以 及 基 于 相 关 滤 波 的 实 时 性 算 法 Ｓｔａ－
ｐｌｅ［１９］，ＤＳＳＴ［２０］，ＫＣＦ［２１］。

本文算法的实验平台为 ＭＡＴＬＡＢ　Ｒ２０１６ａ，
使 用 的 神 经 网 络 框 架 包 括 ＭａｔＣｏｎｖＮｅｔ［２２］和

ＭａｔＣａｆｆｅ［２３］。使用 的 实 验 设 备ＣＰＵ为Ｉｎｔｅｌ　ｉ７－
６８５０ｋ３．６０ ＧＨｚ，运 行 内 存 ６４ ＧＢ，ＧＰＵ 为

Ｔｉｔａｎ　Ｘ。

５．１　整体性能评估

图５为所有算法的精确度图和成功 率 图，从

图中可以看 出，本 文 算 法 相 对 于ＳｉａｍＦＣ有 很 大

的提 升，精 确 度 达 到 了８８．８％，成 功 率 达 到 了

６３．２％。并且，算法在保证实时性 的 情 况 下，精 确

度超过了用来重新检测的速度仅为４ｆｒａｍｅ／ｓ的

算法ＳＩＮＴ。表１中列出了本文算法和ＳｉａｍＦＣ，

ＳＩＮＴ在精确度、成功率和帧率上的对比。
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图５　在ＯＴＢ２０１３使用ＯＰＥ的精确度图和成功率图

Ｆｉｇ．５　Ｐｒｅｃｉｓｉｏｎ　ａｎｄ　ｓｕｃｃｅｓｓ　ｐｌｏｔｓ　ｕｓｉｎｇ　ｔｈｅ　ＯＰＥ　ｏｎ　ＯＴＢ２０１３

表１　ＯＴＢ２０１３上的实验总结

Ｔａｂ．１　Ｓｕｍｍａｒｙ　ｏｆ　ｅｘｐｅｒｉｍｅｎｔｓ　ｏｎ　ＯＴＢ－１００ｏｎ　ＯＴＢ２０１３

Ｐｒｅｃｉｓｉｏｎ　 ＡＵＣ　 ＦＰＳ

ＳｉａｍＦＣ　 ０．８１５　 ０．６１２　 ５８

ＳＩＮＴ　 ０．８５１　 ０．６３５　 ４

Ｏｕｒｓ　 ０．８８８　 ０．６３２　 ２３

５．２　基于属性的性能分析

ＯＴＢ２０１３数据集 标 注 了 与 跟 踪 场 景 相 关 的

１１个属性，这 些 属 性 影 响 着 跟 踪 器 的 性 能，可 以

用来 评 估 跟 踪 器 在 不 同 场 景 下 的 表 现。图６为

１０个算法在 ＯＴＢ２０１３的１１个 属 性 上 的 精 确 度

图。从图６可以看出，本文算法在８个属性上排

名第一，尤其在低分辨率属性上远远超过其他算

法。在快 速 运 动 和 运 动 模 糊 两 个 属 性，仅 次 于

ＳＩＮＴ排名第 二。在 出 视 野 的 情 况 下，算 法 未 能

超过基准算法ＳｉａｍＦＣ。相比较于ＳｉａｍＦＣ，本文

算法 在１１个 属 性 上 分 别 提 高 了３％，１２．８％，

５．５％，１６．２％，１６．３％，１０．１％，１９．３％，６．３％，

６．７％，１０％，－０．０７％。

６２６１ 　　　　　光学　精密工程　　　　　 第２７卷　



图６　ＯＴＢ２０１３上１１个属性的精确度图（标题上的数字表示此属性的数据集数量）

Ｆｉｇ．６　Ｐｒｅｃｉｓｉｏｎ　ｐｌｏｔｓ　ｏｆ　ｔｈｅ　ａｔｔｒｉｂｕｔｅｓ　ｏｎ　ＯＴＢ２０１３．Ｔｈｅ　ｖａｌｕｅｓ　ａｐｐｅａｒｉｎｇ　ｉｎ　ｔｈｅ　ｔｉｔｌｅ　ｄｅｎｏｔｅ　ｔｈｅ　ｎｕｍｂｅｒ　ｏｆ　ｖｉｄｅｏｓ

ａｓｓｏｃｉａｔｅｄ　ｗｉｔｈ　ｔｈｅ　ｒｅｓｐｅｃｔｉｖｅ　ａｔｔｒｉｂｕｔｅ

图７　６个跟踪算法在１０个视频序列上的结果展示

Ｆｉｇ．７　Ｖｉｓｕａｌｉｚａｔｉｏｎ　ｏｆ　ｔｒａｃｋｉｎｇ　ｒｅｓｕｌｔｓ　ｏｆ　ｓｉｘ　ｒｅｐｒｅｓｅｎｔａｔｉｖｅ　ｔｒａｃｋｅｒｓ　ｏｎ　ｔｅｎ　ｃｈａｌｌｅｎｇｉｎｇ　ｓｅｑｕｅｎｃｅｓ
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５．３　定性比较

为了更好地说明跟踪算法的性能，本 文 选 择

了一些具有挑战性的视频序列来进一步对比。这

些视频序列代表着不同的复杂场景，同时为了更

方便的展示结果，这一部分选择了６个跟踪算法

来进行对比。在１０个 视 频 序 列 上 的 结 果 如 图７
所示，图 左 上 角 数 字 为 帧 数，视 频 序 列 依 次 为

Ｊｕｍｐ，ｊｏｇｇｉｎｇ１，Ｃｏｕｐｌｅ，Ｌｅｍｍｉｎｇ，Ｓｋｉｉｎｇ，

Ｓｏｃｃｅｒ，Ｍａｔｒｉｘ，Ｆｏｏｔｂａｌｌ， ＭｏｔｏｒＲｏｌｌｉｎｇ　ａｎｄ
Ｌｉｑｕｏｒ（彩图见期刊电子版）。

５．３．１　快速运动

为了在目标快速运动时捕捉到目标，跟 踪 算

法不宜选择较小的搜索区域，而较大的搜索区域

增加了目标被相似物干扰的风险。传统相关滤波

类算法ＫＣＦ和Ｓｔａｐｌｅ由于在训练阶段加入了余

弦窗，对远 处 目 标 的 判 别 能 力 较 弱。在Ｊｕｍｐｉｎｇ
视频序列中，目标从３３帧开始向上跳起，３５帧时

ＬＣＴ和ＫＣＦ最先丢失目标，３７帧时Ｓｔａｐｌｅ也丢

失了 目 标。ＳｉａｍＦＣ由 于 加 在 响 应 图 上 的 余 弦

窗，抑制了目标在搜索区域边缘处的响应，在后续

帧中经 常 需 要 两 帧 来 跟 上 快 速 运 动 的 目 标。在

Ｓｋｉｉｎｇ视频序列中，目标为小目标，而且运动速度

较快。ＫＣＦ一开 始 就 就 丢 失 了 目 标，在１３帧 的

时候，目标和背景中的树木融为一体，本文算法出

现了 定 位 失 误，但 在 下 一 帧 又 重 新 检 测 到 目 标。
在后面几帧的快速运动中，其他算法均丢失了目

标。在Ｃｏｕｐｌｅ视 频 序 列 中，９１帧 时 镜 头 突 然 移

动带来了目标在图像中的位置突变，相关滤波类

算法ＬＣＴ，ＫＣＦ和Ｓｔａｐｌｅ跟 踪 结 果 此 时 仍 然 停

留在上一帧的位置。

５．３．２　遮挡

遮挡是目标跟踪中一大难点，如果目 标 被 遮

挡时未采取有效的更新策略，滤波器或者模板将

错把遮挡 物 学 习 为 目 标。在Ｊｏｇｇｉｎｇ１视 频 序 列

中，目标从７２帧开始几乎完全被遮挡，７９帧目标

出现在视野 中 时，本 文 算 法 和ＳｉａｍＦＣ最 先 定 位

到目 标，ＳｉａｍＦＣ不 更 新 模 板 在 此 情 况 下 获 得 了

优势，而本文算法的高置信度 模型更新也避免了

模板被污染。具有再检测机制的ＬＣＴ在８２帧时

也重新定位到目标，ＫＣＦ，Ｓｔａｐｌｅ则已经将遮挡区

域确认为目标，从此丢失了目标。在Ｓｏｃｃｅｒ视频

序列中，从１００帧开始，目标出现了严重的遮挡，
目标几乎已经不可见，各个跟踪算法的结果都处

于随机游走状态。到１２９帧时，目标较为 清 晰 的

出现在 视 野 中，ＣＦＮｅｔ最 先 定 位 到 了 目 标。１４４
帧 时 本 文 算 法 依 靠 再 检 测 网 络 定 位 到 了 目 标，

ＬＣＴ．，Ｓｔａｐｌｅ和 ＫＣＦ则 再 也 没 有 定 位 到 目 标。
在Ｌｅｍｍｉｎｇ视频序列中，玩具熊从３３４帧开始被

严重遮挡，在３４２帧 时 本 文 算 法 和ＳｉａｍＦＣ跟 踪

到了目标旁边的游标卡尺上。３７１帧本文算法重

新检测到目标，ＣＦＮｅｔ和ＬＣＴ也分别在３７４帧和

３７６帧重新定 位 到 目 标。此 时，经 历 了 几 十 帧 的

严重遮挡，ＫＣＦ和Ｓｔａｐｌｅ已经将遮挡区域判定为

目标。ＣＦＮｅｔ则在视频一开始就丢失了目标。

５．３．３　背景杂波和光照变化

背景杂波是指目标附近的背景颜色或纹理与

目标相似，这对算法的判别能力提出了很高的要

求。使 用 了 ＣＮＮ 特 征 的 本 文 算 法、ＳｉａｍＦＣ和

ＣＦＮｅｔ，在对相似 物 的 辨 别 能 力 上 要 比 其 他 算 法

表现更好。光照变化在一些不复杂的场景下比较

容易克服，但和背景杂波结合在一起时，跟踪结果

就很容 易 漂 移 到 周 围 的 相 似 干 扰 物 上。在 Ｍａ－
ｔｒｉｘ视频序列 中，人 物 的 头 部 和 衣 服 及 周 围 的 背

景灰度都很接近。同时在１５帧，光照也发生了剧

烈变化，ＫＣＦ最先丢失目标。１７帧光照再次发生

变化，Ｓｔａｐｌｅ也 丢 失 了 目 标。由 于 目 标 和 背 景 太

相似，目标运动到３７帧时，所有算法都已丢失目

标。４４帧时光照再次变亮，本文算法重新检测到

了目标。在Ｆｏｏｔｂａｌｌ视频序列中，多个运动 员 的

头部极为相似。１１５帧时ＳｉａｍＦＣ将定位到了目

标旁边的运动员头部，２９５帧时ＫＣＦ和Ｓｔａｐｌｅ也

定位失误。在 ＭｏｔｏｒＲｏｌｌｉｎｇ视频序列中，摩托车

在第２８帧出现了快速运动，此时背景也发生了剧

烈变化，并且背景中多处地方与摩托车颜色相似，
形成了干扰。依靠再检测网络，本文算法及时跟

住了目标，其余算法均已丢失目标。

５．３．４　长期跟踪

ＯＴＢ２０１３数据集中有３个超过１　０００帧的视

频序 列，分 别 为 Ｄｏｌｌ，Ｌｅｍｍｉｎｇ和 Ｌｉｑｕｏｒ。表１
为６个算法在３个平均ＣＬＥ（中心位置误差）值。
其中Ｄｏｌｌ视频 序 列 场 景 较 为 简 单，除 了ＳｉａｍＦＣ
未能适应目标的尺度变化，在最后的几百帧丢失

了目标，其他跟踪算法都取得了不错的效果。而

Ｌｅｍｍｉｎｇ视 频 序 列 目 标 存 在 长 时 间 遮 挡 这 一 严

重问题，ＬＣＴ在１　２７１帧开始丢失目标，只有本文

算法和ＳｉａｍＦＣ一直到视频序列结束都没有丢失
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目标。Ｌｉｑｕｏｒ序列中瓶子多次出现平面外旋转，
并且周围存在相似瓶子的干扰。除了本文算法和

Ｓｔａｐｌｅ，其他算法均出现了较长时间的丢失目标。
尽管本文算法在瓶子被遮挡时也出现了几次短暂

的丢失目标，但依靠检测算法又迅速的进行了重

新定位。高置信度的模型更新策略和重新检测模

块，使得本文算法在长期跟踪中能够更好地适应

目标的变形和遮挡。

图８　３个长时间序列每帧的中心位置误差对比

Ｆｉｇ．８　Ｆａｍｅ－ｂｙ－ｆｒａｍｅ　ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｃｅｎｔｅｒ　ｌｏｃａｔｉｏｎ　ｅｒｒｏｒｓ（ｉｎ　ｐｉｘｅｌｓ）ｏｎ　３ｌｏｎｇ－ｔｅｒｍ　ｓｅｑｕｅｎｃｅｓ

６　结　论

　　针对ＳｉａｍＦＣ跟 踪 算 法 在 目 标 快 速 运 动、相

似目标干扰、光照变化、背景杂波等情况下跟踪效

果较差的问题，本 文 引 入 了ＳＩＮＴ算 法 中 所 使 用

的孪生神经 网 络 进 行 二 次 检 测，在ＳｉａｍＦＣ表 现

不佳 的 场 景 下 对 目 标 重 新 定 位。同 时，针 对

ＳｉａｍＦＣ不 进 行 模 型 更 新、在 长 期 跟 踪 中 难 以 适

应目标本身变化的问题，本文使用生成式模型对

目标进行建模，同时引入置信度评估，采用了高置

信度的模型更新策略。在ＯＴＢ２０１３上５１个视频

测 试 序 列 上 的 评 估 结 果 表 明，本 文 算 法 相 对 于

ＳｉａｍＦＣ在 跟 踪 精 度 上 有 了 很 大 的 提 升，精 确 度

达到了８８．８％，成功率达到了６３．２％，同 时 运 行

帧率仍然能保持在２３ｆｒａｍｅ／ｓ。和目前的一些能

达到实时性的主流算法的对比也表明，在很多复

杂场景中本文算法都有着不错的表现，在低分辨

率的情况下表现尤为突出。本文的下一步工作将

针对再检测网络进行改进，以进一步提升算法的

性能和实时性。
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