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摘要：从不完整的视觉信息中推断出物体的三维几何形状是机器视觉系统应当具备的重要能力，而识别出场景中物体的

语义是机器视觉系统的核心。传统方法通常将二者分离实现，本文将场景复原与目标语义紧密结合，提出了一种三维语

义场景复原网络模型，仅以单一深度图作为输入，实现对三维场景的语义分类和场景复原。首 先，建 立 一 种 端 到 端 的 三

维卷积神经网络，网络的输入是深度图，使用三维上下文模块来对相机视锥体内的区域进行学习，进 而 输 出 带 有 语 义 标

签的三维体素；其次，建立了带有密集体积标签的合成三维场景数据集，用于训练本文的深度学习网络模型；最后通过实

验表明，与现有的语义分类和场景复原方法相比，语 义 场 景 的 复 原 接 收 区 域 增 加 了２．０％。结 果 表 明：三 维 学 习 网 络 的

复原性能良好，语义标注的准确率较高。
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１　引　言

在三维世界中，物体的物理存在性是由该物体

所处空间区域是否被占用来决定的。为了与客观

世界进行交互，通常依赖于对场景的三维几何和语

义的理解。同样，对于一个机器人，能够从不完整

的视觉信息中推断出目标物体的三维形状是机器

人视觉系统应具备的重要能力，可以支持机器人完

成抓取、躲避障碍物等任务；能够推断出场景中物

体的语义，可以支持机器人完成检索目标的任务。

传统方法通常将这两项任务分离，深度分割方法仅

对二维可视表面操作，而不考虑三维几何形状［１－２］；

形状复原方法仅考虑从上下文中分离出单一目标，

仅对三维几何进行复原操作而不考虑语义。本文

建立了一种语义场景重建模型，能够从单一深度图

推断出空间体积占用和目标分类情况。

考虑到目 标 的 语 义 和 周 围 场 景 是 紧 密 相 关

的，因此对空间体素占用的预测，以及对目标语义

的识别，二者同样是相互关联的。也就是说，当场

景中的物体语义被准确识别，即使物体对于视觉

系统不是完全可见，也可以预测出该物体的三维

几何形状。反之，当已知物体的几何形状，可以预

测出物体的语义类别。

本文采用监督式特征学习方式来训练深度神

经网络，对三维场景进行语义分类和复原。取一个

深度图作为输入，本文的深度学习网络对场景进行

语义分类和复原重建，为视锥体内的体素生成各自

的语义标签，每个体素被标注为占用或空闲，已被

占用的体 素 被 标 注 为 属 于Ｎ 个 对 象 类 别 中 的 一

个。这种预测会超出单个深度图的视锥体投影面，

为整个场景提供占用信息。为了实现语义场景的

复原重建，本文需要解决以下两个问题：第一，当场

景中的目标物体部分可见时，如何从物体的三维体

积数据中有效地捕获场景的上下文信息；第二，由
于ＲＧＢ－Ｄ数据集仅对可见表面进行标注，因此需

要获取带有完整表面标注的训练数据。

针对第一个问题，设计了一种三维上 下 文 扩

展模块，能够有效地扩大神经网络的可接收区域，

实现对场景中上下文信息的建模。接收区域的范

围大小直接影响目标物体的语义识别效果，如图

１所示，图中椅子的下半部分区域被桌子遮挡，很

难识别椅子的完整形状。因此需要考虑目标物体

周围场景的上下文信息，例如椅子旁边的桌子和

地面。通过获取周围场景的上下文信息可以有效

推测物体的几何形状并对其进行语义标注。针对

第二个问题，建立了一种带有密集体积注释的合

成三维场景数据集，数据集中的三维场景由单独

标注的三维对象网格组成，通过体素化对象网格，

计算得出具有密集对象标签的三维场景数据。实

验表明，通过本文的深度学习网络，获得了三维上

下文模型，结合大规模合成训练数据，能够有效提

升语义场景复原性能。

图１　本文网络的三维语义场景复原过程

Ｆｉｇ．１　３Ｄｐｒｏｃｅｓｓｉｎｇ　ｏｆ　ｓｅｍａｎｔｉｃ　ｓｃｅｎｅ　ｃｏｍｐｌｅｔｉｏｎ　ｏｆ　ｏｕｒ

ｎｅｕｒａｌ　ｎｅｔｗｏｒｋ
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本文的核心是构建了一种端到端的三维卷积

神经网络模型，实现场景的语义标注和体积复原。

本文设计了一个三维上下文扩展模块，对较大的

接受区域内的场景上下文进行学习。为了提供更

有效的训练数据，本文建立了一个大规模合成三

维场景数据集，数据集中的场景具有空间占用情

况和语义分类标注信息。

２　相关工作

下面从三个方面介绍相关领域的研究进展情

况。主要包 括 ＲＧＢ－Ｄ分 类，三 维 形 状 复 原 和 空

间体素语义标注三个方面。

先前的工作大多集中在对ＲＧＢ－Ｄ图像进行

分类［３－４］，这些方法仅对可见像素区域进行语义标

注，不考虑物体的完整几何形状，因此无法对可见

区域以外的部分进行场景复原。这些方法针对单

一物体进行形状复原［５］，且仅对单一物体有效，若

要将这些方法用于场景的复原操作，则需要附加

语义分类任务，复原的鲁棒性和实时性都无法保

证。对于三维场景的复原，当不可见区域相对较

小时，可以使用平面拟合或目标对称方法来填补

孔洞［６］。然后，这些方法依赖于目 标 物 体 的 规 则

几何形状，并且当缺损区域较大时，会导致复原失

败。Ｆｉｒｍａｎ等［７］提 出 的 不 可 见 区 域 复 原 策 略 对

三维场景的复原效果较好，这种复原方法仅对几

何结构进行复原，无法对语义进行分类，所以当物

体的 几 何 形 状 较 复 杂 时，会 降 低 复 原 的 准 确 性。

科研人员通过检测和拟合层次三维网格模型来实

现几何复原 和 语 义 分 类［８－１１］，这 些 方 法 的 复 原 质

量受检测到的网格模型影响，当检测到的模型本

身带有缺损，复原效果通常是不理想的。科研人

员 使 用 三 维 包 围 盒 方 法 来 估 计 物 体 的 几 何 形

状［１２－１３］，但是包围盒方法通常无法标识物体的 几

何细节，导致预测结果不精准。科研人员开始通

过建立单 独 的 模 块 来 完 成 特 征 提 取 和 上 下 文 建

模。Ｚｈｅｎｇ等［１４］通 过 物 理 推 理 来 预 测 不 可 见 区

域的体素。Ｋｉｍ等［１５］通 过 训 练 一 个 体 素 模 型 来

实现 室 内 场 景 的 语 义 标 注 与 复 原 重 建。Ｈａｎｅ

等［１６］和Ｂｌａｈａ等［１７］采 用 联 合 优 化 方 法 对 场 景 进

行多视角重建与分类。这些方法使用预定义特征

来从上下文模型中分离出特征学习部分，然而使

用ＣＲＦ模型来复原长序列场景，这种方法时间复

杂度较高，语义复原成本较高，影响了复原的实时

性能。

针对上述问题，本文建立了端到端的、基于大

规模场景数据的深度学习网络模型，能够联合学

习底层特征表示和高层上下文信息，直接从较大

的接收区域获取长序列场景的上下文线索。本文

构建了一个大规模合成三维场景数据集，合成场

景数据已经被用于二维图像的语义分类［１８－２０］，然

而三维合成数据还未被广泛应用。现有的数据集

大多集 中 在 特 定 物 体 或 小 规 模 的 室 内 场 景［２１］。

本文建立的大规模合成数据集，包含４５　６２２个建

筑物，７７５　５７４个房间，作为大数据样本来训练深

度神经网络模型。

３　语义场景复原网络

给定一个三维场景的深度图，本文提 出 的 语

义场景复原网络的核心是将视锥体内的体素映射

到一组类标签，即Ｃ＝｛ｃ０，…ｃＮ＋１｝，其 中Ｎ 是 对

象类 的 个 数，ｃ０ 表 示 空 体 素。在 训 练 阶 段，从 三

维合成场景的虚拟视角来渲染深度图，并体素化

带有对象标签的整个三维场景。在测试阶段，使

用ＲＧＢ－Ｄ相 机 来 获 取 深 度 图，本 文 网 络 的 语 义

场景复原过程，如图１所示。下面分３个部分介

绍本文语义复原网络，主要包括体素数据编码，复

原网络结构和生成训练数据。

本文构建了一种深度卷积神经网络，用 于 学

习三维场景的语义信息，如图１所示。首先，网络

的输入为ＲＧＢ－Ｄ图像，经过卷积运算后，提取整

副图像的特征语义，生成特征图；其次，特征图经

过 Ｍａｘｐｏｏｌｉｎｇ层，得到特征向量，作 为 分 类 器 的

输入数据；再次，分类器对特征图像中的候选区域

进行语义分类，识别目标语义；最后，根据目标语
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义，对候选框的位置进行反向估计，微调至损失值

达到最小即可。

３．１　体素数据编码

为了实现场景复原，首先要对可见面 的 深 度

数据进行编码，并将编码后的数据作为复原网络

的有效输入，进而实现语义场景的复原操作。理

想的编码方式在视角方向不变的情况下，直接将

二维可见信息集成到三维输出区域，使得复原网

络能够更高效的学习目标几何形状和场景表示。

为了实现这一目标，本文采用截断式带符号距离

函 数 （Ｔｒｕｎｃａｔｅｄ　Ｓｉｇｎｅｄ　Ｄｉｓｔａｎｃｅ　Ｆｕｎｃｔｉｏｎ，

ＴＳＤＦ）来对三维场景编码，场景中的每个体素包

含两个数据，分别是距离值ｄ（距离该体素最近的

面）和符号变量（标志该体素是空闲体素或被遮挡

体素）。为 了 适 用 于 本 文 复 原 网 络，这 里 对 传 统

ＴＳＤＦ结构进行了改进：

大多数的深度重建管线使用摄像机直线投影

的方式来寻找距离最近的表面点。这种方法减少

了ＴＳＤＦ的计算时间，但严重依赖于摄像机投射

视角。本文选取可见面上的任意点来计算最近距

离，降低了对摄像视角的严重依赖，提高了ＴＳＤＦ

的计算效率。此外，沿着遮挡边界的空闲体素区

域，会出现 介 于±ｄｍａｘ之 间 的 强 梯 度 变 化。虽 然

可以通过移除符号标记来减少梯度变化，然而符

号标记能够表示场景的遮挡区域，这对场景复原

是至关重要的。为了改善这一问题，本文重新定

义ＴＳＤＦ距 离 值ｄｎｅｘｔ＝ｓｉｇｎ（ｄ）（ｄｍａｘ－ｄ），改 进

的ＴＳＤＦ距离在场景表面上具有强梯度变化，这

对于复原网络学习场景的几何特征更加有效。图

２给出了本文改进的ＴＳＤＦ编码过程，首 先 使 用

深度传感器获得场景的点云数据，即可见面。然

后对输入的ＲＧＢ－Ｄ图像计算得到标准ＴＳＤＦ体

素编码数据。再次将点云信息与体素数据作为卷

积网络的输入，分别用于生成特征图像和三维几

何特征图，最后经过本文复原网络的分类和微调

操作，实现的三维场景的语义复原操作。

图２　复原表面的几种ＴＳＤＦ编码方式

Ｆｉｇ．２　Ｅｎｃｏｄｉｎｇ　ｏｆ　ＴＳＤＦ　ｆｏｒ　Ｃｏｍｐｌｅｔｉｏｎ

３．２　复原网络结果

语义场景复原网络结构如图３所示。网络的

输入是一个高分辨率三维体积卷，通过三维卷积

层来学习本地几何表示。本文使用具有步长和聚

集层的卷积网络将分辨率降低到初始输入的四分

之一，并使用三维上下文模块来捕获更高层次的

对象间上下文信息；接下来，不同尺度的网络响应

被传送到两个卷积层，实现对多个尺度信息的聚

合操作；最后，使用体素级卷积层来预测最终的体

素标签。本文在卷积层添加了几个快捷连接来获

取较好的梯度传播。下面介绍本文复原网络的几

个核心部分。
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图３　本文的语义场景复原网络

Ｆｉｇ．３　Ｓｅｍａｎｔｉｃ　ｓｃｅｎｅ　ｃｏｍｐｌｅｔｉｏｎ　ｏｆ　ｏｕｒ　ｎｅｕｒａｌ　ｎｅｔｗｏｒｋ

３．２．１　生成输入体积卷

给定一个三维场景，假设三维空间尺 寸 分 别

为水 平 方 向４．８ｍ，垂 直 方 向２．８８ｍ，深 度 为

４．８ｍ。本 文 将 三 维 场 景 编 码 成 ＴＳＤＦ格 式，网

格尺寸 为０．０２ｍ，截 断 值 为０．２４ｍ，生 成 一 个

２４０ｍｍ×１４４ｍｍ×２４０ｍｍ的体积卷作为复原

网络的输入。
本文构建了一种以ＲＧＢ－Ｄ深度图作为输入

的深度学习网络框架。一个点云由一组三维点数

据构成，即｛Ｐｉ｜ｉ＝１，…，ｎ｝，每个三维点Ｐｉ 由五

维向量表示。对于对象分类任务，输入点云直接

从目标形状采样，或者从一个场景点云预分割得

到。对于语义分割，输入可以是用于部分区域分

割的单个对象，或者用于对象区域分割的三维场

景子体积。本文 网 络 将 为ｎ个 点 和ｍ 个 语 义 子

类别中的每一个输出ｎ×ｍ个分数。图４给出了

本文 语 义 分 类 网 络 架 构。Ｔ１和 Ｔ２是 输 入 点 和

特征的对称转换网络。ＦＣ是完全连接的层在每

个点上 操 作。ＭＬＰ是 每 个 点 上 的 多 层 感 知 器。

ｖｅｃ是大小为１６的 向 量，指 示 输 入 形 状 的 类 别。
本文网络能够预测体素数量，如图４中的左下角

曲线图所示，这表明本文复原网络能够从本地邻

域获取信息，对区域分割具有鲁棒性。

图４　语义分类网络架构

Ｆｉｇ．４　Ｓｅｍａｎｔｉｃ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｎｅｔｗｏｒｋ　ａｒｃｈｉｔｅｃｔｕｒｅ

３．２．２　捕获较大区域的三维上下文信息

上下文信息为理解目标场景提供有价值的线

索。在三维空间中，由于缺乏高频信号，上下文信

息更为重要。例如，桌面，床面和地板的几何形状

相似，仅通过几何形状很难对其有效分类。因此，
物体在场景中的相对位置可以作为场景分类的有

效信息，实现对目标物体的有效分类。为了学习

上下文信息，本文的网络需要具有足够大的接收

区域。本文对增量卷积方法进行扩充，使之适用

于三维场景区域。在内核卷积之前，增量卷积通

过从输入 卷 中 提 取 值 时 加 入 步 长 来 扩 展 正 常 卷

积。因此，在保证不损失分辨率或覆盖范围，同时

保证参数数量不变的情况下，本文实现了对接收

场的指数级扩展。图５给出了本文复原网络和传

统三维卷积网络的接收区域尺寸对比，红色线框

为本文网络（彩图见期刊电子版）。

图５　接收区尺寸对复原网络的影响

Ｆｉｇ．５　Ｉｎｆｌｕｅｎｃｅ　ｏｆ　ｒｅｃｅｉｖｉｎｇ　ｓｉｚｅ　ｏｎ　ｒｅｓｔｏｒａｔｉｏｎ　ｎｅｔｗｏｒｋ

本文语义复原网络从训练ＬＳ＿３ＤＤＳ合成数

据集中，直接学习接收域信息来获取条件概率矩

阵，即 在 三 维 场 景 语 义 分 类 中，条 件 概 率ｐ（Ａｉ｜
Ｃｎ）表示在语义类别Ｃｎ 中出现的语义对象Ａｉ 的

比率来计算概率分布：

Ａｎｉ ＝ｐ（Ａｉ｜Ｃｎ）＝ ∑
Ｉ∈Ｃｎ

ａｉ（Ｉ［ ］）÷∑Ｃｎ，（１）

其中∑Ｃｎ 表示ＬＳ＿３ＤＤＳ数据集中属于类别Ｃｎ

的场景个数，且∑
ｉ
ｐ（Ａｉ Ｃｎ）＝１。
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本文的三维场景语义类别个数Ｎ，对象个数

为Ｍ，语义对象条件 概 率 矩 阵 为Ｎ×Ｍ 阶 矩 阵，
即Θ＝［Ａｎｉ］Ｎ×Ｍ。这里通过计数随机事件的出现

频率来估计概率分布，需要大量的真实观测数据。
使用本文构建的ＬＳ＿３ＤＤＳ数据集训练语义神经

网络模型，由于合成数据集规模较大且手动标记

标签精准，使得计算得出的条件概率较准确，保证

了本文语义场景复原网络的精准度。
本文采用多任务损失函数来调节反向传递过

程，即微调语义识别框的位置，使之达到像素级精

准度：

Ｌ＝Ｌｃｌｓ（ｐ，ｕ）＋λＬｒｅｇ（ｔ，ｖ）， （２）
其中Ｌｃｌｓ（ｐ，ｕ）＝－ｌｏｇ　ｐｕ 是地 面 真 值ｕ 的 对 数

损失。Ｌｒｅｇ（ｔ，ｖ）＝∑ｓｍｏｏｔｈＬ１（ｔｉ－ｖｉ），且

ｓｍｏｏｔｈＬ１（ｘ）＝
０．５ｘ２，｜ｘ｜＜１
｜ｘ｜－０．５，｜ｘ｜≥｛ １

．

３．２．３　多尺寸上下文聚合

不同的目标物体具有不同的三维物 理 尺 寸，
因此为了有效识别物体，网络需要捕获不同尺度

的信息。例如，为了识别小物体，需要更多的本地

信息；为了识别大物体，需要更多的全局信息。为

了聚合不同尺寸的信息，本文设计了一个层次，将
网络响应与不同的接收域连接起来。再将聚合的

特征图映射到两个卷积层，这使得本文复原网络

能够跨不同尺寸的响应来传递信息。

３．２．４　均衡体素项

由于三维数据具有稀疏特性，空闲体 素 和 被

占用体素的比率为９∶１。为了均衡体素分布，本

文对训练数据进行取样，保证每个抽样区域都具

有一个相 对 均 衡 的 体 素 分 布。对 于 每 个 包 含 Ｎ
个被占用体素的训练体素卷，为被占用区域随机

抽取２　Ｎ 个空 闲 体 素，同 时 忽 略 视 锥 体 外 的 空 闲

体素。

３．２．５　计算体素损失值

网络的损失函数是体素级损失之和，即：

Ｌ（ｐ，ｙ）＝∑
ｉ，ｊ，ｋ
ｗｉｊｋＬｓｍ（ｐｉｊｋ，ｙｉｊｋ），

其中：Ｌｓｍ是体素损失，ｙｉｊｋ是地面真值标签，ｐｉｊｋ表示

在Ｎ＋１个分类下，在坐标（ｉ，ｊ，ｋ）处的体素预测概

率，Ｎ表示 物 体 分 类 个 数，空 闲 体 素 属 于 分 类０。
权值ｗｉｊｋ基于上述抽样算法，取值等于０或１。

３．２．６　训练数据

本文使用Ｃａｆｆｅ深度卷积神经网络［２２］来训练

复原标签。在ＬＳ＿３ＤＤＳ数据集上预训练本文的

语义场景复原网络，需要大约１５ｄ，ＧＰＵ型号是

Ｎｖｉｄｉａ　ＧＴＸ１０７０。在训练期间，每个子块包含一

个三维视图卷，需要８ＧＢ的ＧＰＵ内存。为了获

得更稳定的梯度估计，本文累积了４次迭代梯度，
然后再更新权重。

３．３　合成训练数据

训练复原网络的难点之一是缺乏体素级别的

大规模密集语义注释数据集。现有的ＲＧＢ－Ｄ数

据集通常会被遮挡或部分可见，无法为整个空间

提供体 素 级 别 的 体 积 占 用 和 语 义 标 签。Ｆｉｒｍａｎ
等使用ＫｉｎｅｃｔＦｕｓｉｏｎ方 法 收 集 带 有 重 建ＲＧＢ－Ｄ
视频的桌 面 数 据 集［２３］。但 是 该 数 据 集 不 带 有 语

义标签，仅包含简单的桌面场景。本文给出了一

种大规模合成三维场景数据集ＬＳ＿３ＤＤＳ，并从中

获取大量的具有合成深度图像和地面实况的训练

数据。
本文给出的ＬＳ＿３ＤＤＳ数据集包含４５　６２２个

不同的场景，这些场景是真实的带有家具装饰的

室内房间，并使用专业图形软件来设计。经过筛

选，删除数据集中的重复和空白场景，保证了场景

数据集的质量。最后，场景共分８４类，有 效 的 地

面场景４９　８８４个，有效的目标物体５　６９７　２１７个，
并 手 动 标 记 物 体，得 到 带 有 分 类 标 签 的 场 景 数

据集。
深度图能够模拟典型图像的捕获过 程，为 了

生成合成深度图，本文使用一种简单的方法来获

得相机视点。给定一个三维场景，首先从一个均

匀的网格开始，间隔１ｍ，并且该网格不被物体所

占据。然后，根据高斯采样分布来选择摄像头姿

态，即相机高度采用μ＝１．５ｍ，σ＝０．１ｍ的高

斯分布进行采样；相机倾斜角度采用μ＝ －１０°和

σ＝５°的 高 斯 分 布 进 行 采 样。其 次，本 文 使 用 深

度传感器来绘制得到深度图，同时剔除不佳相机

视点。即当视图满足以下３点时，表示该视图是

有效视图：（１）有 效 深 度 区 域 占 用 图 像 的７０％以

上；（２）除了墙壁，天花板和地板之外，包含两种以

上的物体；（３）除了墙壁，天花板和地板之外，物体

占用图像面积的３０％以上。为了减少数据冗余，
本文从每个 房 间 挑 选 目 标 语 义 最 丰 富 的５幅 图

像，共生成１３０　２６９个有效视图来训练 本 文 的 语

义复原网络。
由于ＬＳ＿３ＤＤＳ三维场景数据集由有限数量

的对象实例组成，本文首先对库中的每个对象进

行体素化，然后根据每个场景的配置和视点来转
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换各自的标签，进而加速体素化过程。例如，本文

将每个对象体素化为一个１２８×１２８×１２８的体素

网格，并设置体素大小ｓ，使得对象的最大尺寸紧

紧贴在对象边界框上；由于对象尺度不同，ｓ也随

之变化。
给定相机视图，本文定义了世界坐标 中 大 小

为２４０×１４４×２４０体素网格，场景体素大小等于

２ｃｍ。对于场景中的每个对象，通过转换，旋转和

缩放操作来转换对象体素网格。然后，在变换对

象边界框内，对场景体素网格中的每个体元进行

迭代处理，并计算其到最近邻居对象体素的距离。
如果 距 离 小 于 对 象 体 素 大 小ｓ，则 该 场 景 体 素 将

被标记为属于该对象类别。类似地，本文标记墙

壁，地面和天花板场景的所有体素，并将它们当做

厚度等于一个场景体素大小的平面来标记。所有

剩余体素被标记为空白体素。

４　实验结果与分析

为了评估本文方法的鲁棒性与实时 性，使 用

真实数据集与合成数据集，将本文方法与其它几

种方法进行性能对比。
对于真实场景，本文采用ＮＹＵ数据集［３］，包

含１　４４９个深度图。对Ｇｕｏ等［２４－２５］的三维网格注

释进行体素化处理，获得了地面真实场景。基于

Ｈａｎｄａ等方法获 得 对 象 类 别［１８］。注 释 由７个 类

别、３３个对象 网 格 组 成，其 他 分 类 使 用 三 维 方 框

或平面近似。在某些情况下，由于标签错误和有

限的网格集，使得网格注释与深度数据的对应关

系不完全一致。为了解决这种不一致性，Ｆｉｒｍａｎ
等使用渲染深度图进行测试。然而，由于渲染过

度简化的网格，导致几何细节丢失，尤其在对象被

表示为三维方框的区域丢失严重［２６］。因此，本文

使用渲染深度图和源网格注释图进行测试。
对于合成数据，本文创建了一个几何 细 节 完

备的对象测试集ＬＳ＿３ＤＤＳ，其深度图和地面真实

体素完全对齐。ＬＳ＿３ＤＤＳ测试集包括从１８４个

场景渲染得到的５００个深度图像。
本 文 将 预 测 体 素 标 签 的 体 素 级 交 叉 点

（Ｉｎｔｅｒｓｅｃｔｉｏｎ　ｏｖｅｒ　Ｕｎｉｏｎ，ＩｏＵ）作 为 评 价 指 标。
对于语义场景复原操作，本文计算可见和遮挡体

素上每个对象 类 的ＩｏＵ。对 于 场 景 重 建 操 作，本

文将所有非空对象类视为一个类别，并计算遮挡

体素的ＩｏＵ。这里不评估视图外的体素或房间。

表１和表２给出了定量比较结果，图６与图

７给出了定 性 比 较 结 果。在 表１中，本 文 将 语 义

场景复原操作与Ｌｉｎ等［１２］，以及Ｇｅｉｇｅｒ和 Ｗａｎｇ
等［１０］的复原方法进行比较，以下简称Ｌ复原方法

与ＧＷ 复原方法。这两种算法都将ＲＧＢ－Ｄ帧作

为输入，并在三维场 景 中 产 生 对 象 标 签。Ｌ复 原

方法使用三维边界框和平面近似所有对象。ＧＷ
复原方法在测试时间内检测观察到的深度图，并

整合成三维网格模型。用于检索的网格模型库是

用于地面真实注释的子集模型库。因此，他们可

以在一个小数据库中确定精确的网格模型，进而

实现精准对齐。相比之下，本文算法仅基于深度

图像，并且在测试时不使用额外的网格模型。尽

管如此，本文的深度复原网络产生更准确的体素

级预 测，本 文 方 法 的 复 原 百 分 比 为３０．５％，ＧＷ
复原方法为１９．６％。从图８中可以看出（彩图见

期刊电子版），这两种复原网络都无法识别电脑显

示器（橙色虚线方框标记），而本文网络（红色方框

标记）正 确 检 测 了 显 示 器 对 象，并 将 其 重 建。此

外，由于本文方法不需要整合模型，节省了每个场

景的复原时间。

表１　本文方法与Ｌ／ＧＷ复原方法的性能对比

Ｔａｂ．１　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｔｈｒｅｅ　ａｌｇｏｒｉｔｈｍ（ｏｕｒｓ，Ｌ　ａｎｄ　ＧＷ）

ｗｉｔｈ　ｄｉｆｆｅｒｅｎｔ　ｍｏｄｅｌｓ

Ｌ　 ＧＷ
本文

ＮＹＵ

本文

ＬＳ＿３ＤＤＳ

本文ＮＹＵ＋

ＬＳ＿３ＤＤＳ

复原 闭环率 ５８．５　６５．７　５７．０　 ５５．６　 ５９．３

ＩｏＵ　 ３６．４　４４．４　５５．１　 ５３．２　 ５６．６

语义场

景复原

天花板 ０　 １０．２　１５．１　 ５．８　 １５．１

地面 １１．７　６２．５　９４．７　 ８１．８　 ９４．６

墙壁 １３．３　１９．１　２４．４　 １９．６　 ２４．７

窗 １４．１　５．８　 ０　 ５．４　 １０．８

椅子 ９．４　８．５　１２．６　 １２．９　 １７．３

皮箱 ２９．０　４０．６　３２．１　 ３４．４　 ５３．２

花盆 ２４．０　２７．７　３５．０　 ２６．０　 ４５．９

桌子 ６．０　７．０　１３．０　 １３．６　 １５．９

显示器 ７．０　６．０　７．８　 ６．１　 １３．９

家具 １６．２　２２．６　２７．１　 ９．４　 ３１．１

物品 １．１　５．９　１０．１　 ７．４　 １２．６

平均值 １２．０　１９．６　２４．７　 ２０．２　 ３０．５
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图６　几种网络的语义分类性能对比

Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｓｅｖｅｒａｌ　ｍｅｔｈｏｄ　ｆｏｒ　ｐｅｒｆｏｒｍａｎｃｅ　ｏｆ
ｓｅｍａｎｔｉｃ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ

图７　几种方法的语义识别准确率对比曲线图

Ｆｉｇ．７　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｓｅｖｅｒａｌ　ｍｅｔｈｏｄ　ｆｏｒ　ａｃｃｕｒａｃｙ　ｏｆ
ｓｅｍａｎｔｉｃ　ｉｄｅｎｔｉｆｉｃａｔｉｏｎ

图８　几种复原网络的语义重建结果对比图

Ｆｉｇ．８　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｓｅｖｅｒａｌ　ｎｅｔｗｏｒｋ　ｆｏｒ　ｓｅｍａｎｔｉｃ

ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ

本文通过训练模型来预测每个体素的占用情

况，并对每个体素进行二进制分类，０表示空白体

素，１表示被占用体素，在表２中对训练模型的性

能 进 行 了 比 较，将 本 文 方 法 与 Ｆｉｒｍａｎ等［７］和

Ｚｈｅｎｇ等［１４］的方法进行比较，以下简称Ｆ复原方

法和Ｚ复原方法，这两种方法都是基于单一深度

图来预测二进制体素占用情况，并无场景语义分

类。本文方法将Ｆ复原方法与Ｚ 复原方法结合，

其中Ｆ复 原 方 法 仅 实 现 了 复 原 操 作。本 文 从 测

试数据集中随 机 选 取２００副 图 像，使 用 ＮＹＵ评

价标准来测试，Ｆ复原 方 法 对 于 大 多 数 场 景 的 复

原效果良好，但是当场景较复杂时，会出现复原失

败现象。例如，在图８中第３列的书柜复原失败
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（黑色原点处），第一列的箱子也复原失败（黑色原

点处）。相比之下，本文的复原网络利用三维上下

文的语义来更好地完成几何场景复原。实验结果

表明理解 对 象 语 义 有 利 于 提 高 场 景 复 原 的 有 效

性，降低失败概率。

本文预训练了一个深度神经网络模 型，仅 在

可见表面上估计语义标签，并将其与联合训练模

型进行比较。即使仅在可见表面进行评估，使用

场景复原并附加监督训练的模型胜过仅具有表面

标记训练的模型，仅带有表面标记的语义场景复

原比 率 为５１．２％，联 合 训 练 模 型 的 复 原 率 为

５４．２％。这表明理解完整的对象几何和三维上下

文信息有利于识别对象语义。

表２　本文方法与Ｆ、Ｚ复原方法的性能对比

Ｔａｂ．２　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｔｈｒｅｅ　ａｌｇｏｒｉｔｈｍ（ｏｕｒｓ，Ｆ　ａｎｄ　Ｚ）

ｗｉｔｈ　ｄｉｆｆｅｒｅｎｔ　ｍｏｄｅｌｓ

训练数据集 复原准确率 闭环率 ＩｏＵ值

Ｆ复原方法 ＮＹＵ　 ６６．５　 ６９．７　 ５０．８

Ｚ复原方法 ＮＹＵ　 ６０．１　 ４６．７　 ３４．６

本文复原 ＮＹＵ　 ６６．３　 ９６．９　 ６４．８

本文语义复原 ＮＹＵ　 ７５．０　 ９２．３　 ７０．３

ＬＳ＿３ＤＤＳ　 ７５．０　 ９６．０　 ７３．０

为了验证合成训练数据的有效性，本 文 比 较

了仅使用ＮＹＵ训练的 模 型 和 在ＬＳ＿３ＤＤＳ上 进

行预训练之后的模型，如表１和表２所示。实验

结果表明合成数据有助于提高网络的复原性能，

对于语义场景复原操作，ＩｏＵ值提高了１０．３％。

图９给出了输入深度图和预测结果。即使桌

子周围的其他对象的深度信息不可见，本文复原

网络也会根据观察到的对象来预测上下文对象，

接收域从１．１６ｍ增加到２．２６ｍ。图９中的第一

幅图像为根据深度图重建的点云模型，其他图像

为场景中对象的预测结果。虽然没有观察到任何

其他对象的信息，本文网络仍然可以根据观察到

的对象和学习到的三维上下文来预测对象位置，

扩大接受域使网络具有更丰富的上下文信息，网

络复原性能从４２．０％提高到４４．３％。

图９　本文网络的三维对象语义分类图

Ｆｉｇ．９　Ｓｅｍａｎｔｉｃ　ｐｒｅｄｉｃｔｉｏｎ　ｏｆ　３Ｄｏｂｊｅｃｔ　ｂｙ　ｏｕｒ　ｎｅｔｗｏｒｋ

５　结　论

本文给出了一种语义场景复原网络 模 型，这

是一种三维深度神经网络模型，用于预测三维场

景的空间占用和语义标签，实现了对目标场景的

语义复原操作。构建了一种深层卷积神经网络，

用于学习三维场景的对象语义信息，并对三维对

象进行语义分类和反向微调操作，进而实现像素
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级的精准语义场景复原。给出了一个大规模合成

三维 场 景 数 据 集，用 于 训 练 语 义 场 景 复 原 网 络。

实验结果表明，三维语义复原网络与单一模式复

原网络相比，复原性能提高了２．０％；本文网络使

用了三维上下文信息和合成数据集来训练神经网

络模型，提高了复原鲁棒性。
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