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摘要　高光谱遥感影像分类通常基于地物光谱特征，但影像中同时还存在丰富的空间信息。空间信息的有效利用

能显著提高图像分类效果。因其具有的特殊结构，卷积神经网络（ＣＮＮ）已 成 功 地 应 用 在 图 像 分 类 领 域，对 二 维 图

像分类具有很好的效果。如何通过深度学习并结合 空 间 光 谱 信 息 来 提 高 分 类 性 能 是 一 个 关 键 问 题。结 合 高 光 谱

影像中的空间特征与光谱信息，提出一种适合于高光谱像素级分类的深度学习三维卷积神经网络模型（３Ｄ－ＣＮＮ），

并在初始分类的基础上利用多标签条件随机场进行优化。选取三个通用公开高光谱数据集（Ｉｎｄｉａｎ　Ｐｉｎｅｓ数据集、

Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数据集、Ｐａｖｉａ　Ｃｅｎｔｅｒ数据集）进行测 试，结 果 表 明 分 类 优 化 后 精 度 得 到 很 大 提 升，总 体 精 度 可 达

９８％，Ｋａｐｐａ系数达到９７．２％。
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１　引　　言

随着空间信息科学和传感器技术的迅猛发展，
高光谱、高分辨率遥感影像等空间数据不断涌现，遥
感大数据时代已来临［１－２］。高光谱遥感 是 指 在 可 见

光、近红外、中红外和热红外波段范围内，获得很多

窄的连续的光谱影像数据的技术。在获取遥感影像

时，不仅保留了地物的空间信息，而且保留了对应地

物的光谱信息。高光谱影像分类是遥感图像处理技

术中的基本问题之一，也是遥感图像场景理解的关

键［３－４］。目前，高光谱遥感已广 泛 地 应 用 到 军 事、农

业［５］、森林、海洋、地质、生态［６］等相关领域。
传统的高光谱 影 像 分 类 方 法 通 常 基 于 光 谱 信

息，利用基于距离度量的 分 类 器，如 Ｋ邻 近 算 法［７］

或最大似然法［８］等。对 于 波 段 数 量 巨 大 的 高 光 谱

数据来说，这些方 法 需 要 依 赖 大 量 样 本 去 训 练，时

间成本 很 大。研 究 表 明，机 器 学 习、深 度 学 习、计

算机视觉和模式识 别 理 论 与 方 法 已 成 为 高 光 谱 遥

感影像分类的重 要 技 术 手 段［４］。条 件 随 机 算 法 作

为图像处 理 中 流 行 的 能 量 优 化 算 法，在 计 算 机 视

觉领 域 的 图 像 分 割、立 体 视 觉、密 集 匹 配 等 方

向［９－１０］得到 普 遍 应 用，也 有 学 者［１１］通 过 分 布 式 学

习策略和平均场 完 成 半 监 督 条 件 随 机 场（ＣＲＦ）的

训练和推断。此类 方 法 将 图 像 分 割 与 图 的 最 小 割

问题相关 联，从 图 像 分 割 角 度 出 发 完 成 非 监 督 分

类。针对影像特征 维 数 高、样 本 量 少 的 特 点，传 统

方法通 过 波 段 选 择 和 特 征 提 取 进 行 主 成 分 分 析

（ＰＣＡ）降 维 处 理，将 原 始 数 据 压 缩 到 低 维 空 间。
近年来出 现 了 三 种 新 的 解 决 方 案：一 是 适 用 于 小

样本、高维特征的分类器，如 支 持 向 量 机（ＳＶＭ）分

类器［１２］；二 是 半 监 督 分 类［１３］，即 将 半 监 督 学 习 引

入到遥感 影 像 分 类 中，在 已 知 类 别 标 记 的 训 练 样

本不足的 情 况 下，将 未 知 类 别 的 样 本 引 入 训 练 过

程；三是字 典 学 习，即 受 矢 量 量 化 思 想 启 发，利 用

稀疏表示 模 型，将 高 光 谱 的 每 个 光 谱 向 量 表 示 为

字典中训 练 样 本 的 稀 疏 线 性 组 合，再 将 其 应 用 于

高光谱图像的分类［１４－１５］。
深 度 学 习 的 再 度 崛 起 给 图 像 分 类 带 来 新 的 机

遇，已在图像分类中有了一定应用。从一开始的卷

积 神 经 网 络（ＣＮＮ）ＬｅＮｅｔ，到 后 来 的 ＡｌｅｘＮｅｔ、

ＧｏｏｇｌｅＮｅｔ深度神经 网 络 模 型，使 深 度 强 化 学 习 已

成为人工智能的热点。Ｚｈａｏ等［１６］利用深度学习多

尺度二维ＣＮＮ（２Ｄ－ＣＮＮ）对 高 光 谱 遥 感 影 像 进 行

深度表达并融合多波段光谱信息进行分类，但需要

设计不同的特征提取尺度，对于不同形状类型目标

地物可能会使特征区混淆。２０１６年，刘大伟等［１７］利

用深度学习的常用模型———深度信念网络对高分辨

率影像进行分 类，相 比 传 统 的ＳＶＭ 方 法 更 能 够 提

高分类的准确度。Ｍｏｕ等［１８］提出了一种利用递归

神经网络（ＲＮＮ）对高光谱影像分类的方法，展示了

深度递归网络在未来遥感影像分类中的巨大潜力。
与ＲＮＮ 相 比，２Ｄ－ＣＮＮ 最 显 著 的 优 点 是 提 供 了

一种直接从原始输入图像提取特征的方法。然而，
直接将２Ｄ－ＣＮＮ应用于高光谱图像，需要对网络中

每个二维输入进行卷积，每一个光谱波段都有一组

需学习的卷积核。Ｍｅｉ等［１９］发现，大量的参数在训

练过程中可能会带来模型过拟合问题，造成模型泛

化能力不足。
为同时利用高光谱影像丰富的光谱信息和空间

信息，本文提出一种适合于高光谱像素级分类的深

度学习模型：三维ＣＮＮ（３Ｄ－ＣＮＮ）模型联合多标签

条 件 随 机 场 分 类 优 化 模 型（３Ｄ－ＣＮＮ－ＣＲＦ）。３Ｄ－
ＣＮＮ可同时对目标像素的空间领域像素 与 波 段 进

行三维卷积。在分类结束后，利用３Ｄ－ＣＮＮ得到每

个像素所属类别的概率，结合多标签条件随机场完

成全局优化，最终使得像素类内间隔最小，类外间隔

最大，得到高光谱像素分类标签在空间上局部连续

全局最优。为验证算法的有效性，在公共高光谱数

据集（Ｉｎｄｉａｎ　Ｐｉｎｅｓ数 据 集、Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数 据

集、Ｐａｖｉａ　Ｃｅｎｔｅｒ数 据 集）上 进 行 实 验 验 证，统 计 分

类后每类的准确率、总体精度以及Ｋａｐｐａ系数。另

外，将 此 方 法 与Ｚｈａｎ等［２０］提 出 的ＬＤＭ－ＦＬ（ｌａｒｇｅ
ｍａｒｇｉｎ　ｄｉｓｔｒｉｂｕｔｉｏｎ　ｍａｃｈｉｎｅ　ａｎｄ　ｆｅａｔｕｒｅ　ｌｅａｒｎｉｎｇ）
方法、Ｈｕ等［２１］改 进 的 ＣＮＮ 方 法（ｐＣＮＮ＊）以 及

２Ｄ－ＣＮＮ方法进行纵向与横向比 较，通 过 实 验 精 度

评价算法的分类性能。

２　实验方法

实验方法流程图如图１所示。在训练 过 程 中，
首先从高光谱影像中构建空间－光谱训练数据集，然

后基于３Ｄ－ＣＮＮ模型进行深度空间－光谱特征提取，
最后通过Ｓｏｆｔｍａｘ逻辑回归分类进行像素级分类。
在测试过程中，首先提取每个像元的空间－光谱立方

体，然后根据先前训练的模型权重对未知影像像元

进 行 深 度 空 间－光 谱 特 征 构 建，并 通 过 先 前 的

Ｓｏｆｔｍａｘ分类器进 行 预 测，得 到 每 个 像 素 所 属 类 别

的概率，最后结合多标签条件随机场完成高光谱影

像分类优化。
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图１ 实验方法流程图

Ｆｉｇ．１ Ｆｌｏｗ　ｃｈａｒｔ　ｏｆ　ｅｘｐｅｒｉｍｅｎｔａｌ　ｍｅｔｈｏｄ

２．１　３Ｄ－ＣＮＮ构建

２Ｄ－ＣＮＮ是一种典 型 的 神 经 网 络 结 构，其 权 值

共享结构可 有 效 降 低 网 络 模 型 的 复 杂 度 和 权 值 数

量，在网络输入端是多维图像时其优势明显，使图像

可直接作为网络输入，避免了传统识别算法中复杂

的特征提取和数据重建过程。
图２为基于空间－光谱３Ｄ－ＣＮＮ模型的高光谱影

像分类架构，与２Ｄ－ＣＮＮ不同的是在进行三维卷积处

理时，由于网络输入端为三维数据，计算神经网络第ｉ

层第ｊ个特征图在 （ｘ，ｙ，ｚ）点值ｈｘｙｚｉ，ｊ 的计算公式为

ｈｘｙｚｉ，ｊ ＝ｆ　ｂｉ，ｊ＋∑
ｍ
∑
Ｐｉ－１

ｐ＝０
∑
Ｑｉ－１

ｑ＝０
∑
Ｔｉ－１

ｔ＝０
Ｗｐ，ｑ，ｔ
ｉ，ｊ，ｍ·ｈ（ｘ＋ｐ）·（ｙ＋ｑ）·（ｚ＋ｔ）ｉ－１，ｍ［ ］，

（１）
式中：ｍ 表示第ｉ－１层中与当前特征图相连的特征

图；Ｐｉ 与Ｑｉ 表示 卷 积 核 的 长 度 和 宽 度；Ｔｉ 表 示 卷

积核在光谱维度上的尺寸；Ｗｐ，ｑ，ｔ
ｉ，ｊ，ｍ 代 表 与（ｐ，ｑ，ｔ）

相连的第ｍ 个 特 征 图 的 连 接 权 值；ｂｉ，ｊ表 示 第ｉ层

第ｊ个特征图的偏置。

图２ 基于空间－光谱３Ｄ－ＣＮＮ模型的高光谱影像分类架构

Ｆｉｇ．２ Ｈｙｐｅｒｓｐｅｃｔｒａｌ　ｉｍａｇｅ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｆｒａｍｅｗｏｒｋ　ｂａｓｅｄ　ｏｎ　ｓｐａｔｉａｌ－ｓｐｅｃｔｒａｌ　３Ｄ－ＣＮＮ　ｍｏｄｅｌ

　　基于空间－光谱信息的３Ｄ－ＣＮＮ模型结构分类

过程如下：

１）空 间－光 谱 数 据 构 建：以 每 个 目 标 像 元 为 中

心，提取大 小 为 Ｍ×Ｍ×Ｂ 的 空 间－光 谱 立 方 体 及

其标签ｌ作为本研究的训练样本。选取训练样本的

原则为按比 例 随 机 抽 取 每 类 像 元。Ｍ×Ｍ 为 空 间
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邻域大小，在深度学习中也被称为空间感受野；Ｂ 为

波段数目。

２）３Ｄ－ＣＮＮ特征提取：整 个 网 络 包 括 两 个 卷 积

层、两个最大池化层以及两个全连接层。首先，将步

骤１）提取的维度大小为Ｍ×Ｍ×Ｂ 的空间－光谱立

方体作为网络输入。第一个３Ｄ卷积层Ｃ１包含４个

三维卷积核，每 个 卷 积 核 大 小 为（Ｋｌｐ×Ｋｌｑ×Ｋｌｔ），

卷积步长为（ｓｌｐ×ｓｌｑ×ｓｌｔ）。经 过 第 一 次 卷 积 过 后

得到４个 三 维 卷 积 核 大 小 为
Ｍ－Ｋ１

ｐ

ｓｌｐ
＋１（ ）×

Ｍ－Ｋ１
ｑ

ｓｌｑ
＋１（ ）× Ｂ－Ｋ１

ｔ

ｓｌｔ
＋１（ ）的 空 间 立 方 体 数 据。

其次进行三维最大池化层 Ｍ２操作。由于局部视野

的特征具有统计性，可通过最大池化得到最具代表

性的特征。然 后 再 进 行 第 二 个 三 维 卷 积 和 三 维 池

化，可以有效地减少空间立方体的数据冗余，从而优

化最后全连接层中的参数。最后连接两个全连接层

Ｆ５与Ｆ６进行特征空间变换，将三维空间特征向量

变换成１×２００维 向 量，即３Ｄ－ＣＮＮ算 法 所 获 取 深

度空间－光谱特征Ｆ。

３）基于Ｓｏｆｔｍａｘ逻 辑 回 归 分 类：Ｓｏｆｔｍａｘ分 类

器可被看作是一个单层的神经网络［１６］，目的是找到

每个类别的 最 佳 特 征 组 合。将 得 到 的 深 度 空 间－光
谱特征向量进行回归分类，即每个像元ｐｉ 属于类别

ｌ的概率为

Ｐ（ｙｉ＝ｌ｜Ｆｉ；θ）＝
ｅｘｐ（θＴｌＦｉ）

∑
ｋ

ｊ＝１
ｅｘｐ（θＴｊＦｉ）

， （２）

ｍｉｎ
｛Ｗ，ｂ；θ｝

Ｊ（Ｗ，ｂ；θ）＝－
１
Ｎ ∑

Ｎ

ｉ＝１
∑
Ｌ

ｌ＝１
ｓｉｇｎ（ｙｉ＝ｌ）×

　
　｛

　
　
ｌｇ［Ｐ（ｙｉ＝ｌ｜Ｆｉ；θ）］｝， （３）

式中：Ｆｉ 为第ｉ个像元的深度空间－光谱特征；ｙｉ 为

第ｉ个像元的类别标签；θ为一个大小为ｋ×（ｎ＋１）
的参数矩阵，Ｌ 为类别个数（同下文标签集合），ｎ为

像元个数。在深度训练过程中，基于交叉熵构造目

标函 数，并 利 用 最 优 梯 度 下 降 算 法［２２］最 小 化３Ｄ－
ＣＮＮ的损失函数，如（３）式 所示，以实现参数Ｗ、ｂ、

θ的学习。分类 结 束 后，将 得 到 每 个 像 元 所 属 的 标

签ｌ以及概率Ｐ（ｌ｜ｐｉ）。

２．２　多标签条件随机场优化

利用空间与光谱信息结合的深度学习端对端模

型进行分类后，得到了影像中每个像元所属的类别，
但由于遥感影像地物中的“空间同质性与异质性”问

题，像元 错 分 现 象 仍 不 可 避 免。因 此，将３Ｄ－ＣＮＮ
模型分类概率与地理空间相结合，提出多标签条件

随机场算法，对分类结果进行全局优化。
定义一个无向 图 结 构Ｇ＝（Ｖ，Ｅ）来 组 织 高 光

谱影像像元，Ｖ 为像元节点，Ｅ 为一个节点与邻近节

点之间的边集合，可通过Ｋ 邻近（ＫＮＮ）算法求得。
从标签集合Ｌ＝｛ｌ１，ｌ２，…，ｌｎ｝中对每一个像元ｐｉ
分配标签ｌ。将条件随机场算法模型构建在之前的

无向图中，目标是在全局节点Ｖ 的标签ｌ＊ 中找到最

大后验概率（ＭＡＰ），它等价于：

ｌ＊ ＝ａｒｇｍｉｎ
ｌ∈Ｌｎ

Ｑ（ｌ）， （４）

式中：Ｑ（·）表示能量函数。
通过３Ｄ－ＣＮＮ得到每个像元的初始分类概率，

采用邻近空间一致性进行多标签条件随机场构建，
获得一个全 局 性 分 类 结 果 的 优 化，可 高 效 利 用α－β
ｓｗａｐ算法［２３－２４］来解决多标签能量目标函数：

Ｑ（Ｌ｜Ｖ）＝∑
ｉ∈Ｖ
Ｄｉ（ｌｉ）＋λ· ∑（ｉ，ｊ）∈ＥＶｉｊ

（ｌｉ，ｌｊ），

（５）

Ｄｉ（ｌｉ）＝－ｌｎ　Ｐ（ｌｉ｜ｐｉ）， （６）

式中：λ为空间光滑系数；Ｄｉ 为数据项，ｌｉ 为第ｉ个

像元所属的类，Ｄｉ（ｌｉ）可以被写成如（６）式所示的对

数形式；Ｐ （ｌｉ｜ｐｉ）为标签ｌｉ 的概率；Ｖｉｊ（ｌｉ，ｌｊ）为
空间平滑项。Ｐ （ｌｉ｜ｐｉ）由３Ｄ－ＣＮＮ分类框架逻辑

回归得到，希望 像 元ｐｉ 属 于 标 签ｌｉ 的 概 率 是 最 大

的，在这种情况下能量是最小的；Ｖｉｊ（ｌｉ，ｌｊ）是像元

ｐｉ 与像元ｐｊ 的传播被限制在一个ｋ邻域系统内，

构成一个Ｎ×Ｎ 的 稀 疏 矩 阵，其 中Ｎ 为 像 元 的 数

量，如图３所示。根据ＫＮＮ计算出每个像元的４个

邻近像元生成一个稀疏矩阵，矩阵中的代价值为１，
代表该两个像元节点是邻近关系。

Ｖｉｊ（ｌｉ，ｌｊ）＝
０， ｌｉ＝ｌｊ

ｗｉｊ·１，ｌｉ ≠ｌｊ
烅
烄

烆
， （７）

λ＝ｅｘｐ －
ｄｉｊ
σ（ ）２［ ］， （８）

式中：ｗｉｊ为邻近两像元的空间反距离权重；ｄｉｊ为两

个点的欧氏距离；σ为所有邻近距离的期望。（７）式
对成对的潜在项Ｖｉｊ惩罚使得邻近像元ｐｉ 与ｐｊ 避

免空间标签的不连续（ｌｉ≠ｌｊ）。为了优化计算，当ｋ
取小于像元扩展摩尔邻域个数 时（即ｋ≤２４），每 个

邻近点的距离与期望距离近似相等，即
ｄｉｊ
σ ≈

１，即空

间光滑系数λ≈ｅ－１（ｅ为自然常数）。
如图３所示，蓝色像元和绿色像元分别表示两

０８２８００１－４



光　　　学　　　学　　　报

类不同的地理空间，３、４、６、７像元为结点８的４个

邻近像元；ｍ＋１，ｍ ＋２，ｍ ＋３，ｍ ＋７为ｍ 像元

的４个 邻 近 像 元。生 成 Ｎ×Ｎ 的 稀 疏 矩 阵 作 为

Ｅ（Ｌ｜Ｖ）能量函数的平滑项。利用图的最小割实现

算法收敛和能量递减，解决了像元空间上的分类混

淆，得到的分类标签在空间上局部连续全局最优。

图３ 高光谱像元邻接稀疏矩阵示意图。（ａ）像元邻接稀疏矩阵；（ｂ）图像４邻域模型（Ｋ＝４）；（ｃ）图像８邻域模型（Ｋ＝８）

Ｆｉｇ．３ Ｉｌｌｕｓｔｒａｔｉｏｎ　ｏｆ　ｈｙｐｅｒｓｐｅｃｔｒａｌ　ｐｉｘｅｌ　ａｄｊａｃｅｎｔ　ｓｐａｒｓｅ　ｍａｔｒｉｘ．（ａ）Ｐｉｘｅｌ　ａｄｊａｃｅｎｔ　ｓｐａｒｓｅ　ｍａｔｒｉｘ；

（ｂ）ｉｍａｇｅ　ｆｏｕｒ－ｎｅｉｇｈｂｏｒ　ｍｏｄｅｌ（Ｋ＝４）；（ｃ）ｉｍａｇｅ　ｅｉｇｈｔ－ｎｅｉｇｈｂｏｒ　ｍｏｄｅｌ（Ｋ＝８）

３　实验与分析

为验证算法的有效性，选取公共高光谱数据集

（Ｉｎｄｉａｎ　Ｐｉｎｅ数 据 集、Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数 据 集 以 及

Ｐａｖｉａ　Ｃｅｎｔｅｒ数据集）对算法进行测试，将本文提出

的３Ｄ－ＣＮＮ－ＣＲＦ算 法 与 ＬＤＭ－ＦＬ［１７］算 法 及 改 进

ＣＮＮ［１８］算法进 行 纵 向 比 较，并 将３Ｄ－ＣＮＮ－ＣＲＦ算

法与２Ｄ－ＣＮＮ及３Ｄ－ＣＮＮ算法进行横向比较，利用

类别精度（ＣＡ）、总体精度（ＯＡ）和Ｋａｐｐａ系数［３］作

为算法 精 度 评 价 指 标。以Ｐａｖｉａ　Ｃｅｎｔｅｒ数 据 集 为

例，分析不同光谱维度的选取对地物目标分类精度

的影响。

３．１　数据集

公 共 高 光 谱 数 据 集 Ｉｎｄｉａｎ　Ｐｉｎｅｓ、Ｐａｖｉａ
Ｕｎｉｖｅｒｓｉｔｙ以 及 Ｐａｖｉａ　Ｃｅｎｔｅｒ（ｈｔｔｐ：／／ｗｗｗ．ｅｈｕ．
ｅｕｓ／ｃｃｗｉｎｔｃｏ／ｉｎｄｅｘ．ｐｈｐ？ｔｉｔｌｅ＝ Ｈｙｐｅｒｓｐｅｃｔｒａｌ＿

Ｒｅｍｏｔｅ＿Ｓｅｎｓｉｎｇ＿Ｓｃｅｎｅｓ）具体细节如下：

１）Ｉｎｄｉａｎ　Ｐｉｎｅｓ数 据 集：大 小 为１４５ｐｉｘｅｌ×
１４５ｐｉｘｅｌ，拥有２２０个波段。该数据集是１９９２年由

机载可见光／红外成像光谱仪（ＡＶＩＲＩＳ）在美国印第

安纳州的一个农场拍摄的航空遥感数据，光谱范围

为４００～２５００ｎｍ，光谱分辨率为１０ｎｍ。该场景包

含１６种地物类型，具有比较规则的几何形状，根据

土壤湿度不同和耕种情况可细分为多种类别。

２）Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数 据 集：大 小 为６１０ｐｉｘｅｌ×
３４０ｐｉｘｅｌ，拥有１０３个波段。该数据集 通 过 反 射 式

成像光谱仪（ＲＯＳＩＳ）在Ｐａｖｉａ大学拍摄。该数据集

的光谱范围为４３０～８６０ｎｍ，空间分辨率为１．３ｍ。
该场 景 主 要 是 校 园 建 筑 和 环 境，包 含９种 地 物

类型。

３）Ｐａｖｉａ　Ｃｅｎｔｅｒ数 据 集：大 小 为１０９６ｐｉｘｅｌ×
７１５ｐｉｘｅｌ，拥有１０２个波段。该数据集拍摄于一个

密集的城市场景，并涵盖广泛地物类别。该数据集

光谱范围为４３０～８６０ｎｍ，空间分辨率为１．３ｍ，包

含９种地物类型。

３．２　参数设置

本文算法 的 参 数 主 要 为３Ｄ－ＣＮＮ网 络 配 置 参

数以及多标签条件随机场空间邻域数量ｋ。表１中

ｋｃ１为第一个卷积层卷积核的大小；ｓｃ１为第一个卷积

层的卷积步长；ｐｃ１为第一个池化层大小；ｋｃ２为第二
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个卷积层卷积核大小；ｓｃ２为第二个卷积层的卷积步

长；ｐｃ２为第二个池化层大小；ｆｃ１为第一个全连接层

隐藏单元大小；ｆｃ２为第二个全连接层的隐藏单元大

小；ｌｒ 为学习速率大小；ｋｃｒｆ为多标签条件随机场中

邻近像元数目；λｃｒｆ为多标签条件随机场空间平滑项

系数。ＬＤＭ－ＦＬ算 法 的 参 数 中，降 维 参 数ｋＬＤＭ ＝
４０，ＬＤＭ 分 类 器 参 数 分 别 为λ１＿ＬＤＭ ＝１．２５×１０５，

λ２＿ＬＤＭ＝５×１０４，惩罚参数ＣＬＤＭ＝１×１０６。
表１　不同算法相关参数设置

Ｔａｂｌｅ　１　Ｒｅｌａｔｅｄ　ｐａｒａｍｅｔｅｒ　ｓｅｔｔｉｎｇｓ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ａｌｇｏｒｉｔｈｍｓ

Ａｌｇｏｒｉｔｈｍ
Ｐａｒａｍｅｔｅｒ

ｋｃ１ ｓｃ１ ｐｃ１ ｋｃ２ ｓｃ２ ｐｃ２ ｆｃ１ ｆｃ２ ｌｒ ｋｃｒｆ λｃｒｆ

２Ｄ－ＣＮＮ　 ３×３ ［１，１］ ２×２　 ３×３ ［１，２］ ２×２　 ４００　 ２００　０．００５ － －
３Ｄ－ＣＮＮ　 ３×３×６ ［１，１，４］ ３×３×３　 ３×３×６ ［１，１，２］ ３×３×３　 ４００　 ２００　０．００５ － －

３Ｄ－ＣＮＮ－ＣＲＦ　３×３×６ ［１，１，４］ ３×３×３　 ３×３×６ ［１，１，２］ ３×３×３　 ４００　 ２００　０．００５　 ８　 ０．３７５

３．３　实验结果与分析

３．３．１　Ｉｎｄｉａｎ　Ｐｉｎｅｓ数据集实验结果分析

在该数据集 下，算 法 随 机 选 取５％的 真 值 样 本

像元作为训练集，其余９５％的样本像元作为测试样

本。测试结果如图４所示。
从图４的分类可视化效果与表２的精度定量分

析可 以 看 出，３Ｄ－ＣＮＮ－ＣＲＦ算 法 优 势 明 显。虽 然

ＬＤＭ－ＦＬ算法在 高 光 谱 遥 感 影 像 分 类 中 总 体 精 度

高达９４．６％，但 仍 无 法 避 免 分 类 混 淆 现 象，从

图４（ｃ）中可以看出类Ｃ１１与 类Ｃ１０出 现 了 分 类 混

淆，Ｃ１０类别精 度 仅 为８７．６０％。从 图４（ｄ）中 可 以

看出，２Ｄ－ＣＮＮ算法的分类效果虽 然 相 比ＬＤＭ－ＦＬ
算法有所改善，但总体来看地物依然出现类似“椒盐

噪声”的 分 类 混 淆。从 图４（ｅ）中 可 以 看 出，３Ｄ－
ＣＮＮ－ＣＲＦ算法充分结合高光谱数据中丰富的空间

和光谱信息，总体分类精度可达９４．８％，并且联合多

标签条件随机场对分类结果的全局优化效果明显，
分类混淆现象在后验概率及空间邻近的约束下得到

了很好地优化，如 图４（ｆ）所 示，总 体 精 度 最 终 高 达

９８．１８％，优于其他同类算法。

图４ Ｉｎｄｉａｎ　Ｐｉｎｅｓ数据集不同算法的分类效果对比（１６类）。（ａ）伪彩色图；（ｂ）真值图；（ｃ）ＬＤＭ－ＦＬ；（ｄ）２Ｄ－ＣＮＮ；

（ｅ）３Ｄ－ＣＮＮ；（ｆ）３Ｄ－ＣＮＮ－ＣＲＦ

Ｆｉｇ．４ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｒｅｓｕｌｔｓ　ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ａｌｇｏｒｉｔｈｍｓ　ｏｎ　Ｉｎｄｉａｎ　Ｐｉｎｅｓ　ｄａｔａｓｅｔ（１６ｃａｔｅｇｏｒｉｅｓ）．（ａ）Ｐｓｅｕｄ　ｃｏｌｏｒ

ｉｍａｇｅ；（ｂ）ｔｒｕｅ　ｉｍａｇｅ；（ｃ）ＬＤＭ－ＦＬ；（ｄ）２Ｄ－ＣＮＮ；（ｅ）３Ｄ－ＣＮＮ；（ｆ）３Ｄ－ＣＮＮ－ＣＲＦ

３．３．２　Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数据集实验结果分析

在该数据集 下，算 法 同 样 随 机 选 取５％的 真 值

样本像元作为训练集，其余９５％的样本像元作为测

试样本。测试结果如图５所示。

ＬＤＭ－ＦＬ算 法 对 于 细 长 型 沥 青 路 面（Ｃ１）分 类

效果 不 好，如 图５（ｃ）中 右 边 十 字 路 口 交 汇 处，沥 青
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表２　Ｉｎｄｉａｎ　Ｐｉｎｅｓ数据集不同算法精度对比结果（１６类）

Ｔａｂｌｅ　２　Ｒｅｓｕｌｔｓ　ｏｆ　ａｃｃｕｒａｃｙ　ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ａｌｇｏｒｉｔｈｍｓ　ｏｎ　Ｉｎｄｉａｎ　Ｐｉｎｅｓ　ｄａｔａｓｅｔ（１６ｃａｔｅｇｏｒｉｅｓ） ％

Ａｃｃｕｒａｃｙ　ｉｎｄｉｃａｔｏｒ　 Ｃａｔｅｇｏｒｙ
Ａｌｇｏｒｉｔｈｍ

ＬＤＭ－ＦＬ　 ｐ－ＣＮＮ＊ ２Ｄ－ＣＮＮ　 ３Ｄ－ＣＮＮ　 ３Ｄ－ＣＮＮ－ＣＲＦ
Ｃ１　 ９７．８７　 ８３．３９　 １００　 １００　 １００
Ｃ２　 ８９．６７　 ８５．４１　 ９６．３７　 ８９．６０　 ９７．２５
Ｃ３　 ８９．６４　 ８２．７６　 ７８．５２　 ９６．０４　 ９９．８８
Ｃ４　 ９３．６０　 ８２．１４　 ８９．４３　 ８７．４０　 ９５．１６
Ｃ５　 ９６．４７　 ９５．２４　 ９３．２８　 ９７．２０　 ９９．１４
Ｃ６　 １００　 ９９．２５　 ９６．２４　 ９７．９６　 ９９．０５
Ｃ７　 ７７．７８　 ９１．４７　 ９５．４５　 ８７．５０　 １００

ＣＡ　 Ｃ８　 １００　 ９９．８１　 １００　 １００　 １００
Ｃ９　 １００　 ９０．４４　 ９２．３１　 １００　 １００
Ｃ１０　 ８７．６０　 ８２．３９　 ９３．１３　 ８８．５８　 ９２．６２
Ｃ１１　 ９８．６１　 ９０．２０　 ９２．１５　 ９６．９７　 ９９．６２
Ｃ１２　 ９１．２１　 ８９．８１　 ８７．０　 ９２．９３　 ９８．１０
Ｃ１３　 ９１．９３　 ８７．６０　 ９８．５６　 ９９．０１　 １００
Ｃ１４　 ９８．９８　 ９６．２０　 ９６．０３　 ９９．３６　 ９９．７６
Ｃ１５　 ９６．９２　 ９１．５４　 ８８．３７　 ９２．０４　 ９４．５４
Ｃ１６　 ９４．９０　 ９３．８６　 ９０．２９　 ９８．９１　 ９８．９２

ＯＡ　 ９４．６　 ９０．１６　 ９２．２７　 ９４．８５　 ９８．１８
Ｋａｐｐａ　 ９３．８８　 ８９．９１　 ９１．２１　 ９４．１４　 ９７．９２

图５ Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数据集不同算法的分类效果对比（９类）。（ａ）伪彩色图；（ｂ）真值图；

（ｃ）ＬＤＭ－ＦＬ；（ｄ）２Ｄ－ＣＮＮ；（ｅ）３Ｄ－ＣＮＮ；（ｆ）３Ｄ－ＣＮＮ－ＣＲＦ

Ｆｉｇ．５ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ｒｅｓｕｌｔｓ　ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ａｌｇｏｒｉｔｈｍｓ　ｏｎ　Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ　ｄａｔａｓｅｔ（９ｃａｔｅｇｏｒｉｅｓ）．
（ａ）Ｐｓｅｕｄ　ｃｏｌｏｒ　ｉｍａｇｅ；（ｂ）ｔｒｕｅ　ｉｍａｇｅ；（ｃ）ＬＤＭ－ＦＬ；（ｄ）２Ｄ－ＣＮＮ；（ｅ）３Ｄ－ＣＮＮ；（ｆ）３Ｄ－ＣＮＮ－ＣＲＦ

路面（Ｃ１）被 错 分 成 柏 油（Ｃ７），使 得 Ｃ７精 度 仅 为

７１．７５％。对于３Ｄ－ＣＮＮ算法，尽管结合了像元的空

间与 光 谱 信 息，但 类 别 相 近 的 地 物 仍 被 错 分，如

图５（ｄ）与（ｅ）中的裸露土壤（Ｃ６）与草地（Ｃ２）较难判

断。考虑邻近空间的一致性，加入多标签条件随机

场优化后，分类过程中类似“椒盐”的混淆噪声得到

了很好地优化。从表３可以看出，对于Ｃ７的分类，

３Ｄ－ＣＮＮ－ＣＲＦ算法的精度比ＬＤＭ－ＦＬ算 法 提 升 了

２６．４６％；横向比 较，３Ｄ－ＣＮＮ－ＣＲＦ算 法 总 体 精 度 比

２Ｄ－ＣＮＮ算法提高了３．０％。

３．３．３　Ｐａｖｉａ　Ｃｅｎｔｅｒ数据集实验结果分析

在该数据集 下，算 法 同 样 随 机 选 取５％的 真 值

样本像元作为训练集，其余９５％的样本像元作为测

试样本。比较不同光谱维度的选取对地物目标分类

精度的影响，结果如图６所示。
如图６（ｃ）～（ｅ）所 示，通 过 增 加 光 谱 特 征 的 维

度后发现地 物 分 类 效 果 有 显 著 地 提 升。从 图６（ｃ）
标记框中可以看出，当光谱特征维度为３４时，柏油

（Ｃ７）错分成 砖 制 材 料 类（Ｃ４）。如 图６（ｄ）所 示，当

光谱特征 维 度 增 加 至６８时，Ｃ７分 类 精 度 提 升 至

９３．１％，但相对于图６（ｅ），仍出现类别的混淆。图７
显示了Ｐａｖｉａ　Ｃｅｎｔｅｒ数据集在不同维度光谱特征下

的分类精度折线图。为了控制变量，３Ｄ－ＣＮＮ－ＣＲＦ
算法在空间感受野 参 数 Ｍ＝１１、空 间 邻 域ｋ＝８的

尺度下进行测试后发现，柏油（Ｃ７）与瓦片（Ｃ８）对光

谱 特征维度变化比较敏感，这是由于它们是复合型

０８２８００１－７



光　　　学　　　学　　　报

表３　Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ数据集不同算法精度对比（９类）

Ｔａｂｌｅ　３　Ｒｅｓｕｌｔｓ　ｏｆ　ａｃｃｕｒａｃｙ　ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ａｌｇｏｒｉｔｈｍｓ　ｏｎ　Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ　ｄａｔａｓｅｔ（９ｃａｔｅｇｏｒｉｅｓ） ％

Ａｃｃｕｒａｃｙ　ｉｎｄｉｃａｔｏｒ　 Ｃａｔｅｇｏｒｙ
Ａｌｇｏｒｉｔｈｍ

ＬＤＭ－ＦＬ　 ｐ－ＣＮＮ＊ ２Ｄ－ＣＮＮ　 ３Ｄ－ＣＮＮ　 ３Ｄ－ＣＮＮ－ＣＲＦ
Ｃ１　 ９６．０３　 ８７．３４　 ９７．１２　 ９８．２２　 ９９．０１
Ｃ２　 ９９．０３　 ９４．６３　 ９９．４５　 ９９．３４　 ９９．６７
Ｃ３　 ９０．４２　 ８６．４７　 ８９．８４　 ９０．４６　 ９４．１７
Ｃ４　 ９１．９９　 ９６．２９　 ９８．４８　 ９９．２８　 ９９．７４

ＣＡ　 Ｃ５　 ９７．８　 ９９．６５　 １００　 ９９．４８　 ９９．７８
Ｃ６　 ８９．６１　 ９３．２３　 ８６．８５　 ９０．５７　 ９５．４５
Ｃ７　 ７１．７５　 ９３．１９　 ８６．１２　 ９５．０９　 ９８．２１
Ｃ８　 ８７．１７　 ８６．４２　 ９４．４６　 ９６．３２　 ９８．１８
Ｃ９　 ９２．６８　 １００　 ９８．８５　 ９８．４４　 ９８．２３

ＯＡ　 ９４　 ９２．５６　 ９５．６　 ９７．２　 ９８．６
Ｋａｐｐａ　 ９２．１　 ９１．７　 ９４．７　 ９６．３　 ９８．１

材质，类内异质性较为明显，故需要更充分地利用辐

射光谱的信息，使类间的特征区别性更大，才更利于

提高分类的准确性。图６（ｆ）为３Ｄ－ＣＮＮ－ＣＲＦ算法

对实验数据未标记部分的泛化结果，与图６（ａ）所示

的伪彩色图相比较，分类结果基本正确，抽样检测准

确率约９３．７％。
三个数据集的２Ｄ／３Ｄ－ＣＮＮ训练与测试和优化

时间如表４所示。本文算法为Ｐｙｔｈｏｎ与 Ｍａｔｌａｂ混

合编程，在处理器为Ｉｎｔｅｌ　Ｃｏｒｅ　ｉ７－５９３０Ｋ３．５０ＧＨｚ、
图 形 处 理 器 （ＧＰＵ）为 ＮＶＩＤＩＡ　ＧｅＦｏｒｃｅ　ＧＴＸ
Ｔｉｔａｎ　Ｘ的配置下运行。计算了三个数据集中整个

分类与优化过程的时间，其中３Ｄ－ＣＮＮ训练占用了

大部 分 时 间，占 总 运 行 时 间 的６０％左 右，与２Ｄ－
ＣＮＮ相比多 耗 时 近４８％。在 未 来 工 作 中，将 考 虑

采用ＧＰＵ并 行 技 术 来 实 现 并 行 训 练，减 少 运 行 时

间，提高算法效率。

图６ Ｐａｖｉａ　Ｃｅｎｔｅｒ数据集分类优化以及未知区域泛化效果图（９类）。（ａ）伪彩色图；（ｂ）真值图；（ｃ）３Ｄ－ＣＮＮ－ＣＲＦ（特

征维度：３４）；（ｄ）３Ｄ－ＣＮＮ－ＣＲＦ（特征维度：６８）；（ｅ）３Ｄ－ＣＮＮ－ＣＲＦ（特征维度：１０２）；（ｆ）未知区域泛化结果

Ｆｉｇ．６ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ａｎｄ　ｕｎｋｎｏｗｎ　ｒｅｇｉｏｎ　ｇｅｎｅｒａｌｉｚａｔｉｏｎ　ｒｅｓｕｌｔ　ｏｎ　Ｐａｖｉａ　Ｃｅｎｔｅｒ　ｄａｔａｓｅｔ（９ｃａｔｅｇｏｒｉｅｓ）．（ａ）Ｐｓｅｕｄ　ｃｏｌｏｒ　ｉｍａｇｅ；

（ｂ）ｔｒｕｅ　ｉｍａｇｅ；（ｃ）３Ｄ－ＣＮＮ－ＣＲＦ（ｆｅａｔｕｒｅ　ｄｉｍｅｎｓｉｏｎ：３４）；（ｄ）３Ｄ－ＣＮＮ－ＣＲＦ（ｆｅａｔｕｒｅ　ｄｉｍｅｎｓｉｏｎ：６８）；（ｅ）３Ｄ－ＣＮＮ－ＣＲＦ
（ｆｅａｔｕｒｅ　ｄｉｍｅｎｓｉｏｎ：１０２）；（ｆ）ｕｎｋｎｏｗｎ　ｒｅｇｉｏｎ　ｒｅｓｕｌｔ

表４　三个数据集的２Ｄ／３Ｄ－ＣＮＮ训练与测试和优化时间

Ｔａｂｌｅ　４　２Ｄ／３Ｄ－ＣＮＮ　ｔｒａｉｎｉｎｇ，ｔｅｓｔｉｎｇ　ａｎｄ　ｏｐｔｉｍｉｚａｔｉｏｎ　ｔｉｍｅ　ｆｏｒ　ｔｈｒｅｅ　ｄａｔａｓｅｔｓ

Ｄａｔａｓｅｔ　 Ｓｉｚｅ　ｏｆ　ｄａｔａｓｅｔ　 Ａｌｇｏｒｉｔｈｍ
Ｔｉｍｅ

Ｆｅａｔｕｒｅ

ｅｘｔｒａｃｔｉｏｎ／ｍｉｎ

２Ｄ／３Ｄ－ＣＮＮ

ｔｒａｉｎｉｎｇ／ｍｉｎ

２Ｄ／３Ｄ－ＣＮＮ

ｔｅｓｔｉｎｇ／ｍｉｎ
ＣＲＦ／ｓ

Ｉｎｄｉａｎ　Ｐｉｎｅｓ　 １４５×１４５×２２０
２Ｄ－ＣＮＮ

３Ｄ－ＣＮＮ－ＣＲＦ

０．６

０．９

２．６

３．７

０．８５

１．２

－

２６．３

Ｐａｖｉａ　Ｕｎｉｖｅｒｓｉｔｙ　 ６１０×３４０×１０３
２Ｄ－ＣＮＮ

３Ｄ－ＣＮＮ－ＣＲＦ

１．３

１．８

２．９

４．３

１．６

２．２

－

３２．５

Ｐａｖｉａ　Ｃｅｎｔｅｒ　 １０９６×７１５×１０２
２Ｄ－ＣＮＮ

３Ｄ－ＣＮＮ－ＣＲＦ

１．７

２．１

３．４

５．３

１．７

２．６

－

４２．５
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图７ 不同维度光谱特征对分类精度的影响

Ｆｉｇ．７ Ｉｎｆｌｕｅｎｃｅ　ｏｆ　ｓｐｅｃｔｒａｌ　ｆｅａｔｕｒｅｓ　ｗｉｔｈ　ｄｉｆｆｅｒｅｎｔ

ｄｉｍｅｎｓｉｏｎｓ　ｏｎ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ａｃｃｕｒａｃｙ

４　结　　论

为解决高光谱遥感影像分类后地物分类混淆、

总体分类 精 度 低 等 问 题，提 出 了３Ｄ－ＣＮＮ－ＣＲＦ算

法，通过重新设计３Ｄ－ＣＮＮ模型架构并充分利用高

光谱影像中像素的空间邻域信息与光谱信息，联合

多标签条件随机场算法，对分类进行全局优化。方

法的稳健性较强，无需刻意调整参数即可达到较高

的分类精度。
对公 共 高 光 谱 数 据 集 的 测 试 结 果 表 明，３Ｄ－

ＣＮＮ－ＣＲＦ算法提供了一个简单高效的方法来实现

高光谱影像的光谱－空间特征提取，并且３Ｄ－ＣＮＮ模

型是一个轻量级、泛化能力强、收 敛 速 度 快 的ＣＮＮ
模型。算法的最终总体精度可达９８％，优于其他高

光谱影像分类算法。
目前，高光谱遥感影像分类的关键在于充分利

用地物辐射光谱信息，并提取区别性大、更有代表性

的空间－光谱特征。在未来的研究工作中，一方面计

划在３Ｄ－ＣＮＮ中融合多个尺度卷积核，对特征进行

自适应学习以进一步提升分类性能；另一方面考虑

采用ＧＰＵ并 行 技 术 来 实 现 并 行 卷 积 网 络 训 练，减

少运算时间，提高算法效率。
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